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Abstract

Cross-lingual meaning representation is a current topic in the field of Natural
Language Processing. Semantic spaces of various languages are transformed
into a shared universal space. It allows to transfer knowledge between lan-
guages, especially between resource-rich and resource-poor languages. This
Master Thesis aims to analyze, compare and implement available methods
of language independent semantic representation. Most of related works fo-
cus on linear projections as they showed a very good performance. In this
thesis, however, we study non-linear methods based on artificial neural net-
works and clustering. Both linear and non-linear methods were subsequently
evaluated on different tasks such as datasets containing word similarities,
word analogies and machine translation. The newly implemented non-linear
transformations consistently outperformed state-of-the-art linear transform-
ations in all evaluation criteria and on several languages within different
language families.



Abstrakt

Mezi-jazycné reprezentace vyznamu je aktualni téma v oblasti zpracovani
prirozeného jazyka. Sémantické prostory z riiznych jazyka jsou transformo-
vany do jednoho sdileného univerzalniho prostoru. Tento fakt umoznuje pie-
nést znalosti z jazyku, které jsou velmi bohaté na zdroje, do jazyki, jez jsou
na zdroje omezené. Cilem této diplomové prace bylo analyzovat, porovnat
a implementovat dostupné metody pro jazykové nezavislou sémantickou re-
prezentaci. Vétsina souvisejicich praci se zamétuje na linearni transformace,
jelikoz vykazuji velmi dobry vykon. V této praci se vSak soustiedujeme na
zvolené nelinedrni transformace zalozené na umeélych neuronovych sitich a
shlukovani. Kvalita linearnich i nelinedrnich metod je nésledné vyhodnocena
na ruznych tlohach, naptiklad datovych sadach slovnich podobnosti, slov-
nich analogii a strojovém prekladu. Nové implementované nelinearni trans-
formace v mnoha ohledech ptekonaly linedrni transformace ve vsech sledo-
vanych kategoriich na rozdilnych jazycich z odlisnych jazykovych rodin.
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1 Uvod

V druhém desetileti 21. stoleti zaznamenaly znac¢ny uspéch metody Word2vec
a FastText zalozené na umélych neuronovych sitich pro vytvoreni vektorové
reprezentace slov. Slovni vektory (anglicky word embedding) jsou v souc¢asné
dobé hojné vyuzivané predevsim v oblasti zpracovani prirozeného jazyka
[13, 17, 19]. VySe zminéné metody jsou schopné reprezentovat datovy kor-
pus predany na vstupu jako vektorovy prostor a nasledné s jednotlivymi
slovy pracovat jako s vektory. Vyhodou tohoto pristupu je fakt, ze vysledné
slovni vektory reprezentuji samotny vyznam slova. Diky tomu lze v systé-
mech vyuzivajicich zpracovani prirozeného jazyka zpracovat text podobného
vyznamu, prestoze je napsan jinymi slovy.

Dalsim prirozenym krokem byl vyzkum v oblasti vztahli mezi sémantic-
kymi prostory reprezentujicimi rozdilné jazyky. Zakladni motivaci je schop-
nost odvodit vyznam slova ve vice jazycich, coz skytd mnoho riznych vyuziti
predevsim v oblastech vyhleddvani informaci (anglicky information retrie-
val) a strojového prekladu (anglicky machine translation). Soucasné se nabizi
moznost prenosu znalosti z jazykt, které jsou velmi bohaté na zdroje, jako
je napriklad globalné rozsitena anglictina, do jazyku, které jsou na zdroje
velmi chudé, jako naptiklad islandstina.

Cilem diplomové prace je prizkum nejmodernéjsich metod pro jazykové
nezavislou reprezentaci vyznamu a nasledny névrh a implementace nelineér-
nich metod s vyuzitim umélych neuronovych siti a metody shlukovani uréené
pro transformaci sémantickych prostort. Implementované metody pro jazy-
kové nezéavislou reprezentaci vyznamu jsou déale otestované na datasetech
slovnich podobnosti, slovnich analogii a na strojovém prekladu slov.

Kapitola 2 analytické ¢asti diplomové prace je vénovana sémantickym
prostortim a definici vSech potfebnych termint, které se s nimi poji, spo-
le¢né se zastupci modelt urcenych pro jejich reprezentaci. Kapitola 3 se
zabyva tremi klicovymi metodami pro linearni transformace, které 1ze vyu-
zit pro vytvoreni transformac¢ni matice mezi dvéma sémantickymi prostory.
Kapitola 4 je vénovana navrzeni nelinearnich transformaci s pouzitim neuro-
novych siti, které by byly schopné prekonat sledované vlastnosti linearnich
transformaci. V kapitole 5 jsou nasledné predstaveny metody vyuzivajici
shlukovani, které jsou urcené pro vylepseni vlastnosti zakladnich linearnich
transformaci. Druhd c¢ast diplomové prace je zamérena na detailni predsta-
veni experimenti a vSech namérenych hodnot spolecné s porovnanim vsech
implementovanych metod.
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2 Sémantické prostory

Cilem této kapitoly je definice sémantickych prostort a predstaveni jejich kli-
c¢ovych vlastnosti spolecné s modely distribu¢ni sémantiky, které slouzi pro
vytvoreni reprezentace sémantickych prostorta. Prvni ¢ast této kapitoly bude
vénovana distribu¢ni hypotéze, na které jsou modely distribuc¢ni sémantiky
zalozené. V druhé casti této kapitoly se zamérime na tii rozdilné modely,
jmenovité Word2vec, Glove a fastText, které lze vyuzit pro vytvoreni vekto-
rové reprezentace slov. Posledni zminéna metoda fastText je vyuzita v ramci
diplomové prace.

Oznac¢ime-li w € V jako slovo, kde V predstavuje slovnik daného jazyka,
muzeme posléze definovat sémanticky prostor jako funkci

S: V=R (2.1)

Jedna se tedy o matematickou funkci, kterd mapuje slovo w do Euklidov-
ského prostoru o dimenzi d. Vybrané slovo je nasledné reprezentovano pomoci
vektoru redlnych cisel S(w). Reprezentace slov pomoci vektort prindsi radu
vyhod. Redlna ¢isla jsou v pocitacovém prostiedi zpracovavana snadnéji nez
textové Tetézce, zaroven je poté mozné se slovy provadét stejné operace jako
s vektory, napriklad s¢itani ¢i odcitani.

Y

Obrazek 2.1: Zjednoduseny sémanticky prostor

Ziskany vektor S(w) posléze v daném sémantickém prostoru reprezentuje
samotny vyznam slova w. Tento fakt je obzvlasté dulezity, nebof podob-
nost zvolenych vektora sim(S(wy),S(ws)), respektive slov wy a wy lze na-
sledné velmi snadno porovnat naptiklad vypocétenim euklidovské vzdalenosti
D mezi vektory, pripadné uré¢enim thlu 6 mezi témito vektory s vyuzitim ko-
sinové podobnosti. Podrobny postup vypoctu téchto metrik je uveden v sekci
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6.5.1, respektive 6.5.2. Na obrazku 2.1 Ize vidét ukazku znacné zjednoduse-
ného dvourozmérného sémantického prostoru obsahujiciho slova w; a ws.

2.1 Distribuc¢ni hypotéza

Modely distribu¢ni sémantiky jsou zalozeny na takzvané distribuc¢ni hypo-
téze. Podle této hypotézy maji slova, ktera se vyskytuji v podobném kon-
textu, tendenci mit obdobné vyznamy. Tento predpoklad vychazi z tvrzeni,
které formuloval jiz v roce 1957 anglicky lingvista John Rupert Firth:

,» You shall know a word by the company it keeps. “ [9]

Z tohoto tvrzeni vyplyva, ze vyznam slova je v urcitém slova smyslu pred-
urcen jazykovym kontextem, v némz se vyskytuje. Jednoduchym prikladem
demonstrujicim vyse uvedeny vyrok je napiiklad véta: “Sel do cukrarny pro
.7, jejimz doplnénim budou spise slova dort nebo zmrzlinu nez auto ¢i rize.
Vyznam tohoto faktu je jesté vice patrny u homonym neboli slov souzvuc-
nych. Jedna se o slova, ktera maji stejnou zvukovou ¢i grafickou podobu, ale
zcela odlisny vyznam. Prikladem homonyma je slovo pila, které mize ozna-
covat jak nastroj urceny k rezani, tak pricesti minulé, jak lze vidét zejména
ve vétach “Kazdé rano pila ¢aj.” a “Pila byla opfena o strom.”. V téchto pri-
padech je pro urceni spravného vyznamu slova znalost jeho kontextu zcela
nezbytna.
Modeli, které jsou zalozené na vysSe uvedené distribuc¢ni hypotéze, je
v soucasné dobé znacné mnozstvi. V nésledujicich sekcich jsou predstaveny
tti vybrani zastupci, konkrétné Word2vec, GloVe a fastText.

2.2 Word2vec

Model Word2vec, ktery byl predstaven v roce 2013 tymem vedenym Toma-
sem Mikolovem, slouzi k vytvoreni slovnich vektori pomoci umélych neu-
ronovych siti [17, 19]. Model Word2vec vychézi z vyse uvedené distribuéni
hypotézy a lze jej dle architektury dale rozdélit na dva odlisné druhy. Kon-
krétné se jednd o continuous bag-of-words (CBOW) a skip-gram. CBOW
se na zakladé okoli zvoleného slova snazi dané slovo predpovédét. Oproti
tomu skip-gram se pokousi ze zvoleného slova predpovédét slova nachazejici
se v jeho okoli. Oba uvedené druhy jsou znazornéné na obrazku 2.2.

Pokud se blize zaméfime na metodu skip-gram, mizeme definovat jeji
cil, kterym je pro kazdé slovo z posloupnosti wy, ws, ws, ... wp uréit slova,
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Vstupni vrstva Projekéni vrstva Vystupni vrstva Vstupni vrstva Projekéni vrstva Vystupni vrstva

w(t—2) w(t —2)
w(t—1) w(t—1)
SUM
H w(t) w(t)
w(f+l)D/ w(t+ 1)
w(t+2) w(t +2)

(a) CBOW (b) Skip-gram

Obrézek 2.2: Druhy modelu Word2vec

ktera se vyskytuji v jeho okoli o pfedem zvolené maximalni vzdélenosti m.
Nasledné lze stanovit cenovou funkci pomoci vzorce:

1 T
JO)=—=>" > log P(wijw). (2.2)
T t=1 —m<j<m
J#0

Cilem tohoto modelu je minimalizovat vyse uvedenou cenovou funkci, ¢imz
soucasné dochazi k maximalizaci presnosti predpovédi slov v okoli. Pravdé-
podobnost P(wy;|w;) lze urit vyuzitim funkce softmaz jako:

exp(ulv,)

P =
(O|C) ZwEV eXP(UEUc) ’

(2.3)

kde symbol o predstavuje slova z okoli, symbol ¢ samotné centralni slovo
a symbol V slovnik zvoleného trénovaciho korpusu. Pro lepsi predstavu zna-

P (wiedni|vie) P (wsport|vje)

P (uskperg|vie)

ledni hokej je skvély sport
\\//
slova z okoli 0 centralni slovo ¢ slova z okoli o

Obrazek 2.3: Pravdépodobnosti v modelu skip-gram

zornuje obrazek 2.3 pravdépodobnosti jednotlivych slov v ukdzkovém textu
“ledni hokej je skvely sport™ Centralni slovo je v tomto pripadé slouzi pro
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vypocteni pravdépodobnosti vyskytu slov v jeho okoli, jmenovité ledni, ho-
kej, skvely a sport.

Vyse definovana pravdépodobnost je vsak znacné neprakticka, jelikoz
cena vypoctu tohoto vyrazu je tmérna poctu slov ve slovniku V', ktery se
¢asto pohybuje v hodnotach vétsich nez 10°. Z tohoto diivodu se pro zvyse-
nou efektivnost vypoctu pouziva pouze aproximace funkce softmax pomoci
hierarchical softmaz [21] nebo negative sampling [10, 20].

2.3 GloVe

Model GloVe neboli Global Vectors [23] predstavuje metodu uceni bez uci-
tele slouzici pro ziskani vektorové reprezentace slov. GloVe je open-source
projekt vyvijeny od roku 2014 na Stanfordové univerzité. Na rozdil od mo-
delu Word2vec, ktery pro vytvoreni sémantické reprezentace slov vyuziva
neuronovou sit, model GloVe je zalozen na snizeni dimenze matice, ktera
obsahuje pocty vzajemnych vyskyti slov ve vstupnim korpusu.

Matici, ktera uklada jednotlivé vzajemné vyskyty slov, oznac¢ime X. Poté
prvky matice X;; udévaji pocet, kolikrat se slovo j vyskytuje v okoli slova i.
Soucasné X; = >, Xy predstavuje celkovy pocet vyskyti vSech slov v okoli
slova i. Nésledné lze urcit pravdépodobnost Pj; = P(i|j) = X;;/X;, ktera
udava, jak casto se slovo j vyskytuje v okoli slova 7. Samotna matice vSak
jesté nepredstavuje vyslednou reprezentaci slov pomoci vektorii.

Vyslednou cenovou funkci, ktera je zalozena na vazené metodé nejmen-
sich ¢tvercli, mtizeme posléze definovat jako:

J(0) = f(Xij)(wli; + b + b; — log X;;)?, (2.4)

kde symbol V' oznacuje velikost slovniku a f(X;;) takzvanou vahovou funkei
(anglicky weighting function). Jedné se o spojitou neklesajici funkei, kterd
slouzi pro vylepseni vlastnosti modelu, jelikoz castéjSim sloviim prirazuje
mensi vahu a naopak sloviim, ktera se vyskytuji spise zridka, prirazuje vétsi
vahu. Dle vyse uvedeného c¢lanku je nejlépe fungujici volbou parametrizova-
telna funkce definovana jako:

f(a) = {(x/:cmax)a pokud = < Zmae- 2.5)

1 jinak.
Vyhodou modelu GloVe je predevsim znatelné kratsi doba nutna pro
natrénovani oproti predchozimu modelu Word2vec. Dle autori ¢lanku [23] je
model GloVe vhodny pro ulohy zabyvajici se slovni podobnosti, predevsim

vSak pro tlohu rozpoznavani pojmenovanych entit (anglicky named entity
recognition nebo také zkracené NER).
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2.4 FastText

Treti a posledni zde uvedeny model nazvany fastText byl publikovan v roce
2017 a vychazi z modelu skip-gram [3]. Vylepsenim oproti ptivodnimu modelu
je reprezentace slov pomoci sumy takzvanych n-gram vektorta. Pojem n-gram
oznacuje sled n prvku (jako napiiklad slova ¢i pismena), které se objevuji
v delsi posloupnosti. Pokud naptiklad zvolime n = 3, mizeme nasledné slovo
hokej vyjadrit n-gramy, respektive trigramy:

<ho, hok, oke, kej, ej>.

Specialni symboly < a > predstavuji hranice daného slova, respektive jeho
zacatek a konec. Diky vyuziti n-grami je model fast Text schopen na rozdil od
predchozich modelti 1épe reprezentovat slova, ktera se ve vstupnim korpusu
vyskytuji velmi ziidka nebo se tam nevyskytuji viibec, ale jsou si lexikalné
podobnd s jinymi slovy nalézajicimi se v korpusu.

Dle dostupné literatury [3] tento model prekonava jak Word2vec tak
Glove, a proto byl v ramci této diplomové prace pouzit pro vSechny ex-
perimenty.
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3 Linearni transformace

Problematika linearnich transformaci je detailné popsana naptiklad v ¢lanku
[4]. Oznac¢ime-li symbolem L mnozinu jazykt, poté slovo w® € V'* oznacuje
slovo ze zvoleného jazyka x € L, kde symbol V'* predstavuje slovnik daného
jazyka. Linearni transformaci mezi sémantickymi prostory mtizeme posléze
definovat jako:

ST (w®) = TT S (1) (3.1)

Jednd se tedy o vyndsobeni transformacni matici T*~¥ € R¥“. Pomoci né-
sobeni matic 1ze provést takzvanou afinni transformaci. Jde o zobrazeni jed-
noho afinniho prostoru do jiného pomoci operace posunuti, otoc¢eni, zmény
méritka a zkoseni [22]. Slozenim uvedenych operaci je maticové ndsobeni,
jehoZ vysledkem je opét matice v R4,

Pro sestaveni transformacni matice T*7Y mezi dvéma zvolenymi jazyky
x,y € L, napriklad anglictinou a italstinou, je nezbytné nejdiive vytvo-
rit dvojjazyény slovnik D*7Y. Konkrétné se jednd o mnozinu m predem
zvolenych slovnich dvojic (w*, w¥) € D*™Y kde D*7Y C V¥ x VY. Veli-
kost vysledného slovniku je |D*7Y| = m. Pro sestaven{ matic X € R™*¢
a’Y € R™*4 které jsou nezbytné pro uréeni vysledné transformace, vyuzi-
jeme m usporadanych vyse uvedenych slovnich para (w”®, w?), presnéji jejich
odpovidajicich slovnich vektoru (S*(w®),SY(w?)).

Obsahem této kapitoly je predstaveni a analyza aktualné dostupnych
metod linedrni transformace mezi sémantickymi prostory, které reprezentuji
rozliéné jazyky. Celkem budou predstaveny tii odlisSné postupy. Konkrétné
se jedna o metodu nejmensich ctverci, ortogondlni transformaci a dale také
transformaci pomoci kanonické korelace. Kazda z vysSe uvedenych metod
poskytuje jisté vyhody i nevyhody, které budou déle podrobnéji popsany.

3.1 Metoda nejmensich ctvercii

Metoda nejmensich ¢tvercii zndma4 jiz v 18. stoleti! stale patii k zdklad-
nim metodam regresni analyzy v oblasti statistiky. Cilem metod regresni
analyzy je odhad hodnoty ndhodné veli¢iny z vyuzitim znalosti jiné veli¢iny.
Zminovanou metodu nejmensich ¢tvercu lze vyuzit pro nalezeni priblizného

IPrvni pouziti metody je pfipisovdno némeckému matematikovi a fyzikovi Carlu Fried-
richovi Gaussovi jiz v roce 1795.
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feseni preurcené soustavy linearnich rovnic 3.2.
Ax=Db (3.2)

Vyuziti metody nejmensich ¢tvercli pro nalezeni transformacni matice
T*7Y ve své praci navrhuje Mikolov et al. [18]. Vzorec pro nalezeni transfor-
macni matice mizeme vidét v rovnici 3.3.

T = argmin [|[Y — XT3 (3.3)
TxX—=Y

Jednd se o optimalizac¢ni problém, ktery lze vytesit vyuzitim algoritmu gra-
dientniho sestupu, ktery je podrobnéji predstaven v sekci 4.2. Pro nalezeni
transformacni matice lze také vyuzit analytického feseni metody nejmensich
¢tverci, jak lze vidét v rovnic 3.4.

Ty = (XTX) 'Y TX (3.4)

Analytické Teseni je vzhledem k nutnosti nasobit a invertovat matice vhodné
spiSe pro matice mensich rozmért, oproti gradientnimu sestupu se nicméné
nejednd o iterativni algoritmus a neni nutné volit dodatecné parametry. Vyse
uvedeny vyraz (X'X) ™! viak nemusi byt vZdy invertibilni. Z tohoto diivodu
je ve vetsiné pripadl pro vypocteni inverzni matice nutné vyuzit takzvanou
Moore—Penroseovu pseudoinverzi.

3.2 Ortogonalni transformace

Druhou zminovanou transformaci je takzvana ortogonalni transformace.
Tato transformace byla predstavena v ¢lanku [1]. Autofi prace zdiraznuji,
ze transformacni matice by méla byt ortogonalni, jelikoz zachovava thly
mezi jednotlivymi body (slovy) v prostoru. Ortogonélni transformace je tedy
transformace pomoci metody nejmensich ¢tvercii s omezenim, ze transfor-
macni matice T*7Y musi byt ortogonalni.

Radky i sloupce ortogonalni matice jsou ortonormélni vektory. Z tohoto
faktu plyne velmi vyznamna vlastnost ortogonalni matice, coz znamend, ze
jeji transponovana matice je zaroven i jeji inverzni matici, jak mazeme vidét
v nasledujici rovnici:

QN =Q! (3.5)

Optimalni transformac¢ni matice T*7Y je v pripadé ortogonalni transformace
urcena pomoci vzorce:

T2y = VU'. (3.6)
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Uvedené matice U a V jsou ziskdny pomoci singuldrniho rozkladu neboli
SVD (viz sekce 3.2.1) matic Y 'X.

Nejvyznamnéjsi vlastnosti ortogonalni transformace je fakt, ze zachovava
hodnoty skalarniho soucinu, respektive zachovava thly mezi vektory i po
provedeni transformace daného sémantického prostoru. Tento fakt je umoz-
nén prave zasluhou ortogonality vysledné transformacni matice T*7Y. Diky
tomu je zabranéno degradaci kvality vysledného sémantického prostoru.

3.2.1 Singularni rozklad

Singularni rozklad ¢i SVD matice je faktorizace redlné ¢i komplexni matice
M o velikosti m x n na maticovy soucin:

M = UZV*,

kde matice U je redlna nebo komplexni unitdrni? matice o rozmérech m x n,
matice V je redlnd nebo komplexni unitarni matice n x n a X je obdélnikova
matice m x n, kterd ma nezaporna cisla na diagonéle. Tato ¢isla jsou oznaco-
vana jako singularni hodnoty matice M. Symbol hvézdicky, ktery lze vidét
u matice V*, oznacuje takzvanou konjugovanou matici. Jednda se o transpo-
novanou matici s komplexné sdruzenymi ¢isly. Singularni rozklad predstavuje
klicovy teorém linearni algebry, jelikoz jej lze aplikovat na vsechny matice
a dand faktorizace vzdy existuje [7].

3.3 Transformace pomoci kanonické korelace

Treti uvedend transformace, kterd byla predstavena v ¢lanku [8], vyuziva
pro nalezeni transformacni matice kanonickou korela¢ni analyzu. Kano-
nicka korela¢ni analyza je metoda, kterou lze vyuzit pfi vyzkumu vztahi
a zavislosti mezi dvéma vicerozmérnymi proménnymi, napiiklad vektory.
Cilem této metody je nalezeni bazovych vektorii pro kazdou dvojici promén-
nych, tak aby korelace projekce téchto proménnych na bazové vektory byla
vzajemné maximalni. Pro nalezeni hledanych bazovych vektort lze vyuzit
algoritmus prezentovany v ¢lanku [11].

Proces nalezeni transformacni matice se skladé z nékolika krokti. Prvnim
krokem je nalezeni dvojice vektorti ¢? € R? a cf € R?. Je zvolena takova
dvojice vektoru, jejiz projekce Xct, Ye! dosahuje nejvyssi hodnoty Pear-
sonova korelacniho koeficientu, ktery je detailné popsan v sekci 6.5.3. Po
nalezeni prvniho nejlepsiho paru je dalsim krokem nalezeni druhé nejlepsi

2Unitarni matici rozumime matici, pro kterou plati U*U = UU* = L.
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dvojici vektoru (c%, ¢4). AvSak druhou dvojici hleddme pouze v podprostoru,
ktery je ortogonalni k prvni dvojici nalezenych vektoru (c, ¢¥). Cilem tohoto
procesu je nalézt celkem d paru vektorti. Obecné lze k-tou dvojici vektorta
nalézt pomoci vzorce:

cy, ¢} = argming ., corr(Xc®, Ycv), (3.7)
kdy zaroven plati, ze:
(Xc") - (Xcf)=0a (YY) - (Yc!) =0 (3.8)

pro kazdé 1 < ¢ < k. Nalezené vektory lze posléze reprezentovat jako dvé
matice C* € R¥4 a CY € R¥?, Sloupce téchto matic odpovidaji nalezenym
vektortim ¢ a cZ. V§slednou transformacéni matici T%7¥ lze nasledné ziskat
pomoci rovnice:

fov = or(Cy)! (3.9)

Obsahem nasledujici kapitoly bude predstaveni nelinearnich transfor-
maci, respektive transformaci, které vyuzivaji neuronové sité. Do téchto
transformaci je oproti vyse predstavenym linedrnim transformacim ptidan
nelinearni prvek v podobé aktivacni funkce.
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4 Nelinearni transformace

V této kapitole si detailné predstavime a analyzujeme prvni skupinu me-
tod pro vytvoreni transformaci mezi sémantickymi prostory pomoci neuro-
novych siti, tedy takzvané nelinedrni transformace. Zacatek kapitoly bude
vénovan kratkému predstaveni neuronovych siti a bézné pouzivanych akti-
vacnich funkci, které reprezentuji nelinearni prvek. Nasledné se zamétrime na
navrzené neuronové sité, které byly pouzité v ramci diplomové prace.

4.1 Neuronové site

Prirozenym krokem pfi navrhu metod transformace bylo vyuziti umélych
neuronovych siti, které zejména v poslednich letech zazivaji mnoho uspé-
chti v rozmanitych technologickych i humanitnich oborech. Umélé neuronové
sité se svym navrhem a funkcemi snazi priblizit samotné strukture lidského
mozku. Zakladni prvek umélé neuronové sité je stejné jako v pripadé mozku
neuron, respektive umély neuron. Jednotlivé umélé neurony jsou mezi se-
bou propojeny. Tato propojeni, predstavujici synapse mozku, jsou schopna
prenaset vzruch ostatnim neurontm.

Historie neuronovych siti sahd az do 40. let minulého stoleti, kdy byl
Warrenem McCullochem a Walterem Pittsem predstaven umély neuron [16].
Vystup tohoto neuronu byl 0 ¢i 1 v zavislosti na tom, zda vazena suma vstup-
nich signaltt daného neuronu prekrocila prahovou hodnotu. Pro tento neuron
vsak jesté nebyla navrzena zadna metoda pro jeho natrénovani. Znacného
pokroku na teoretickém poli bylo dosazeno na konci 50. let minulého stoleti,
kdy Frank Rosenblatt navrhl perceptron [25]. Jednalo se o zdkladni model
umeélého neuronu, ktery jiz bylo mozné ucit dle danych pravidel. Avsak je-
jich pouziti bylo limitované pouze na linearné separovatelné tlohy. Z tohoto
duvodu byl zdjem o neuronové sité utlumen az do prichodu vicevrstevna-
tych perceptront a popularizace dodnes vyuzivané metody uceni takzvané
backpropagation v 80. letech. V této dobé bylo prokazano, ze 1ze uvedenou
metodu vyuzit pro nauceni neuronovych siti [26].

Backpropagation je proces zpétného siteni chyby neuronovou siti, ktery
spoc¢iva v upravé vah, respektive hodnot propojeni jednotlivych neuront.
Jedna se o specificky pripad gradientniho sestupu, ktery je dodnes pouzi-
van pro nauceni neuronovych siti a detailné je predstaven v sekci 4.2. Proces
uceni je vykonnostné velmi naroc¢ny, takze predevsim z tohoto divodu se po-
pularita neuronovych siti zacala zvysovat az v poslednich letech s ptichodem
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Obrézek 4.1: Jednoduchy perceptron
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moderniho hardwaru, predevsim vykonnych grafickych karet, které dokazou
tento proces nékolikanasobné urychlit.

Neuronové sité dale oproti linedrnim transformacim probranym v minulé
kapitole obsahuji nelinearni prvek, ktery jim umoznuje fesit i problémy, které
nejsou linedrné separovatelné. Jedna se o aktivacni funkce. Nejznaméjsi za-
stupci aktivacnich siti pouzivanych v neuronovych sitich budou podrobnéji
predstaveny v sekci 4.1.2.

4.1.1 Perceptron

Schéma jednoduchého perceptronu muzeme vidét na obrazku 4.1. Ve své
podstaté se jedna o analogii k neuronu ve skuteé¢ném lidském mozku. Mate-
maticky mtzeme perceptron popsat pomoci rovnice 4.1.

ho(z) = o> wiz; + b) (4.1)

Symbol o zde predstavuje aktivac¢ni funkci daného neuronu. Déle symbol w;
reprezentuje vahu spojeni mezi danym neuronem a neuronem, ktery zasila
signal x;. Pismeno b oznacuje prah. Perceptron predstavuje zakladni stavebni
prvek neuronové sité.

4.1.2 Aktivacéni funkce

V této ¢ésti si predstavime tii bézné pouzivané aktivacni funkce. Konkrétné
se jednd o funkci sigmoid, hyperbolicky tangens a ReLU (Rectified Linear
Unit). Posledni dvé zminéné byly vyuzity pri samotném névrhu umélych
neuronovych siti slouzicich pro transformaci sémantickych prostoru.
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Sigmoid

Aktivacni funkce sigmoid, kterd je vyznamnym prikladem logistické funkce,
je patrné nejznaméjsi aktivacni funkci, se kterou se miizeme v oblasti umélé
inteligence setkat. Predpisem funkce sigmoid je nasledujici rovnice:

1
xT) =
fla) =1

Graf této funkce mizeme vidét na obrazku 4.2. V grafu si lze povsimnout, ze

(4.2)

obor hodnot funkce sigmoid je roven intervalu (0,1). Jedné se jednoduchou

1.5 %

0.5

—-0.5 1

Obrazek 4.2: Aktivacéni funkce sigmoid

funkeci, kterd je vhodna spise pro pocatecni experimenty, kdy je prednéjsi
pochopeni dané problematiky. Funkce sigmoid neni ve vétsiné pripada prilis
casto vyuzivana v realnych modelech, nebot se s jejim pouzitim poji nékolik
problémii.

Patrné nejvyraznéjsim nedostatkem funkce sigmoid je takzvany problém
mizejiciho gradientu. K tomuto problému dochazi v pripadé, ze se vystup
aktivace neuronu blizi hodnoté 0 ¢i 1, tedy okrajovym hodnotam oboru dané
funkce. Gradient je v této oblasti témér nulovy, ¢imz je velmi znesnadnén
klicovy proces uceni neuronové sité neboli backpropagation. Dalsi problém,
ktery se poji s pouzitim této funkce, je, Ze jeji vystup neni vycentrovan okolo
nuly.

Z vyse uvedenych divodi nebyla funkce sigmoid pouzita pro navrh neu-
ronovych siti pouzitych v ramci diplomové préce.

Hyperbolicky tangens

Druhou aktivacéni funkei, ktera jiz byla pro navrh neuronovych siti pouzita,
je hyperbolicky tangens nebo také kratce tanh. Predpis této funkce je
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uveden v rovnici 4.3.

ef —e®

=tanhyr = ——
f(zx) anh x prp—

(4.3)

Graf této funkce miizeme vidét na obrazku 4.3. Z grafu je vidno, ze obor hod-
not je oproti funkci sigmoid roven intervalu (—1,1). Je tedy patrné, ze vy-

Obrazek 4.3: Aktivacni funkce hyperbolicky tangens

uzitim funkce hyperbolicky tangens lze odstranit druhy zminovany problém
funkce sigmoid, jelikoz je vycentrovan okolo nuly. Z tohoto diivodu je v praxi
aktivacni funkce hyperbolicky tangens preferovana pred aktivacni funkef sig-
moid. AvSak stejné jako v predchozim pripadé i zde miize nastat problém
mizejicitho gradientu, pokud se aktiva¢ni hodnota neuronu blizi okrajovym
hodnotdam oboru hodnot funkce.

RelLU

Treti aktivacni funkci, v soucasné dobé hojné rozsirenou, je takzvana ReLU,
jejiz nazev vychazi z anglického vyrazu rectified linear unit, coz lze pre-
lozit jako usmérnénd linedrni funkce. Ptedpis této funkce lze vidét v rovnici
4.4.

f(z) = max(0, x) (4.4)

Jak muzeme vidét v grafu 4.4, obor hodnot funkce ReLU lezi v intervalu
[0,00). Zna¢nou vyhodou aktiva¢ni funkce ReLU je jeji vyraznd jednodu-
chost oproti vySe uvedenym aktivacnim funkcim sigmoid a hyperbolicky
tangens, které provadi komplexni matematické operace. Jednoduchost této
funkce umoznuje vyraznym zpusobem urychlit uceni neuronové sité. Diky
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Obrazek 4.4: Aktivacni funkce ReL U

svym vlastnostem je vhodna predevsim jako aktivacni funkce pro skryté
vrstvy umélé neuronové site.

Avsak ani pouziti funkce ReLLU neni zcela bezproblémové. V pripadé, ze
je hodnota gradientu prochazejictho pres neuron prilis vysoka, mtze nastat
situace, kdy dany neuron ,odumfte” a jiz se nikdy pro zadny trénovaci vzo-
rek neaktivuje. ReSenim tohoto problému je vyuziti upravené funkce ReLu,
naptiklad takzvané Leaky ReL U, jejiz predpis lze vidét v rovnici 4.5.

x pokud z > 0
xr) = 4.5
f@) {O.le jinak. (45)

V nasledujici kapitole si blize predstavime navrh jednoduché neuronové
sité pouzité v diplomové praci, kterda ve své strukture neobsahuje skrytou
vrstvu.

4.2 Gradientni sestup

Gradientni sestup (anglicky gradient descent) je iterativni optimalizacni al-
goritmus prvniho fadu slouzici pro nalezeni lokalniho minima zvolené funkce.
Nutnou podminkou pro pouziti tohoto algoritmu je diferencovatelnost dané
funkce, musi se tedy jednat o funkci, kterd ma v uré¢itém bodé diferencial.
Matematicky mizeme gradientni sestup vyjadrit pomoci rovnice 4.6. Symbol
a reprezentuje rychlost uceni a J cenovou funkci. Vizualizaci minimalizace
cenové funkce lze vidét v grafu na obrazku 4.5. Symbol 0 zde oznacuje hle-
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dané lokélni (v tomto pfipadé soucasné globalni) minimum funkce J(6).

0
Gradientni sestup muzeme déle rozdélit na tt¥i zdkladni druhy, jmenovité:
o davkovy gradientni sestup,
e mini-davkovy gradientni sestup a

» stochasticky gradientni sestup.

Déavkovy gradientni sestup v kazdé iteraci algoritmu pracuje s m trénova-
cimi vzorky (29, ) z trénovaci mnoziny, kde m oznacuje velikost trénovaci
mnoziny. Oproti tomu stochasticky gradientni sestup v kazdém kroku mini-

J(0)

0o F

Obrazek 4.5: Vizualizace gradientniho sestupu

malizuje cenovou funkci pouze s jednim trénovacim vzorkem. Diky tomuto
faktu je stochasticky gradientni sestup schopen lépe predchazet uvaznuti
v lokdlnim minimu. Mini-ddvkovy gradientni sestup kombinuje vlastnosti
obou predchozich druhti. Nepracuje s celou trénovaci mnozinou, ale pouze
s jejl podmnozinou o predem zvolené velikosti. Varianty gradientniho sestupu
jsou téz vyuzity pro trénovani neuronovych siti v sekci 4.3 a 4.4.

4.3 Neuronové sité bez skryté vrstvy

Cilem prvnich experimentii s neuronovymi sitémi bylo pokusit se spojit jiz
fungujici linearni transformace a obohatit je o nelinearni prvek, ktery pri-
nasi pravé neuronové sité. Z tohoto diivodu prvotni navrh neuronovych siti
v ramci diplomové prace obsahoval pouze vstupni a vystupni vrstvu. Jed-
nalo se tak ve své podstaté o metodu nejmensich c¢tvercti. Na rozdil od
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této metody vsak byla k vystupni vrstvé pridana aktivacni funkce, ktera
predstavovala samotny nelinearni prvek. Jako aktivac¢ni funkce byl zvolen
hyperbolicky tangens diky svym vhodnym vlastnostem pro tento problém,
konkrétné rozsah intervalu a centrovani kolem nuly.

Strukturu takovéto neuronové sité muzeme vidét na obrazku 4.6. Vstu-
pem neuronové sité je vektor x = (1, 9, T3, ..., x,). V nasem piipadé je po-
cet slozek vektoru n roven d, tedy dimenzi sémantického prostoru X. Kazdy
neuron ze vstupni vrstvy je nésledné propojen se vSemi neurony z vystupni
vrstvy. Vystupem neuronové sité je poté vektor § = (41, 92, U3, - - -, Un ), Ktery
jiz predstavuje slovni vektor transformovany do sémantického prostoru Y.

Vstupni vrstva Vystupni vrstva

X n

Q O

Tn Yn

@ O

Obrazek 4.6: Struktura neuronové sité bez skryté vrstvy

4.4 Neuronové sité se skrytou vrstvou

Druhym pristupem k navrhu neuronovych siti, ktery byl pouzit v ramci
diplomové préace, bylo pridani skrytych vrstev do jejich struktury. Vyuziti
neuronovych siti s velkym poctem vrstev se souhrnné oznacuje terminem
hluboké uc¢eni (anglicky deep learning). Vyssi pocet skrytych vrstev umoz-
nuje neuronovym sitim naucit se fesit velmi komplexni problémy, jako na-
priklad klasifikace obrazk, hrani stolnich ¢i poc¢itacovych her nebo stale po-
pularnéjsi fizeni autonomnich vozidel [27, 28]. Vyssi pocet skrytych vrstev
u jednoduchych problému vsak muze vést k pretrénovani neuronové sité na
trénovacich datech. Pretrénovani sité vyraznym zpiisobem omezuje jeji moz-
nost generalizovat naucené poznatky a aplikovat je na data mimo trénovaci
mnozinu. Tento problém se samoziejmé miize vyskytnout také béhem tré-
novani neuronovych siti pro transformace sémantickych prostort. Z tohoto
divodu bylo pri navrhu neuronovych siti dbano na omezeni jejich nadmérné
slozitosti.
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Ukazku navrzené neuronové sité se skrytou vrstvou lze vidét na obrazku
4.7. Stejné jako v predchozim ptipadé nové navrzend neuronova sit obsahuje
vstupni i vystupni vrstvu, ktera se sklada ze 300 neuronti, coz odpovida po-
¢tu slozek slovnich vektortt. Oproti neuronovym sitim z predchozi kapitoly
byla mezi vstupni a vystupni vrstvu pridana skryta vrstva, ktera také obsa-
hovala 300 neuront. Jako kritérium pro minimalizaci cenové funkce neuro-
nové sité byla stejné jako v predchozim pripadé pouzita kosinova podobnost
a stfedni kvadraticka chyba.

Vstupni vrstva Skryta vrstva Vystupni vrstva

MM

>0

Obréazek 4.7: Struktura neuronové sité se skrytou vrstvou

4.5 Cenové funkce

4.5.1 Stredni kvadraticka chyba

Jako prvni cenova funkce, ktera slouzi jako kritérium pro minimalizace chyb
neuronové sité, byla vyuzita stfedni kvadraticka chyba (anglicky mean squa-
red error nebo MSE), jejiz vzorec muzeme vidét v rovnici 4.7.

1 A~

MSE = =) (V; - V3)* (4.7)

miz
Symbol Y; zde predstavuje vzorek pozorované veli¢iny a Y; predikci daného
modelu pro tento vzorek. Jedna se tedy o sumu kvadratt chyb, nebo také
odchylek predikovanych hodnot od namérenych. Stredni kvadratickou chybu
muze vyrazné ovlivnit vyskyt extrémnich hodnot neboli takzvanych outlieri.
Alternativou je stfedni absolutni chyba, ktera kvadratickou funkci nahra-
zuje absolutni hodnotou. Absolutni hodnota vSak neni diferencovatelna po
celém definiénim oboru, coz znesnadnuje optimalizaci pomoci gradientniho
sestupu, kde je smér gradientu uré¢en pomoci derivace.
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4.5.2 Kosinova podobnost

Druhou cenovou funkci, kterd byla pouzita v ramci diplomové prace, je ko-
sinovd podobnost. Soucasné se jedna o ¢asto vyuzivanou metriku udavajici
podobnost vektort, kterd je detailnéji popsana v kapitole 6.5.2. AvsSak na
rozdil od stfedni kvadratické chyby hodnota kosinové podobnosti se vzris-
tajici podobnosti vektora roste. Aby bylo mozné hodnotu této cenové funkce
minimalizovat pomoci gradientniho sestupu, vyuziva se zaporna hodnota
kosinové podobnosti. Minimalni hodnota této cenové funkce je posléze rovna
—1, kdy je zaroven podobnost porovnavanych vektori nejvyssi.

4.5.3 Hinge-loss

Posledni a soucasné velmi dilezita a specificka cenova funkce, ktera byla
vyuzita v ramci diplomové préace, je inspirovana specialni linedrni transfor-
maci z ¢lanku [15]. Cilem metody navrzené ve vyse uvedeném textu je snizeni
hubness (viz sekce 6.4) vysledného transformovaného sémantického prostoru.

Cilem této metody je zatadit spravny preklad y; slova z; vysSe nez vsechny
ostatni mozné pieklady y; z cilového sémantického prostoru. Stanovenim mi-
nimalni vzdalenosti, kterou ma predikovany vektor y; od vSech ostatnich
vektori y; udrzovat, 1ze nasledné vylepsit vlastnosti transformace. Primér-
nim tcelem je samoziejmé snizeni hubness transformovaného sémantického
prostoru, které v disledku mize vylepsit vysledky i v ostatnich sledova-
nych kategoriich, jez jsou detailné predstaveny v sekci 6. Vyslednou cenovou
funkci vyse uvedené transformace lze definovat jako:

J(0) = >_ max{0,y+ D(y,y) — D(y,n)}, (4.8)

neN

kde symbol N = N (y,y,Y) oznacuje funkci, jejimz vystupem je mnozina
negativnich ptikladii N. V tomto pripadé mnozina N zahrnuje vSechny slovni
vektory z Y vyjma vektoru y;. Symbol D zde oznacuje zvolenou metriku
vzdalenosti, kterda slouzi k urceni podobnosti slovnich vektori, respektive
samotnych slov. Velmi dilezity je predevsim symbol 7, jenz udéava minimdlni
vzdalenost, kterou ma mit spravny vektor y od negativnich prikladi n.

Z vypocetniho hlediska v praxi neni mozné do mnoziny negativnich pti-
kladu zaradit vSechny slovni vektory ze sémantického prostoru Y (vyjma
spravného vektoru y;), jelikoz by cenova funkce musela byt spoctena jako
suma celkem m x (m—1) polozek, kde symbol m oznacuje pocet vektori v da-
ném sémantickém prostoru. V sémantickych prostorech je mnohdy bézné, ze
hodnota m > 10°. Lazaridou et al. [15] vSak ve své praci uvadi, Ze tento
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problém lze vytesit vyuzitim pouze jednoho negativniho prikladu, ktery lze
ziskat pomoci néasledujici rovnice:
N(@,y,Y) = argmin {D(y;,y;) — D(y:,n;)} (4.9)
1<i<m,ij
Pomoci vzorce 4.9 lze nalézt negativni piiklad n;. Tento negativni piiklad
predstavuje slovo, které je svym vyznamem co nejblize predikovanému vek-
toru y; a soucasné co nejdale od spravného prekladu y; slova x;. Stejné jako
v predchozi rovnici 4.8 i zde predstavuje symbol D zvolenou metriku vzdale-
nosti. Negativni ptiklad n; tedy predstavuje zavaznou chybu, kterd z naseho
pohledu prinasi nejvice informaci.
Ukazku nalezeni negativniho ptikladu miizeme vidét na obrazku 4.8.
Pro prehlednost je tento sémanticky prostor vyobrazen ve dvou dimenzich
a slovni vektor je v tomto pripadé reprezentovan pouze pomoci bodu. Z ob-

Yy
kocka
® pes
°
Yi

auto

° e

:gi n;

T

Obrézek 4.8: Nalezeni negativniho prikladu

razku je patrné, Ze se jedna o Cesky sémanticky prostor. Do tohoto séman-
tického prostoru se napriklad pokousime z anglického jazyka transformovat
slovo dog, které odpovida ¢eskému ekvivalentu pes. Slovo pes v tomto pripadé
predstavuje spravny preklad, tedy konkrétné vektor y;. Symbol ¢; oznacuje
nami predikovany vektor, tedy jiz transformovany vektor s vyuzitim predem
zvolené transformace. V prostoru se soucasné vyskytuji dalsi dvé slova, kon-
krétné kocka a auto. Na prvni pohled je zfejmé, Ze slovo kocka je k hledanému
prekladu pes vyznamové mnohem blize nez slovo auto. Z tohoto diivodu neni
kocka vhodnym negativnim piikladem, jelikoz jsou si tato slova vyznamoveé
prilis blizka. Naproti tomu slovo auto je od hledaného prekladu vyznamove
zcela odlisné, a v tomto pripadé tedy predstavuje nami hledany negativni
priklad, ktery lze oznacit symbolem n;.

Nasledujici kapitola bude vénovana nové navrzené metodé, ktera déle
rozsituje myslenku linearni transformace a s pomoci shlukovani do ni pridava
novy samostatny prvek.
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5 Transformace s vyuzitim
shlukovani

Jak naznacuje predchozi analyza, v soucasnosti je pro transformaci séman-
tickych prostort stale vyuzivano predevsim linearnich transformaci. Vzhle-
dem ke komplexnosti této tlohy jsem se rozhodl aplikovat odlisny pristup,
respektive transformaci s vyuzitim shlukovani, jiz dosud nebyla vénovana
pozornost. Klicovou myslenkou tfetiho pristupu pro vytvoreni transformace
v rdmci diplomové préace, ktera je obsahem této kapitoly, bylo vyuziti shlu-
kové analyzy pro rozti{déni slov sémantického prostoru do shluki!, které
sdileji stejny ¢i podobny vyznam. Cilem této metody bylo pokusit se s po-
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Obrazek 5.1: Vizualizace sémantického prostoru po provedeni shlukovani

moci lokalnich transformaci vytvorenych pro jednotlivé shluky vylepsit vlast-
nosti zakladni linearni transformace. Hlavni prinos tohoto pristupu spociva
zejména v zaneseni nové lokalni informace do procesu transformace, diky niz

1Casto se muzeme setkat také s anglickym pojmem cluster.
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by byla vysledna transformace schopna tento proces zpresnit pomoci udaje
o tom, ke kterému shluku se transformované slovo radi.

Vyse uvedeny pristup bylo mozné vyuzit diky faktu, zZe se slova stejného ¢i
podobného vyznamu vyskytuji v daném sémantickém prostoru blizko u sebe
na rozdil od slov s odliSnym vyznamem. Je tedy pravdépodobné, zZe slova
jako wuniverzita, profesor ¢i student se budou nachézet nedaleko od sebe
v Ceském sémantickém prostoru, stejné tak jako slova university, professor
nebo student v sémantickém prostoru reprezentujicim angli¢tinu.

Na obrazku 5.1 Ize vidét vizualizaci predem zvolené podmnoziny séman-
tického prostoru po provedeni shlukovani do celkem péti shluki pomoci me-
tody k-means (viz sekce 5.2). Jednd se o konkrétni sémanticky prostor pou-
zity v rdmci diplomové prace. Slovni vektory tohoto sémantického prostoru
byly pomoci metody t-SNE neboli t-distributed stochastic neighbor embed-
ding [29] urCené pro nelinedrni snizeni dimenzionality dat projektoviny do
dvoudimenzionalniho prostoru. Shluky slovnich vektori jsou na obrazku na
prvni pohled patrné. V nékterych pripadech si lze povsimnout, ze se vizua-
lizované shluky mirné prolinaji, je vsak nutné si uvédomit, ze snizenim di-
menze sémantického prostoru soucasné doslo k velmi vyrazné ztraté ptivodni
informace. Ve vysledku tedy jednotlivé shluky obsahuji slova s podobnym
vyznamem, a to diky faktu, ze jsou slovni vektory schopné reprezentovat
samotny vyznam slova.

7, vyse uvedenych dtvodi do vypoctu vysledné transformace pridava-
me novy prvek, kterym je transformacni matice pro cluster k. Formalnéji
bychom mohli transformaci pro zvolené slovo wy, které nélezi do clusteru k,
definovat pomoci rovnice 5.1.

TSV =T, 0 T}, (5.1)

Symbol T, zde predstavuje zadkladni transformacni matici, jez vznikla li-
bovolné zvolenou metodou pro linearni transformaci z kapitoly 3. Pro se-
staven{ této matice se vyuziji vsechny slovni dvojice (w®, w¥) ze slovniku
D*Y. Oproti tomu transformacni matice T}, oznacuje matici, kterd slouzi
pro transformaci pouze slov nalezejicich do shluku k. Pro jeji sestaveni bylo
vyuzito pouze podmnoziny slovniku D, kterd byla nejdiive urc¢ena pomoci
zvoleného shlukovaciho algoritmu. Symbol ® oznacuje blize neurcenou za-
kladni matematickou operaci mezi danymi maticemi. Pomoci provedenych
experimentlt bylo nasledné ovéreno, Ze nejlepsi vysledky jsou dosahovany
vyuzitim linedrni kombinace obou matic.
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5.1 Vazené shlukovani

Vyuziti principu shlukovani pro zpresnéni linearni transformace jsem se roz-
hodl déle rozsitit zavedenim koeficientii pro obé matice. Cilem specifického
nastaveni koeficient11, respektive vah téchto matic bylo dalsi zpfesnéni trans-
formace. Vyslednou transformaci miizeme posléze definovat jako:

Ty " =(a-Ty)+ (b Ty), (5.2)

kde koeficienty a, b € R. Rovnice 5.2 predstavuje specificky pripad, kdy jsou
oba koeficienty a a b rovny jedné, tedy obé matice maji béhem transformace
stejnou vahu. Presny postup, jakym byla stanovena hodnota obou koeficientti
béhem experimenti, je stanoven v kapitole 7.5.2.

V nasledujicich kapitolach si predstavime dva vyznamné algoritmy slou-
zici pro vytvoreni shlukti, které byly pouzity v diplomové praci. Konkrétné
se jedna o pomérné popularni algoritmus k-means a soubor metod souhrnné
oznacovanych jako hierarchické shlukovani.

5.2 Algoritmus k-means

Jako prvni moznost pro urceni shluk v sémantickém prostoru byl vyuzit
iteracni algoritmus k-means. S vyuzitim tohoto algoritmu je n trénovacich
vzorkil, v nasem pripadé slovnich vektori, rozdéleno do k shlukt, kde kazdy
slovni vektor nalezi shluku, jehoz stredovému bodu neboli centroidu je nej-
blize. Samotny algoritmus se sklada ze dvou zdkladnich krokt, kterymi jsou
vypocet shlukil a presun centroidii.

Pokud symbolem g oznac¢ime centroid shluku ¢, kterému byl prira-
zen trénovaci vzorek (¥, miizeme posléze definovat optimaliza¢ni kritérium
pomoci vzorce 5.3.

1 2

J(0)=— i | = g
i=1

(5.3)

Cilem tohoto algoritmu je tedy minimalizovat kvadraty vzdalenosti vzork
pritazenych k danému clusteru od odpovidajiciho centroidu. Pocateéni umis-
téni centroidi jednotlivych clustert 1ze volit libovolné, ¢asto se pro né voli
nahodné vzorky z trénovaci mnoziny. Pripadné l1ze vyuzit specializované ini-
cializacni algoritmy, jako je napiiklad ¢asto vyuzivany k-means++.[2] Algo-
ritmus k-means vzdy konverguje, neni vsak zaruceno, ze nalezne globalni
optimum.

Po dokonceni pocatecni inicializace k centroidii jednotlivych shlukt ozna-
cenych iy, pa, - .., pur € R™ se algoritmus k-means sklada ze dvou zakladnich
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krokt. Prvnim krokem je nalezeni nejblizitho shluku pro kazdy vzorek z(®,
jak miizeme vidét v rovnici 5.4. Vzorek £ je poté piifazen odpovidajicimu
nejblizsimu shluku.

, , 2
¢ = arg mion(l) — ujH (5.4)
J
Druhym nezbytnym krokem je vypocteni nové pozice pro centroid shluku
po predchozim prifazenim novych vzorkt do shluku. Tento krok lze vidét
v rovnici 5.5.

= 55)

Algoritmus dosdhne konvergence v pripadé, Ze se jiz vzorky pritazené k jed-
notlivych shlukiim déle neméni. Dalsi moznosti je ukonceni algoritmu po
provedeni predem daného mnozstvi iteraci, pripadné je zména cenové funkce
mezi dvéma po sobé jdoucimi iteracemi mensi nez urcend tolerance e.

5.3 Hierarchické shlukovani

Druhou metodou, ktera byla zvolena pro vytvoreni shluki, je takzvané hi-
erarchické shlukovani. Na rozdil od algoritmu k-means, ktery byl detailné
predstaven v predchozi kapitole, tato metoda neshlukuje do predem zada-
ného poc¢tu k shluk. Oproti tomu provadi shlukovani postupnym spojo-
vanim mensich shlukd dohromady, tento postup nazyvame aglomerationi,
popripadé vyuziva takzvanych diviznich metod, kdy probiha déleni vétsich
shlukti na mensi.

Aglomerativni pristup spociva v postupném slucovani mensich shluki do
vétsich, z nichz je nasledné vytvorena hierarchie vSech shluki. Na zacatku
algoritmu je tedy kazdy slovni vektor povazovan za samostatny shluk. Hlavni
nevyhodou algoritmu pro aglomerativni hierarchické shlukovani je jeho po-
mérné vysokd ¢asova ndrocnost O(n?) a pamétova ndrocnost O(n?), kde
symbol n oznacuje pocet shlukovanych bodt. Tento fakt velmi znesnadnuje
jeho pouziti pro rozsahlé datasety.

7 tohoto divodu byl pro tvorbu diplomové prace zvolen divizni pristup,
kdy jsou nejdiive vSechna slova umisténa do jednoho shluku, ktery je na-
sledné rozdélovan na mensi. Vykonavani algoritmu lze zastavit v momenteé,
kdy jiz existuje pozadovany pocet shluki k. V opa¢ném pripadé je mozné
pokracovat az do chvile, kdy jsou vSechna slova v samostatném shluku. Pro
tvorbu shluki Ize v tomto pripadé vyuzit rekurzivniho volani jiz diive pred-
staveného algoritmu k-means.
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V nésledujici kapitole si predstavime jednotlivé datové sady a metriky,
které byly pouzity k evaluaci vykonnosti vSech dosud predstavenych metod
pro linearni i nelinearni transformace.
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6 Evaluace

V této kapitole si blize predstavime datové sady a metriky, které byly v ramci
diplomové prace pouzité k objektivnimu posouzeni funkcénosti a kvality vSech
posuzovanych transformac¢nich metod. Vykonnost metod byla zmétena za
pomoci ¢tyt hlavnich kategorii. Konkrétné se jednalo o slovni podobnost
(sekce 6.1), slovni analogie (sekce 6.2), strojovy preklad (sekce 6.3) a v ne-
posledni fadé také hubness (sekce 6.4).

V nésledujicich sekcich si detailné projdeme jednotlivé kategorie a uve-
deme, co je jejich obsahem.

6.1 Slovni podobnost

Prvni sledovanou kategorii, ktera slouzila pro ovéreni funkénosti a kvality
transformace, byla slovni podobnost. V experimentech byl vyuzit dataset
SemEval 2017 Task 2 [6]. Cilem experimentu bylo ovérit, do jaké miry lze
s vyuzitim zvolenych transformaci sémantického prostoru urcéit podobnost
slov z odlisnych jazyku, tedy kvalitu mezi-jazycéné transformace.

Tento dataset je tvofen soubory, které obsahuji pary slov (w®, w¥) pro
dané dvojice jazykt x a y. Kazdému péaru byla anotatory manualné urcena
slovni podobnost. Tato podobnost je vyjadiena jako hodnoceni z predem
urcené pétibodové skaly od 0 do 4. Toto hodnoceni je inspirované takzvanou
Likertovou skalou [12], kterd se fadi mezi nejspolehlivéjsi techniky mérent
postoji. Hodnota 0 zde oznacuje zcela odlisna slova z rozdilnych oblasti, jako
napiiklad dvojice PlayStation — herni konzole a monarchy — forma vlady.
Dvojice, které byly oznacené hodnotou 4, predstavuji synonyma. Prikladem
synonym je v tomto pripadé naptiklad dvojice motherboard a Mainboard, kdy
se v anglickém i némeckém jazyce jedna o stejny vyraz, konkrétné zakladni
deska.

Pro vypocteni podobnosti jednotlivych dvojic byla vyuzita kosinovd po-
dobnost. Tato metrika je podrobné predstavena v kapitole 6.5.2. Vysledna
hodnota pro slovni podobnost byla nasledné zmétena jako primeér mezi hod-
notami Pearsonova korelacniho koeficientu (viz sekce 6.5.3) a Spearmanova
korelacniho koeficientu (viz sekce 6.5.4) mezi namérenou podobnosti slov
sim(w®, wY) a vzorovymi hodnotami urenymi anotatory. Vysledné vyssi
hodnoty pro slovni podobnost tedy naznacuji kvalitnéjsi transformaci.
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6.2 Slovni analogie

Druhou neméné dilezitou kategorii, ktera urcuje kvalitu transformace, jsou
slovni analogie. Realizace tohoto experimentu je inspirovdna clankem [5].
Pro jednoduchost si tuto kategorii muzeme predstavit jako tvrzeni ve formeé:
slovo wy se ma ke slovu ws jako slovo wsz se mé ke slovu wy. Cilem tohoto
experimentu je pokusit se predpovédét slovo w, za predpokladu, ze mezi
slovy v téchto dvojicich se jednd o totozné vztahy. Konkrétnim prikladem
v Ceském jazyce muze byt dvojice PariZ a Francie, u které se jedné o stejny
vztah jako u dvojice z anglického jazyka Madrid a Spain, respektive vztah
hlavni mésto a odpovidajici stat.

Formélneé lze slovni dvojici ze zdrojového jazyka x oznacit jako (wf,w3)
a slovo z cilového jazyka y jako wj. Pro nalezeni hledaného slova wj v cilovém
sémantickém prostoru SY je nejprve nutné sestavit hledany vektor v, ktery
lze ziskat dle rovnice:

v =8""Y(w;5) — SV (wy) + SY(wj) (6.1)

Poté je nezbytné postupné projit vsechna slova w?, ktera jsou soucasti slov-
niku V¥ daného jazyka y, kromeé slova wg, které je z vyhledavani vytazeno.
Vysledny vektor w] je nalezen dle nasledujici rovnice:

.y Sy(wy> -V
wy = argmax .
! wr (|SY (W) - (vl

(6.2)

Pokud plati, Ze je nalezeny vektor wj roven vektoru wj, je nasledné odpoved
zaznamenana jako spravna.

Pouzité analogie se déli do dvou zédkladnich druht, konkrétné sémantické
a syntaktické, které obsahuji celkem 9 odlisnych kategorii. Pro sémantické
analogie je klicovy vyznam slova. Datova sada obsahuje celkem tti sémantické
kategorie, jmenovité:

« rodina: tato skupina obsahuje rodinné vztahy zalozené na rozdilnych
pohlavich. Priklad muze byt dvojice syn a dcera.

o stat — ména: jednotlivé pary této kategorie obsahuji stat a ménu,
ktera je platidlem v dané zemi, napriklad Mexiko a peso.

o hlavni mésto — stat: posledni sémanticka kategorie obsahuje dvojice
predstavujici hlavni mésto a odpovidajici stat, naptriklad Pariz a Fran-
cte.

Pro syntaktické kategorie je prednéjsi tvar slova. Dataset obsahuje celkem 6
ruznych syntaktickych kategorii, konkrétné se jedna o tyto:
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o stat — pridavné jméno: prvni kategorie reprezentuje vztah slova
predstavujiciho stat jako podstatného jména a odpovidajictho pridav-
ného jména, napiiklad Spanélsko a spanélsky.

o pozitiv — komparativ: tato kategorie obsahuje relace zkoumajici
prvni stupen pridavného jména (pozitiv) a druhy stupen (komparativ).
Jednim z prikladd mize byt napiiklad dvojice maly a mensi.

e pozitiv — superlativ: tato kategorie je velmi podobna predchozi,
avsak zkouma vztah prvniho stupné pridavného jména se tretim stup-
ném, takzvanym superlativem. Prikladem muze byt dvojice velky a nej-
vetsi.

o antonyma: jednotlivé pary této kategorie obsahuji pridavné jméno a
slovo opacného vyznamu (antonymum), napiiklad vhodny a nevhodng.

o singular — plural: tato kategorie zkoumé relace podstatnych jmen
uvedenych v jednotném (singuldr) a mnozném ¢isle (plurdl). Prikladem
muze byt dvojice pes a psi.

e prézens — préteritum: posledni kategorie obsahuje dvojice sloves
uvedené v pritomném (prézens) a minulém case (préteritum), napiiklad
byt a byl.

6.3 Strojovy preklad

Cilem treti sledované kategorie, jak jiz jeji ndzev napovidd, je ovérit schop-
nost zvolené transformace nalézt spravny preklad slova w” ze zdrojového
jazyka z do cilového jazyka y. Slovo w”, respektive odpovidajici slovni vek-
tor S*(w”) je nejdiive transformovan pomoci zvolené linedrni ¢i nelinedrni
transformace, ¢imz je vytvoren odhad slovniho vektoru prekladu @Y v cilo-
vém sémantickém prostoru §Y. Nésledné je v cilovém sémantickém prostoru
nalezeno n nejblizsich slov k vytvorenému prekladu. V pripadé, ze vysledny
seznam nejblizsich slov obsahuje spravny vyraz wY, je preklad zaznamenan
jako spravny.

Pokud zvolime hodnotu n = 1, zajima nas pouze, zda odhadovany slovni
vektor odpovidéd nejbliz§imu nalezenému slovu v cilovém prostoru. Avsak
tento pristup nebere v ivahu fakt, ze prvni nalezené slovo miize byt pouze
synonymem hledaného vyrazu. Z tohoto divodu je zadouci provadét také
experimenty, béhem kterych je zvoleno n > 1, napriklad n = 5, kdy je vyraz
hledan mezi péti nejblizsimi vektory cilového prostoru. Pouziti strojového
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prekladu pro testovani kvality mezi-jazycné linedrni transformace sémantic-
kého prostoru je detailné popsano napriklad v ¢lanku Ezploiting Similarities
among Languages for Machine Translation ([18]).

6.4 Hwubness

Jak je uvedeno v ¢lanku [24], zdvaznym problémem, ktery postihuje datové
prostory s mnoha dimenzemi, je takzvana hubness. Pokud budeme uvazovat,
7e D C R? je mnozina bodi z d-dimenzionalniho prostoru, mtizeme definovat
hodnotu Ni(w) jako pocet, kolikrdt se zvolené slovo w vyskytuje mezi k
nejblizsimi sousedy vsSech ostatnich bodit v mnoziné D dle predem zvolené
metriky vzdalenosti. Pojem hub poté v nasem pripadé reprezentuje slova,
ktera se nejcasteji vyskytuji v okoli ostatnich.

Radovanovié¢ ve své praci prokazal, ze distribuce nadhodné velic¢iny Ny je
se zvySujicim se poctem dimenzi vyrazné nesymetricka [24]. Z tohoto duvodu
je pro jednotlivé sémantické prostory spocten koeficient Sikmosti (anglicky
skewness), respektive mira asymetrie pred transformaci a po jejim provedeni
pro vsechny pouzité jazykové pary. Koeficient sikmosti nahodné veliciny Ny
muzeme spocitat pomoci vzorce uvedeného v rovnici 6.3.

3
SNk _ E(Nk ; H/Nk) 7 (63)
N,
kde symboly p a o jsou stfedni hodnota ndhodné veli¢iny, respektive jeji
smérodatnd odchylka. Cim vyssi je hodnota koeficientu Sikmosti, tim vyssi
je poté hubness vysledného sémantického prostoru.

Na prvni pohled se lze domnivat, ze tento fenomén nedosahuje stejné di-
lezitosti jako tii predchozi sledované kategorie. Avsak jak bude mozné dale
vidét v provedenych experimentech v kapitole 7, ur¢ité transformace zpi-
sobuji ve vysledném sémantickém prostoru vyrazné vyssi hubness nez jiné.
V ¢lanku Linear Transformations for Cross-lingual Semantic Textual Simi-
larity [4] autor poukazuje na klicovy fakt, Ze problém hubness mezi riznymi
sémantickymi prostory nabyva jesté vétsi dilezitosti, nebot vyznamnym zpi-
sobem ovliviiuje kvalitu vysledné transformace.

Na rozdil od predchozich sledovanych vlastnosti transformace byla pri
vypoctu hubness pro urceni vzdalenosti slovnich vektort vyuzita euklidov-
skd metrika, jak bylo doporuceno v ¢lanku [4]. Tato metrika bude blize
predstavena v kapitole 6.5.1.
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6.5 Metriky

Obsahem této sekce bude predstaveni metrik pouzitych pti tvorbé diplomové
prace béhem evaluace experimenti uvedenych vyse.

6.5.1 FEuklidovska vzdalenost

Euklidovskou vzdalenost d mezi dvéma body p a q v n-rozmérném eu-
klidovském prostoru o soutfadnicich p = (p1,p2,...,pn) a4 = (q1,G2, - - -, Gn)
muzeme urcit pomoci nasledujici rovnice:

dp,a) =P — @)’ + (p2—@)* + -+ 0 — @)°
n (6.4)

6.5.2 Kosinova podobnost

Druhou vyuzitou metrikou pro vypocteni podobnosti mezi dvéma vektory
byla kosinovad podobnost. Oproti vyse uvedené euklidovské vzdalenosti
kosinova podobnost nepocita rozdil mezi jednotlivymi slozkami vektoru, ale
ur¢uje thel, ktery dané vektory sviraji. Cim mensi thel dva vektory svi-
raji, tim jsou podobnéjsi. Kosinovou podobnost mezi dvéma vektory A a B
muzeme vypocist podle vzorce 6.5

S A:B;
=1

—_ A.B —_
IAIBl (=2 n
IATIBI oo [&
=1 =1

kde A; a B; reprezentuji jednotlivé slozky vektoru A, respektive B.

podobnost = cos(6) (6.5)

6.5.3 Pearsonuv korelac¢ni koeficient

Pearsoniiv korelacni koeficient p pro danou dvojici ndhodnych veli¢in
(X,Y) muzeme spocitat pomoci nasledujici rovnice:

pxy = ———, (6.6)

kde vyraz cov oznacuje kovarianci danych nahodnych veli¢in, ox predstavuje
smérodatnou odchylku ndhodné veliciny X a oy smérodatnou odchylku Y.
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6.5.4 Spearmanuv korelac¢ni koeficient

Spearmaniiv korelac¢ni koeficient slouzi pro vypocteni statistické za-
vislosti mezi dvéma veli¢inami. Jednd se o neparametrickou metodu, ktera
vyuziva poradi hodnot sledovanych veli¢in. Spearmaniiv korelacni koeficient
mezi dvéma nahodnymi velicinami X a Y lze definovat jako:

_ _ COV(rgX7 rgY) 6 7
Ts = Prgyrgy — - ( : )
Orgx Orgy

kde p predstavuje Pearsoniv korelaéni koeficient, cov(rgy, rgy ) oznacuje ko-
varianci ohodnocenych veli¢in a oy, , respektive o,,, smérodatnou odchylku
ohodnocenych veli¢in. V pripadé, ze je vSech n ohodnoceni urceno pomoci
unikatnich celociselnych hodnot, 1ze pro vypocteni Spearmanova korela¢niho

koeficientu vyuzit zjednoduseny vzorec

65 d?

STy (6.8)

re=1-—

kde d; = rg(X;) —rg(Y;) je rozdil mezi dvéma poradimi v kazdém pozorovani
a n je celkovy pocet pozorovani.
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7 Experimenty

Obsahem této kapitoly jsou vsechny testy, které byly provedeny v pribéhu
tvorby diplomové prace. V nésledujici sekci si podrobné predstavime vy-
sledky namérené pro jednotlivé linearni transformace uvedené v kapitole 3.
Linearni transformace jsou v soucasné dobé velmi hojné vyuzivany a sou-
casné také tvori velmi solidni zaklad pro porovnani s navrzenymi metodami.
Vysledky pro linearni transformace se tedy staly uréitym vychozim bodem
a cilem nové navrzenych metod bylo pokusit se tyto vysledky prekonat
a dale vylepsit. I pres jednoduchost metod vyuzivajicich linearni transfor-
mace, zejména metody nejmensich ¢tverct, ktera byla podrobnéji predsta-
vena v kapitole 3.1, se ukéazal tento problém jako pomérné netrivialni.

Veskeré tabulky umisténé v této kapitole, které uvadéji vysledky expe-
rimentil, pouzivaji v zahlavi nasledujici vyrazy: SemEval - odkazuje na
slovni podobnost predstavenou v sekci 6.1, Analogie - v tomto pripadé se
jednd o vysledky v kategorii slovnich analogii, které jsou detailnéji popsané
v sekci 6.2, MT@1 - tento sloupec obsahuje vysledky pro strojovy preklad
uvedeny v sekci 6.3, MT@5 - stejné jako v predchozim pripadé sloupec ob-
sahuje vysledky dosazené pri strojovém prekladu, avsak v tomto pripadé je
zkoumano pét nejblizsich nalezenych slov, a Skewness - hodnoty v tomto
sloupci uvadi koeficient sikmosti, ktery udava miru hubness, jak je defino-
vano v sekci 6.4. Posledni radek kazdé tabulky pro prehlednost uvadi priamér
danych kategorii.

7.1 Trénovaci data

VsSechny experimenty mezi-jazy¢nych transformaci sémantickych prostora
uskutecnéné v ramci diplomové prace byly provedeny s celkem Sesti roz-
dilnymi jazyky. Konkrétné se jednalo o anglictinu, némcinu, italstinu, Spa-
nélstinu, cestinu a chorvatstinu. Jedna se o zastupce tii rozdilnych veétvi
indoevropskych jazykt. Presnéji feceno, jazyky angli¢tina a némcina se radi
mezi germanské jazyky, italStina a Spanélstina oproti tomu nalezi mezi ro-
manské jazyky, které vznikly z latiny. Posledni skupinu tvoii ¢estina a chor-
vatstina, které se fadi mezi jazyky slovanské. Slovanské jazyky lze déle délit
na zapadoslovanské, mezi které nalezi také Cestina, vychodoslovanské (na-
priklad rustina) a jihoslovanské jako je chorvatstina. Vsechny slovanské ja-
zyky vychéazeji z praslovanstiny [14]. Na prvni pohled je tedy patrné, ze se
nejen z lingvistického hlediska jedna o velmi odlisné jazyky. Tento rozdil se
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dale prohloubil predevsim u pouzitych slovanskych jazykt, které jsou oproti
ostatnim pouzitym jazykim mmnohem méné rozsitené. Tento fakt do jisté
miry také ovliviiuje kvalitu dostupnych slovnich vektort.

Pro vSechny uvedené jazyky byly vyuzity slovni vektory predtrénované
s pouzitim modelu fastText! a metody skip-gram, které byly natrénovany na
mnohojazyéné on-line encyklopedii Wikipedia?. Vyjimku tvofil pouze jazyk
chorvatstina. Chorvatskd Wikipedie v porovnani s ostatnimi obsahuje mno-
sémantického prostoru. Z tohoto divodu jsem se posléze rozhodl natrénovat
slovni vektory pro tento jazyk na vétsim mnozstvi dat. Vstupni data pro
trénink modelu fastText jsem vytvoril slou¢enim nejnovéjsi dostupné verze
chorvatské Wikipedie a rozsahlého korpusu hrWaC?, jehoz data byla shro-
mazdéna z chorvatskych webovych stranek a ktery celkem obsahuje témér
2 miliardy tokenti. Normalizace vstupnich dat a nastaveni parametri po-
uzitého modelu fastText bylo pro zachovani porovnatelnosti experimenti
provedeno dle ¢lanku [3].

Tabulka 7.1: Statistika vyuzitych slovnich vektort

Jazyk Velikost (MB) Unikatnich slov

anglictina 6292 2519371

néemcina 5690 2275233
spanélstina 2475 985667
italstina 2183 871053
cestina 1571 627 841
chorvatstina 1124 451 637

chorvatstina™ 21879 8817416

Tabulka 7.1 udava zakladni statistiky pouzitych slovnich vektort. Jazyk
chorvatstina oznaceny hvézdickou byl natrénovan na vyse uvedené kombinaci
Wikipedie a korpusu hrWaC. Diky pouziti tohoto rozsahlého korpusu doslo
k vice nez 20-ti ndsobnému navyseni velikosti vysledného souboru i poctu
unikatnich slov.

Pro vSechny uvedené experimenty bylo nasledné zvoleno 100000 nej-
castéjsich slov z kazdého jazyka. Kazdé slovo bylo v sémantickém prostoru
reprezentovano slovnim vektorem o dimenzi d = 300. VSechny vektory byly

IPfedtrénované vektory jsou dostupné na adrese https://fasttext.cc/docs/en/
pretrained-vectors.html

2Encyklopedie je dostupna na adrese https://www.wikipedia.org/.

3Korpus je dostupny na adrese http://nlp.ffzg.hr/resources/corpora/hrwac/.
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po nacteni normalizovany, tedy kazdy vektor byl vydélen svoji délkou, ¢imz
byl ziskan jednotkovy vektor o délce praveé jedna. Velikost pouzitého slov-
niku pro vytvoreni transformace byla dle ¢lanku [4] stanovena na 20000
slov.

7.2 Testovaci data

Tabulka 7.2 udava pocet slovnich para pro jednotlivé jazyky dvojice, které
jsou soucasti datového setu SemFEval2017-Task2* [6]. Tento datovy set byl
pouzit pro testovani slovnich podobnosti z kapitoly 6.1. Uvedeny datovy

Tabulka 7.2: Prehled datové sady SemFEwval2017-Task2

Transformace Pocet para

de — es 956
de — it 912
en — de 914
en — es 978
en — it 970
es — it 967
en — cs -

en — hr —

set vSak neobsahuje data pro cestinu ani chorvatstinu, a z tohoto divodu
nejsou vysledky pro slovni podobnost uvedeny u dvojic obsahujicich tyto
jazyky. Poc¢ty pouzitych part pro jednotlivé jazyky jsou pomérné vyrovnané
a pro kazdy z nich jich existuje vice nez 900.

Tabulka 7.3 uvadi pocty dvojic slovnich analogii v riznych kategoriich
pro vsechny vyuzité jazyky. Stejné jako v kapitole 6.2 jsou v této tabulce
pouzité kategorie pro vétsi prehlednost rozdéleny na sémantické a syntak-
tické. Pocty paru se pro ruzné kategorie i jazyky znacné lisi, avsak na rozdil
od predchozi kategorie jsou dostupné pro vsechny vyuzité jazykové pary.
Pro testovani jednotlivych druhti analogii jsou pouzity vsechny kombinace
dvojic mezi zvolenymi jazyky x a y. Napriklad pro kategorii stdt — mena pri
transformaci z angli¢tiny do némc¢iny mame celkem 29 x 28 = 812 testova-
nych part. Vysledna presnost pro slovni analogie je nasledné vypoctena jako
prumér presnosti jednotlivych kategorii.

4Podrobnosti k tomuto datasetu jsou dostupné na adrese https://alt.qcri.org/
semeval2017/task?2/.
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Tabulka 7.3: Prehled datové sady slovnich analogii

Analogie en de es it cs hr
rodina 24 24 20 20 26 41
stat — ména 29 29 28 29 29 21

hlavni mésto — stat 23 23 21 23 23 23

stat — pridavné jméno 41 41 40 41 41 41
pozitiv — komparativ 23 37 5 10 40 77
pozitiv — superlativ 20 34 40 29 40 77

antonyma 29 29 20 24 27 29
singular — plurdal 112 111 37 36 74 46
prézens — préteritum 38 40 39 33 95 40

Strojovy preklad predstaveny v kapitole 6.3 byl testovian na predem ur-
¢ené podmnoziné sémantického prostoru obsahujici presné 10 000 slov. Jed-
nalo se o slova, kterd nebyla soucasti trénovaci mnoziny. Pro kazdé slovo z;
byl vsak odpovidajici preklad gy; umistén ve slovniku, a proto bylo mozné
spravnost nalezeného prekladu jednoduse ovérit. Tento test byl rovnéz pro-
veden na vsech jazykovych parech.

Z implementacniho hlediska se vypocet hodnoty hubness (viz kapitola
6.4) posléze ukazal jako vypocetné nejnaroénéjsi ¢ast programu, jelikoz je
zapottebi spocitat vzdalenost mezi vsemi pary slovnich vektort. Z tohoto
diivodu je casova sloZitost vypoctu O(n?), kde n piedstavuje pocet vektort
v sémantickém prostoru. Hodnota n se v experimentech pohybovala v fadu
10%, také z tohoto dtivodu byly nésledné vsechny testy spoustény v prostiedi
MetaCentra®.

7.3 Linearni transformace

V této kapitole si postupné predstavime vysledky pro tii metody linearni
transformace testované v diplomové praci. Konkrétné se jedna o metodu
nejmensich ¢étverct (kapitola 3.1), ortogondlni transformaci (kapitola 3.2)
a transformaci s pouzitim kanonické korelace (kapitola 3.3).

5Jedn4 se o platformu provozujici a spravujici distribuovanou vypoéetni infrastrukturu.
Prostiedi MetaCetra lze vyuzit pro dlohy, které vyzaduji vysoky vypocetni vykon. Blizsi
informace jsou dostupné na oficidlnich strankach https://metavo.metacentrum.cz/.
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7.3.1 Metoda nejmensich ¢tverci

Tabulka 7.4 uvadi namérené vysledky pro transformaci s pouzitim metody
nejmensich ¢tverct, ktera byla detailné popsana v sekci 3.1. Mizeme si po-
vsimnout, Ze nejvyssich hodnot bylo dosazeno pro jazykové pary anglictina
- Spanélstina a anglictina - italstina. Predevsim prvni zminovany jazykovy

Tabulka 7.4: Namérené vysledky - metoda nejmensich ctverci

Transformace SemEval Analogie MT@1 MT@5 Skewness

de — es 0.621 0.404 0.301 0.458 13.5
de — it 0.613 0.399 0.287 0.446 12.1
en — de 0.646 0.313 0.533 0.692 4.9
en — es 0.647 0.421 0.680 0.836 5.1
en — it 0.642 0.427 0.491 0.665 4.6
es — it 0.659 0.434 0.434 0.608 6.6
en — cs — 0.328 0.278 0.469 4.1
en — hr — 0.246 0.285 0.442 4.5
Primer 0.638 0.372 0.411 0.577 6.9

par dosahl velmi vysokych hodnot pro strojovy preklad. Na druhé strané
vysledky pro transformace z anglického jazyka do cestiny a chorvatstiny
dosdhly v porovnani s ostatnimi jazykovymi pary mnohem nizsich hodnot.
Toto snizeni vSak neni zptisobeno samotnou transformaci, ale velmi pravdeé-
podobné bohatsi a komplexnéjsi morfologii slovanskych jazykt oproti ger-
manskym ¢i romanskym jazyktm.

Nevyhodou této metody jsou predevsim jeji znacné vysoké hodnoty skew-
ness, kterych si mizeme povsimnout predevsim u prvnich dvou jazykovych
pari. Tato metoda tedy béhem transformace urcitym zptsobem deformuje
a pokrivuje transformovany sémanticky prostor, ¢imz znemoznuje dosazeni
lepsich vysledki. Presto tato metoda velmi dobte poslouzila jako zaklad, se
kterym bylo mozné porovnat nejen ostatni dostupné metody pro linearni
transformaci, ale také nové navrzené metody.

7.3.2 Ortogonalni transformace

V tabulce 7.5 lze vidét vysledky pro ortogonalni transformaci, ktera byla
predstavena v sekci 3.2. Pri porovnani s predchozi transformaci jsou pa-
trné predevsim vyrazné nizsi hodnoty pro skewness. Tento vyznamny fakt
je zpusobem tim, Ze ortogonalni transformace nedeformuje transformovany
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sémanticky prostor, jelikoz zachovava thly mezi jednotlivymi body v da-
ném prostoru. Diky zminéné vlastnosti dosahovala ortogonélni transformace
v této kategorii po dlouhou dobu nejlepsich vysledki.

Tabulka 7.5: Namérené vysledky - ortogondlni transformace

Transformace SemEval Analogie MT@1l MT@5 Skewness

de — es 0.608 0.423 0.318 0.482 5.6
de — it 0.595 0.425 0.327 0.479 4.1
en — de 0.630 0.352 0.582 0.727 2.8
en — es 0.659 0.432 0.732 0.876 3.1
en — it 0.649 0.451 0.553 0.709 2.7
es — it 0.652 0.493 0.435 0.596 3.5
en — cs — 0.414 0.335 0.529 3.3
en — hr — 0.352 0.289 0.456 5.2
Primer 0.632 0.418 0.446 0.607 3.8

Oproti metodé nejmensich ¢tvercti dosdhla ortogonalni transformace, vy-
jma nizsich hodnot pro skewness, znatelné vyssich hodnot pro testy analogii
a strojového prekladu. Avsak na druhé strané doslo k jistému snizeni vy-
sledki v pripadé slovnich podobnosti, predevsim u prvnich tii jazykovych
para. V pruméru se vsSak jednalo pouze o rozdil lehce ptresahujici pul pro-
centa, ze statistického hlediska se jedné o zanedbatelny rozdil.

7.3.3 Transformace pomoci kanonické korelace

Treti a posledni linearni transformaci, jejiz vysledky zde budou predsta-
veny, je transformace pomoci kanonické korelace. Namérené hodnoty pro
tuto transformaci mizeme vidét v tabulce 7.6. Pti porovnani této transfor-
mace s metodou nejmensich ¢tverci lze vidét, ze si podobné jako ortogonalni
transformace vedla znatelné 1épe ve vsech sledovanych kategoriich s vyjim-
kou slovnich podobnosti, kde doslo k snizeni priblizné o jedno procento.

Jak lze vidét, transformace pomoci kanonické korelace dosahla oproti
ortogonalni transformaci vyssich hodnot ve sledovanych kategoriich analogie
a strojového prekladu. Ortogonalni transformace vSak naopak dosahovala
lepsich hodnot pro skewness. Diky transformaci pomoci kanonické korelace je
tedy mozné vylepsit vysledky pro zminéné kategorie, avsak za cenu zvysSené
implementacni a vypocetni slozitosti spolecné s vyssi deformaci vysledného
transformovaného prostoru.
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Tabulka 7.6: Namérené vysledky - transformace pomoci kanonické korelace

Transformace SemEval Analogie MT@1l MT@5 Skewness

de — es 0.604 0.438 0.341 0.508 5.3
de — it 0.589 0.457 0.340 0.503 4.1
en — de 0.636 0.378 0.587 0.734 2.6
en — es 0.652 0.429 0.748 0.882 6.1
en — it 0.644 0.469 0.555 0.716 4.1
es — it 0.649 0.499 0.458 0.637 7.8
en — cs — 0.425 0.339 0.539 3.4
en — hr — 0.389 0.288 0.467 2.9
Primer 0.629 0.436 0.457  0.623 4.5

V nésledujici kapitole se zamérime na vysledky transformaci, které vy-
uzivaji neuronové sité, tedy takzvané nelinearni transformace sémantickych
prostort.

7.4 Nelinearni transformace

V této sekci si predstavime namérené vysledky pro nelinearni transformace.
Konkrétné jsou vysledky rozdéleny do tii sekci pro modely bez skryté vrstvy,
se skrytou vrstvou a modely vyuzivajici hinge-loss.

7.4.1 Neuronové sité bez skryté vrstvy

Vysledky pro prvni navrzenou neuronovou sit v ramci diplomové prace mi-
zeme vidét v tabulce 7.7. Struktura této neuronové sité byla pomérné jed-
noduché a samotna sit neobsahovala zadnou skrytou vrstvu. Jako aktivacni
funkce byl v tomto ptipadé vyuzit hyperbolicky tangens a pro cenovou funkci
byla zvolena stifedni kvadraticka chyba.

Na prvni pohled je patrné, ze vysledky této neuronové sité jsou velmi
podobné vysledkiim pro metodu nejmensich ¢tvercii uvedenym v tabulce
7.4. Tato neuronova sit vsak oproti metodé nejmensich ¢tvercti dosahuje ve
vSech sledovanych kategoriich priblizné o jedno procento horsich vysledki.
Samotné pridéni nelinedrniho prvku (v podobé aktivacéni funkce) do procesu
transformace sémantickych prostori v tomto pripadé nevedlo k prekonani
vysledkti linearnich transformaci uvedenych v predchozi kapitole. Zminéné
zhorseni vysledki je patrné zplisobeno faktem, zZe je feseni v pripadé neu-
ronové sité pouze odhadovdno pomoci gradientniho sestupu na rozdil od
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Tabulka 7.7: Namérené vysledky - neuronovd sit bez skryté vrstvy 1

Transformace SemEval Analogie MT@1l MT@5 Skewness

de — es 0.617 0.398 0.289 0.448 13.7
de — it 0.611 0.389 0.277 0.434 13.4
en — de 0.644 0.303 0.519 0.683 4.5
en — es 0.646 0.411 0.674 0.833 5.3
en — it 0.638 0.421 0.472 0.651 4.1
es — it 0.661 0.419 0.429 0.603 6.7
en — cs — 0.319 0.268 0.455 3.9
en — hr - 0.243 0.272 0.432 8.0
Primer 0.636 0.363 0.400 0.567 7.5

metody nejmensich ¢tverct, kde existuje presné analytické feseni (viz rov-
nice 3.3). Vezmeme-li v potaz jesté pridani nelinearniho prvku, je velmi
pravdépodobné, ze nebylo nalezeno dobré reseni.

Tabulka 7.8: Nameérené vysledky - neuronovd sit bez skryté vrstvy 2

Transformace SemEval Analogie MT@l1 MT@5 Skewness

de — es 0.617 0.449 0.308 0.462 15.0
de — it 0.610 0.456 0.294 0.467 13.9
en — de 0.644 0.393 0.543 0.696 6.2
en — es 0.645 0.450 0.681 0.836 5.9
en — it 0.638 0.493 0.498 0.667 5.6
es — it 0.659 0.506 0.436 0.604 7.9
en — cs — 0.447 0.281 0.447 6.3
en — hr — 0.437 0.262 0.425 8.2
Prumer 0.636 0.454 0.413 0.576 8.6

Vysledky pro druhy navrzeny model lze vidét v tabulce 7.8. Jednalo
se o velmi podobny navrh jako v predchozim pripadé, kdy byla pouzita
aktivacni funkce hyperbolicky tangens. Rozdilem vsSak bylo pouziti cenové
funkce kosinové vzdalenosti namisto stfedni kvadratické chyby. Pti porov-
nani s predchozim modelem je na prvni pohled patrné znacéné vylepseni
vysledkti, predevsim pro kategorii analogie. V této kategorii doslo oproti
predchozimu modelu k velmi zna¢nému nartstu o témeétr 10 procent. Tento
vysledek je dokonce jesté o vice nez tti procenta lepsi nez dosavadni nejvyssi
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vysledek 42.9 % v pripadé transformace pomoci kanonické korelace.

V ostatnich kategoriich jsou vSak vysledky témér totozné s vysledky pro
metodu nejmensich ¢tvercl. K vyraznému zlepseni tedy doslo pouze u jedné
ze sledovanych kategorii. Soucasné vsak také nastalo urc¢ité zvyseni skewness
vysledného sémantického prostoru, ktery byl jesté vice zdeformovan oproti
predchozimu modelu. Tento model by tedy ve vysledku mohl byt pouzitelny
jako alternativa metody nejmensich ¢tvercil, kdy je prioritou predevsim vy-
soké presnost v kategorii analogii.

V nasledujici sekci si predstavime vysledky pro dalsi dva modely neuro-
novych siti navrzenych v ramci diplomové prace, které oproti vyse zminénym
modeliim obsahovaly skrytou vrstvu.

7.4.2 Neuronové sité se skrytou vrstvou

V této sekci budou predstaveny vysledky pro neuronové sité obsahujici skry-
tou vrstvu. Klicovou otazkou pro tento model byla volba aktivacnich funkci
pro jednotlivé vrstvy neuronové sité. Celkem byly navrzeny tii odlisné pri-
stupy k jejich vybéru.

1. Pro prvni ptipad byla pouzita aktivac¢ni funkce tanh z kapitoly 4.1.2,
kterou pro aktivaci neuronu vyuzivala skryta vrstva i vystupni vrstva
neuronové siteé.

2. V druhém piipadé byla vyuzita kombinace aktivac¢nich funkci. Pro
skrytou vrstvu byla pouzita aktivacéni funkce ReLU z kapitoly 4.1.2,
ktera je pro tento typ vrstvy vhodnda a miize vést k urychleni tréninku
neuronové sité. Pro vystupni vrstvu byla ponechana aktivacni funkce
tanh. Jako cenova funkce byla v tomto pripadé zvolena kosinova po-
dobnost.

3. Tteti a posledni pripad opét vyuzival pro skrytou vrstvu aktivacni
funkci ReLU, avsak vystupni vrstva byla ponechana bez aktivace.
Vystup sité v tomto pripadé neni omezen urcitym intervalem, z tohoto
dtvodu je tento pristup ¢asto pouzivan pro feseni regresnich problémi.

Vysledky pro prvni vyse uvedeny model neuronové sité se skrytou vrstvou
lze vidét v tabulce 7.9. Tato neuronova sit obsahovala jednu skrytou vrstvu
s aktivacni funkci hyperbolicky tangens, ktery byl soucasné aktivacni funkci
vrstvy vystupni. Jako cenova funkce zde byla zvolena stfedni kvadraticka
chyba stejné jako v pripadé prvniho predstaveného modelu v predchozi sekci.

Pti porovnani s vysledky z tabulky 7.7, ktera obsahuje obdobny model
neuronové sité pouze bez skryté vrstvy, je patrné, ze doslo ve vsech sledo-
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Tabulka 7.9: Namérené vysledky - neuronovd sit se skrytou vrstvou 1

Transformace SemEval Analogie MT@1l MT@5 Skewness

de — es 0.614 0.399 0.277 0.430 12.6
de — it 0.601 0.385 0.259 0.417 13.8
en — de 0.648 0.300 0.518 0.683 5.1
en — es 0.643 0.406 0.647 0.815 5.5
en — it 0.639 0.416 0.468 0.651 4.5
es — it 0.659 0.418 0.417 0.597 7.1
en — cs — 0.313 0.259 0.453 6.7
en — hr — 0.237 0.267 0.429 7.9
Primer 0.634 0.359 0.389 0.559 7.9

vanych kategoriich k drobnému zhorseni vysledkii. Soucasné se také zvy-
sila skewness vysledného sémantického prostoru. Z namérenych vysledki lze
dale usoudit, ze pouhé zvyseni komplexity modelu neuronové sité nevede ke
zlepseni vysledkii, ale spiSe pouze ke ztizeni a zpomaleni procesu trénovani
spolecné se zvysenou deformaci vysledného prostoru.

Vysledky pro druhy model l1ze vidét v tabulce 7.10. Tento model vyuzival
kombinaci aktivac¢nich funkci ReLLU a hyperbolicky tangens. Prvni z uvede-
nych funkci byla pouzita jako aktivac¢ni funkce skryté vrstvy. Hyperbolicky
tangens v tomto pripadé poslouzil pouze jako aktivace vystupni vrstvy. Déle
byla pro cenovou funkci pouzita kosinova vzdalenost, kterd v modelu bez
skryté vrstvy pomohla znacné vylepsit vysledky v kategorii analogii.

Tabulka 7.10: Namérené vysledky - neuronovd sit se skrytou vrstvou 2

Transformace SemEval Analogie MT@1l MT@5 Skewness

de — es 0.616 0.450 0.284 0.439 15.5
de — it 0.609 0.476 0.281 0.435 14.9
en — de 0.645 0.405 0.520 0.680 6.4
en — es 0.643 0.448 0.621 0.797 6.2
en — it 0.643 0.487 0.474 0.641 5.1
es — it 0.658 0.500 0.425 0.595 7.2
en — cs — 0.441 0.261 0.453 6.4
en — hr - 0.446 0.264 0.427 8.3
Primer 0.636 0.457 0.391 0.558 8.8
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Podobné jako neuronova sit bez skryté vrstvy s cenovou funkei kosinova
podobnost, jejiz vysledky jsou uvedeny v tabulce 7.8, dosahuje i tento mo-
del velmi vysokych hodnot v kategorii slovnich analogii, konkrétné 45.7 %.
Model bez skryté vrstvy vSak dosahuje vyrazné lepsich hodnot pro strojovy
preklad. Soucasné jsou ziejmé velmi vysoké hodnoty pro skewness. Tato
transformace tedy vyznamnym zptsobem snizuje kvalitu vysledného trans-
formovaného sémantického prostoru.

V pripadé trettho modelu neuronové sité se skrytou vrstvou, jehoz vy-
sledky mutzeme vidét v tabulce 7.11, byl pouzit odlisSny navrh nez v pripadé
predchozich modelt. Jednalo se predevsim o ponechani vystupni vrstvy bez
aktivace aktivacni Pro skrytou vrstvu byla zvolena aktivacni funkce ReL.U.
Jako cenova funkce byla stejné jako v predchozim pripadé zvolena kosinova
podobnost.

Tabulka 7.11: Nameérené vysledky - neuronovd sit se skrytou vrstvou 3

Transformace SemEval Analogie MT@1l MT@5 Skewness

de — es 0.621 0.318 0.226 0.381 13.9
de — it 0.612 0.315 0.259 0.431 14.0
en — de 0.647 0.321 0.528 0.690 7.4
en — es 0.643 0.374 0.613 0.799 2.5
en — it 0.640 0.373 0.479 0.646 2.5
es — it 0.661 0.372 0.349 0.525 8.9
en — cs - 0.333 0.277 0.463 5.8
en — hr - 0.437 0.251 0.415 7.7
Primer 0.637 0.355 0.373 0.544 8.6

Z tabulky je vSak na prvni pohled patrné, Ze se nejedna o kvalitni metodu
a jeji vysledky jsou mezi neuronovymi sitémi nejhorsi. Jedinou kategorii,
ktera dosahovala porovnatelnych vysledki s predchozimi modely, byla pouze
kategorie slovnich podobnosti.

V nasledujici sekci si predstavime posledni skupinu neuronovych siti tes-
tovanych v diplomové préci, které pouzivaly specialni cenovou funkci zalo-
zenou na metodé hinge-loss.

7.4.3 Neuronové sité s cenovou funkci hinge-loss

Obsahem této sekce jsou vysledky pro navrzené neuronové sité, které jsou
zalozené na metodé hinge-loss. Vysledky pro prvni experiment s touto struk-
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turou lze vidét v tabulce 7.12. Dany model v tomto pripadé vyuziva pro
vypocteni cenové funkce pouze jeden negativni priklad.

Tabulka 7.12: Namérené vysledky - neuronovd sit s hinge-loss - 1 negativni
priklad

Transformace SemEval Analogie MT@1l MT@5 Skewness

de — es 0.603 0.442 0.349 0.516 4.7
de — it 0.597 0.452 0.348 0.510 4.5
en — de 0.638 0.405 0.595 0.740 2.3
en — es 0.666 0.439 0.749 0.887 2.5
en — it 0.662 0.470 0.569 0.726 1.8
es — it 0.658 0.473 0.475 0.643 3.3
en — cs - 0.438 0.354 0.548 3.0
en — hr - 0.347 0.217 0.374 3.2
Primer 0.637 0.433 0.457  0.618 3.2

Na prvni pohled je patrna velmi nizka hodnota 3.2 pro skewness. Tato
hodnota je dokonce nizsi nez v pripadé ortogonalni transformace, kde je
rovna 3.6. Jedna se o velmi podstatny vysledek a soucasné praktické ovéreni
myslenky z ¢lanku [15], Ze lze tuto metodu vyuzit pro snizeni hubness vy-
sledného transformovaného sémantického prostoru, a to dokonce v kombinaci
s neuronovou siti.

Pti porovnani s nejlepsi linearni transformaci, respektive transformaci
pomoci kanonické korelace uvedené v tabulce 7.6, lze vidét, Zze i v ostat-
nich sledovanych kategoriich si tato transformace vede velmi dobre. Kromé
vysledkii pro slovni podobnost, kde obé transformace dosdhly identickych
vysledki, je transformace pomoci neuronové sité vyuzivajici metodu hinge-
loss lepsi ve vSech kategoriich.

Tato transformace tedy jako prvni zde uvedenad kombinuje nejlepsi vlast-
nosti ortogondlni transformace a transformace pomoci kanonické korelace,
respektive velmi nizké hodnoty skewness a vysoké hodnoty pro ostatni sle-
dované kategorie. Obé zminéné transformace svymi vysledky dokonce pre-
konava. Dle vsSech sledovanych méritek se tedy jedna o velmi kvalitni trans-
formaci prekonavajici bézné linearni transformace. Vzhledem k tomuto faktu
jsem se v nasledujicich experimentech pokusil vylepsit vysledky této metody
pomoci rozlicnych tprav jak v po¢tu negativnich prikladi, tak i parametra
neuronové sité.

Tabulka 7.13 udava vysledky pro neuronovou sif jako v predchozim pii-
padé s tim rozdilem, ze tato sit vyuziva pro vypocteni cenové funkce dva
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Tabulka 7.13: Namérené vysledky - neuronovd sit s hinge-loss - 2 negativni
priklady

Transformace SemEval Analogie MT@l1 MT@5 Skewness

de — es 0.604 0.436 0.352 0.514 4.3
de — it 0.598 0.446 0.352 0.514 4.4
en — de 0.644 0.395 0.600 0.741 2.3
en — es 0.662 0.440 0.754 0.886 2.4
en — it 0.658 0.474 0.572 0.729 1,8
es — it 0.659 0.469 0.476 0.643 2,9
en — cs — 0.440 0.363 0.555 3,1
en — hr - 0.355 0.214 0.380 3,3
Primer 0.638 0.432 0.460 0.620 3.1

negativni priklady. Cilem tohoto experimentu bylo zjistit, zda postupné na-
vySovani poctu negativnich prikladi povede ke zméné naméreni vysledk,
at jiz ke zvyseni ¢i snizeni. Srovname-li vsak vysledky pro dva negativni
priklady s vysledky predchozimi, zjistime, Ze nedochazi k vyrazné zméné.
Vsechny sledované kategorie se lisi pouze o desetiny procenta. Dané od-
chylky jsou velmi malé a muze se tak napriklad jednat o rozdil zptisobeny
odlisnou ndhodnou inicializaci vah béhem tréninku neuronovych siti.

Tabulka 7.14: Namétené vysledky - neuronovd sit s hinge-loss - 5 negativnich
prikladi

Transformace SemEval Analogie MT@1 MTQ@5 Skewness

de — es 0.608 0.427 0.350 0.515 4.1
de — it 0.591 0.437 0.351 0.512 3.9
en — de 0.645 0.392 0.597 0.739 2,3
en — es 0.666 0.429 0.750 0.886 2,4
en — it 0.652 0.466 0.570 0.725 1,7
es — it 0.662 0.467 0.474 0.643 2,9
en — cs — 0.432 0.357 0.548 3.0
en — hr — 0.363 0.219 0.378 3.0
Primer 0.637 0.427 0.459 0.618 2.9

Na druhé strané vsak doslo k dalsimu snizeni hodnoty skewness navzdory
zvysené komplexnosti cenové funkce pridanim druhého negativniho prikladu.
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Tento fakt tedy miize naznacovat, ze pridani dalsich negativnich priklada by
mohlo jesté vice napomoci feSeni problému hubness.

Z tohoto diivodu jsem dale pokracoval ve zvySovani poc¢tu negativnich
prikladi za ucelem ovéreni vyse uvedené teorie. Vysledky pro neuronovou
sit, ktera vyuziva celkem pét negativnich priklada v cenové funkci, miazeme
vidét v tabulce 7.14. V tomto pripadé doslo k drobnému poklesu namé-
renych vysledki, ale opét se jednalo pouze o desetiny procenta. Soucasné
doslo k dalsimu jiz znatelnéjsimu poklesu hodnot pro skewness. Nelze zcela
vyloucit, Ze se jedna pouze o statistickou odchylku, avsak pti vyuziti vice ne-
gativnich prikladii, od kterych ma mit zvolené transformované slovo predem
danou vzdalenost, 1ze patrné ocekavat rovnomérnéjsi distribuci slov v pro-
storu. Tim je soucasné zamezeno nadmérné asymetrii distribuce nejblizsich
sousedt slov.

Ve vysledku tento model oproti predchozim dvéma zminénym v této sekci
neprinasi kromé snizeni skewness zadné zlepseni. Nelze vsak opomenout, Ze
s rostoucim poctem negativnich prikladti tmérné roste také vypocetni na-
rocnost metody gradientniho sestupu, ¢imz se samozirejmé zpomaluje proces
trénovani neuronové sité.

Tabulka 7.15: Namétené vysledky - neuronovd sit s hinge-loss - 10 negativ-
nich prikladid

Transformace SemEval Analogie MT@1 MT@5 Skewness

de — es 0.599 0.421 0.349 0.512 4.0
de — it 0.600 0.428 0.350 0.512 3.7
en — de 0.642 0.386 0.592 0.737 2.3
en — es 0.663 0.434 0.752 0.885 2.4
en — it 0.658 0.461 0.565 0.723 1.7
es — it 0.659 0.455 0.472 0.641 2.8
en — cs — 0.424 0.350 0.542 2.9
en — hr - 0.362 0.214 0.382 3.1
Primer 0.637 0.421 0.456 0.617 2.9

Vysledky pro ¢tvrty a zaroven posledni model, ve kterém doslo ke zvyseni
poctu negativnich prikladi, 1ze vidét v tabulce 7.15. V tomto pripadé bylo
pouzito celkem deset negativnich prikladi.

Pti porovnani s vysledky pro predchozi model doslo k dalsimu nepatr-
nému snizeni namérenych hodnot. Z uvedenych hodnot lze usoudit, ze pouhé
navysovani po¢tu negativnich prikladl zfejmé nevede ke zlepseni vysledk,
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ale spise ke zhorseni. Z tohoto diivodu jsem se rozhodl experimenty s vysSsim
poc¢tem negativnich prikladi jiz neprovadét. Na druhé strané vsak nedoslo
ke zvyseni hodnoty skewness, dokonce u urcitych jazykovych pari, napriklad
némcina-spanélstina a nemcina-italstina, nastalo dalsi snizeni.

Pro nasledujici transformaci jsem se rozhodl regularizovat vahy neuro-
nové sité s cilem zlepsit schopnost neuronové sité generalizovat, a tim dale
vylepsit transformaci pro data mimo trénovaci mnozinu. Velikosti parame-
tri vah neuronové sité jsou tedy v tomto pripadé penalizovany. Vysledky pro
tuto transformaci mizeme vidét v tabulce 7.16.

Tabulka 7.16: Namérené vysledky - neuronovad sit s hinge-loss a reqularizaci

Transformace SemEval Analogie MT@1 MT@5 Skewness

de — es 0.620 0.450 0.346 0.509 5.5
de — it 0.613 0.472 0.342 0.503 5.0
en — de 0.650 0.402 0.590 0.732 2.7
en — es 0.667 0.453 0.751 0.890 2.9
en — it 0.660 0.500 0.559 0.717 2.2
es — it 0.665 0.501 0.467 0.636 3.8
en — cs — 0.448 0.350 0.541 3.4
en — hr — 0.409 0.303 0.469

Primer 0.646 0.454 0.464 0.625 3.6

U vsSech sledovanych kategorii nastalo zvySeni namérenych hodnot. Ve
vysledku tato transformace dosahuje velmi dobrych vysledkt za cenu mir-
ného zvyseni hodnoty skewness, ktera vsak nepresahuje vysledek ortogonalni
transformace. Toto zvyseni bylo o¢ekdvané a nelze se mu zcela vyhnout, je-
likoz jej ovliviiuje nové pridany prvek regularizace vah neuronové sité. Re-
gularizace vah samoziejmé jistym zptisobem méni vystup sité, ¢imz se mize
meénit i distribuce slov v transformovaném sémantickém prostoru.

V nasledujici kapitole si predstavime vysledky pro transformace, které
vyuzivaly princip shlukovani.

7.5 Transformace s vyuzitim shlukovani

V této kapitole si predstavime vysledky metod, které vyuzivaly techniku
shlukovani pro vylepsSeni kvality zakladni transformace a detailnéji byly pre-
staveny v kapitole 5.
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7.5.1 Kombinace linearnich transformaci
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Obrazek 7.1: Vysledky pro rozdilné nastaveni poc¢tu shluki

Tato kapitola obsahuje vysledky metod, které pro transformaci sémantic-
kého prostoru vyuzily techniku shlukovani podrobnéji popsanou v kapitole
5. V tomto pripadé se jednalo o linearni kombinaci zakladni matice a matice
pritazené k danému shluku, kdy kazda z matic méla totoznou vahu rovnu
jedné. Obé matice byly ziskany pomoci stejné, predem zvolené linearni trans-
formace z kapitoly 3. Pro rozdéleni slovnich vektori ze slovniku, respektive
podmnoziny sémantického prostoru daného jazyka do jednotlivych shlukt je
pouzit algoritmus k-means predstaveny v kapitole 5.2. Graf 7.1 vykresluje
zprumeérovany vysledek pres vSechny sledované kategorie pro rtizna nastaveni
poctu shluki. Cilem bylo nalézt idealni pocet shluki, ktery bude dosahovat
nejlepsich vysledkii. Z grafu je patrné, ze nejlepsiho vysledku bylo dosazeno
pro pocet shluki & = 20. Tato hodnota byla také nasledné zvolena.

Kombinace metod nejmensich ¢tvercu

Tabulka 7.17 uvadi vysledky pro prvni experiment vyuzivajici pro vylepseni
vlastnosti transformace metodu shlukovani. V tomto pripadé byla zakladni
transformacni matice i matice nalezejici shluku vytvorena pomoci metody
nejmensich ¢tverct. Cilem bylo pokusit se vylepsit vlastnosti této linearni
metody transformace sémantickych prostorii. Pii porovnani s vysledky pro
metodu nejmensich étvercl v tabulce 7.4 je na prvni pohled patrné vyrazné
zvyseni hodnoty v kategorii analogie. Soucasné doslo ke snizeni hodnoty
skewness predevsim pro prvni dva jazykové pary. Zaroven si vsak 1ze povsim-
nout také mirného snizeni hodnot pro strojovy preklad. Navrzend metoda si
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Tabulka 7.17: Namérené vysledky - shlukovani a metoda nejmensich ctverci

Transformace SemEval Analogie MT@1l MT@5 Skewness

de — es 0.617 0.440 0.313 0.488 11.2
de — it 0.610 0.449 0.305 0.470 10.8
en — de 0.655 0.416 0.519 0.690 4.4
en — es 0.645 0.413 0.584 0.769 4.1
en — it 0.655 0.469 0.475 0.663 4.5
es — it 0.665 0.477 0.441 0.616 5.7
en — cs 0.405 0.249 0.446 3.9
en — hr 0.415 0.257 0.425 3.4
Primer 0.641 0.436 0.393 0.571 6.0

tedy celkové vedla 1épe nez zakladni linearni transformace, avsak nedoslo ke
zlepseni ve vsech sledovanych kategoriich.

Kombinace ortogonalnich transformaci

V tabulce 7.18 lze vidét vysledky pro transformaci vyuzivajici shlukovani
kombinované s metodou ortogonalni transformace. Stejné jako v ptredcho-
zim piipadé jsou zakladni matice i matice pro jednotlivé shluky vypocteny
pomoci stejné linedrni transformacni metody, konkrétné ortogonalni trans-
formace.

Tabulka 7.18: Namétené vysledky - shlukovdni a ortogondlni transformace

Transformace SemEval Analogie MT@1l MT@5 Skewness

de — es 0.621 0.377 0.343 0.510 6.2
de — it 0.613 0.373 0.338 0.507 4.8
en — de 0.643 0.371 0.570 0.727 2.9
en — es 0.665 0.394 0.695 0.859 3.9
en — it 0.663 0.419 0.528 0.708 2.7
es — it 0.665 0.435 0.444 0.630 3.7
en — cs 0.396 0.315 0.524 4.4
en — hr 0.416 0.296 0.469 3.8
Primer 0.645 0.398 0.441 0.617 4.1

Pokud porovname dosazené vysledky s vysledky pro ortogonalni trans-
formaci v tabulce 7.5, dochézi ke zlepseni v kategorii slovnich podobnosti.
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U analogii a skewness dochéazi ke zhorseni vysledkii. Ostatni kategorie jsou
s drobnou odchylkou porovnatelné.

Kombinace transformaci pomoci kanonické korelace

Treti transformace vyuzivajici shlukovani, jejiz vysledky jsou umistény v ta-
bulce 7.19, pouziva jako zakladni transformaci kanonickou korelaci.

Tabulka 7.19: Namétené vysledky - shlukovini a kanonickd korelace

Transformace SemEval Analogie MT@1 MT@5 Skewness

de — es 0.604 0.360 0.353 0.523 5.8
de — it 0.594 0.366 0.341 0.509 4.3
en — de 0.642 0.359 0.559 0.718 6.1
en — es 0.648 0.365 0.642 0.817 8.7
en — it 0.656 0.399 0.528 0.704 2.5
es — it 0.659 0.411 0.473 0.643 5.8
en — cs — 0.338 0.291 0.494 7.4
en — hr — 0.384 0.278 0.440 3.7
Primer 0.634 0.373 0.433 0.606 5.5

V tomto ptipadé vsak nedochéazi ke zlepseni vysledkii oproti zakladni
linearni metodé, ale spise ke zhorseni. Pokles hodnot je znatelny predevsim
u kategorie strojového prekladu a analogii. Jedinou porovnatelnou kategorii
s puvodni linearni transformaci je slovni podobnost.

7.5.2 Vazené kombinace linearnich transformaci

Tato kapitola obsahuje vysledky pro transformace, které vyuzivaly metodu
shlukovani spolecné s nastavenim koeficientti matic linearni kombinace, tak
jak bylo predstaveno v kapitole 5.1. Cilem bylo najit takové koeficienty line-
arni kombinace, které maximalizuji dosazené vysledky ve sledovanych kate-
goriich. Pro nalezeni téchto koeficientti byly pouzity slovni vektory ze zvolené
podmnoziny slovniku D*7Y.

Idedlni koeficienty téchto transformacnich matic jsem se nejdiive pokusil
nalézt s vyuzitim evoluc¢nich algoritmi. Evoluéni algoritmy stanovily vy-
chozi bod udavajici velikosti obou hodnot a predpokladané rozlozeni vah
u jednotlivych transformaci. Vzhledem k pomérné tzkému rozsahu hodnot
nalezenych koeficientii, které se bézné pohybovaly v intervalu od 0 do 2,
jsem se vsak posléze rozhodl nalézt tyto parametry hrubou silou. Z tohoto
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divodu byl nasledné predem urceny interval hodnot prohledan po malych
krocich dané velikosti, pohybujici se nejcast&ji v fadu 1072, V kazdém kroku
byla poté vypoctena kosinova podobnost mezi transformovanymi vektory
X ze zdrojového sémantického prostoru a odpovidajicimi cilovymi vektory
Y. Nasledné byla vybrana dvojice parametrii, ktera dosdhla nejlepsitho vy-
sledku. Tabulka 7.20 uvadi nalezené hodnoty koeficient pro pouzité druhy
transformaci.

Tabulka 7.20: Koeficienty transformacnich matic

Metoda a b

Metoda nejmensich ctvercu 1.50 0.47
Ortogondlni transformace  1.45 0.95
Kanonickd korelace 0.85 0.25

V pripadé vazené kombinace se v prubéhu experimentti ddle prokazalo,
ze je lepsi vyuzit vétsi pocet shlukit podobné jako v kapitole 7.5.1. Vazené
kombinace s mensim poctem shluki ani po nalezeni nejlepsich koeficienti
nedosahovaly ve sledovanych kategoriich tak vysokych hodnot jako pti volbé
vétsiho poctu shlukii. Proto byla hodnota udavajici pocet shluki zvolena
k = 20.

Vazené kombinace metod nejmensich ¢tverci

Tabulka 7.21 obsahuje vysledky pro vazenou kombinaci transformac¢nich ma-
tic, které byly vypocteny pomoci metody nejmensich c¢tverci. Koeficienty
matic jsou uvedeny v prvnim fadku tabulky 7.20.

V porovnani s ostatnimi metodami jsou na prvni pohled patrné prede-
vsim velmi vysoké hodnoty pro kategorii analogii. V tomto ptipadé bylo do-
sazeno prumérné hodnoty témér 46 %, coz je témér o deset procent lepsi nez
v pripadé bézné linearni transformace ziskané metodou nejmensich ¢tverct.
Tato hodnota je jesté o tii procenta vyssi nez u nejlepsi linearni transfor-
mace s pouzitim kanonické korelace, jedna se tedy o velmi vyrazné zlepseni.
Jisté zlepSeni je dale patrné také pro hodnoty u kategorii slovni podobnosti
a strojového prekladu, nejde vsak o tak vyrazny posun jako v pripadé slov-
nich analogii.

Nevyhodou této transformace jsou pomérné vysoké hodnoty skewness.
Tomuto faktu se vsak samozirejmé nelze vyhnout, jelikoz se metoda nejmen-
sich ¢tvercu vysokou hodnotou skewness vyznacuje, coz je patrné také pri
pouziti kombinace. Pouzitim metody shlukovani spolecné s presnym nastave-
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Tabulka 7.21: Namétené vysledky - wvdZend kombinace metody nejmensich
ctverci

Transformace SemEval Analogie MT@l1 MT@5 Skewness

de — es 0.627 0.458 0.323 0.486 13.0
de — it 0.619 0.476 0.309 0.473 12.1
en — de 0.655 0.414 0.537 0.701 5.1
en — es 0.652 0.442 0.657 0.827 4.5
en — it 0.653 0.498 0.496 0.676 4.6
es — it 0.666 0.502 0.450 0.624 6.4
en — cs — 0.451 0.282 0.481 4.7
en — hr — 0.433 0.289 0.455 3.1
Prumer 0.645 0.459 0.418 0.590 7.6

nim koeficienti transformacnich matic pro zlepseni vlastnosti transformace
lze presto zakladni metodu nejmensich ¢tverci znatelné vylepsit.

Vazené kombinace ortogonalnich transformaci

Vysledky pro vazenou kombinaci transformacnich matic, které byly vypoc-
teny pomoci metody vyuzivajici ortogondlni transformaci, jsou uvedeny v ta-
bulce 7.22. Koeficienty matic jsou uvedeny v druhém radku tabulky 7.20.
Tato transformace se vyznacuje vysokou hodnotou pro slovni podobnost.

Tabulka 7.22: Namérené vysledky - vdZend kombinace ortogondlni transfor-
mace

Transformace SemEval Analogie MT@l MT@5 Skewness

de — es 0.623 0.331 0.340 0.504 5.9
de — it 0.614 0.319 0.339 0.506 4.6
en — de 0.643 0.321 0.577 0.730 2.9
en — es 0.666 0.352 0.713 0.867 4.0
en — it 0.662 0.369 0.539 0.712 2.8
es — it 0.665 0.376 0.440 0.625 3.5
en — cs — 0.348 0.323 0.528 4.3
en — hr - 0.401 0.302 0.471 4.0
Primer 0.646 0.352 0.447  0.618 4.0

Hodnoty pro ostatni kategorie jsou vSak pomérné nizké, predevsim pro ka-
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tegorii slovnich analogii. Z tohoto dtvodu neni vyuziti této transformace
prilis vhodné i pres zadané nizké hodnoty skewness.

Vazené kombinace transformace pomoci kanonické korelace

V tabulce 7.23 jsou uvedeny vysledky pro vazenou kombinaci transformac-
nich matic, které byly vypocteny pomoci metody vyuzivajici kanonickou
korelaci. Koeficienty matic jsou uvedeny v tietim fadku tabulky 7.20. Tato

Tabulka 7.23: Nameérené vysledky - vdZend kombinace transformaci pomoci
kanonické korelace

Transformace SemEval Analogie MT@l MT@5 Skewness

de — es 0.615 0.442 0.365 0.527 5.9
de — it 0.600 0.461 0.358 0.522 4.4
en — de 0.641 0.399 0.588 0.729 6.3
en — es 0.657 0.430 0.731 0.878 8.9
en — it 0.655 0.475 0.555 0.722 2.6
es — it 0.659 0.502 0.474 0.651 5.7
en — cs — 0.447 0.342 0.537 5.5
en — hr — 0.404 0.301 0.478 2.2
Primer 0.638 0.445 0.464 0.631 5.2

transformace se na prvni pohled prezentuje predevsim velmi vysokymi hod-
notami naméfenymi pro strojovy preklad, konkrétné 46.4 % a 63.1 %. Avsak
oproti zakladni transformaci s pouzitim kanonické korelace, jejiz hodnoty
jsou uvedeny v tabulce 7.6, doslo k jednoprocentnimu zlepseni u vsech sledo-
vanych kategorii. Jedinou nevyhodou této metody jsou vyssi hodnoty skew-
ness oproti metodam vyuzivajicim ortogonalni transformaci nebo neuronové
sité s cenovou funkci hinge-loss.

Volbou této metody tedy lze vylepsit vlastnosti zdkladni transformace.
Svymi vysokymi vysledky se fadi na druhé misto hned za metodu vyuzivajici
neuronové sité s cenovou funkei hinge-loss vyuzivajici regularizaci. Obsahem
nasledujici kapitoly je predstaveni vysledki, které byly ziskany s pomoci
hierarchického shlukovani.

7.5.3 Kombinace s vyuzitim hierarchického shlukovani

Obsahem této sekce jsou vysledky pro transformace, které vyuzivaly me-
tody hierarchického shlukovani podrobné predstaveného v kapitole 5.3. Pro
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vytvoreni jednotlivych shlukt byl vyuzit takzvany divizni pristup, kdy je
pocatecni shluk obsahujici vSechny slovni vektory postupné rozdélovan na
mensi shluky. Vysledny pocet shluki byl pomoci experimentii zvolen k = 16.
Stejné jako v predchozich pripadech také zde byla vyuzita stejna kombinace
linearnich transformaci pro zékladni matici i matici pritazenou danému clus-
teru.

Kombinace metod nejmensich ¢tverci

Tabulka 7.24 obsahuje namérené vysledky pro transformaci vyuzivajici hie-
rarchické shlukovani, kdy byla pro vypocteni transformacnich matic vyuzita
metoda nejmensich ¢tvercti. Tato transformace, podobné jako v predchozich

Tabulka 7.24: Namétené vysledky - hierarchické shlukovani v kombinaci
s metodou nejmensich ctverci

Transformace SemEval Analogie MT@1l MT@5 Skewness

de — es 0.614 0.443 0.315 0.478 10.4
de — it 0.565 0.448 0.303 0.467 9.7
en — de 0.646 0.404 0.499 0.668 3.2
en — es 0.639 0.430 0.633 0.815 4.5
en — it 0.647 0.483 0.467 0.660 3.5
es — it 0.655 0.485 0.417 0.596 5.5
en — cs — 0.447 0.281 0.473 3.7
en — hr — 0.418 0.278 0.447 2.6
Primer 0.641 0.436 0.393 0.571 5.4

pripadech, které vyuzivaly shlukovani, dosdhla lepsich vysledkti nez vychozi
metoda nejmensich ¢tverci. Avsak s pouzitim hierarchického shlukovani ne-
bylo dosazeno tak vyrazného zlepseni jako pfi pouziti bézné nebo vazené
kombinace linearnich transformaci.

Zajimavym faktem je dosazeni nizsich hodnot skewness. Snizeni je patrné
predevsim u prvnich dvou jazykovych parta. Tento fakt plati také v pripadé
vyuziti nehierarchického shlukovani. Ptidani nové lokalni informace béhem
procesu transformace v tomto pripadé do jisté miry redukuje problém hub-
ness.

Kombinace ortogonalnich transformaci

V tabulce 7.25 jsou uvedeny vysledky pro transformaci vyuzivajici hierar-
chické shlukovani, kdy byla pro vypocteni transformacnich matic vyuzita
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ortogonalni transformace.

Tabulka 7.25: Namérené vysledky - hierarchické shlukovini v kombinaci s or-
togondlni transformaci

Transformace SemEval Analogie MT@1l MT@5 Skewness

de — es 0.616 0.372 0.341 0.505 6.4
de — it 0.604 0.373 0.342 0.505 2.2
en — de 0.636 0.358 0.565 0.721 3.0
en — es 0.664 0.400 0.691 0.857 3.9
en — it 0.658 0.415 0.535 0.708 2.9
es — it 0.659 0.429 0.436 0.625 3.4
en — cs - 0.392 0.323 0.519 4.4
en — hr - 0.422 0.294 0.469 3.7
Primeér 0.640 0.395 0.441 0.614 4.1

Pri porovnani s vysledky pro zakladni ortogonalni transformaci, které
jsou uvedeny v tabulce 7.5, lze vypozorovat drobny nartist pro kategorii
slovni podobnosti. V ostatnich kategoriich vsak dochéazi ke znatelnému zhor-
seni vysledkii. Pouziti linedrni kombinace ortogonalnich transformaci v ramci
transformacnich metod vyuzivajicich hierarchické i nehierarchické shlukovani
se tedy ukazalo jako nevhodné. Linearni kombinaci ortogonalnich matic
tedy nejspise dochazi k vyruseni priznivych vlastnosti zakladni ortogonalni
transformace, jelikoz tato kombinace jiz nevytvari ortogonalni matice.

Kombinace transformaci pomoci kanonické korelace

Tabulka 7.26 obsahuje namérené vysledky pro transformaci vyuzivajici hi-
erarchické shlukovani, kdy byla pro vypocteni transformacnich matic vyu-
zita kanonicka korelace. U této transformace doslo jako v predchozim pri-
padé ke snizeni namétrenych hodnot jednotlivych kategorii oproti zakladni
transformaci s vyuzitim kanonické korelace. V tomto pripadé tedy neni tato
transformace vhodnda pro pouziti v ramci metody vyuzivajici hierarchické
shlukovani.

V nasledujici kapitole si predstavime vysledky pro posledni kategorii vyu-
zivajici hierarchické nebo nehierarchické shlukovani. Tato kombinace vyuziva
neuronové sité s cenovou funkci hinge-loss, které se v kapitole 7.4.3 velmi
dobte osvedcily.
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Tabulka 7.26: Namérené vysledky - hierarchické shlukovdni v kombinaci
s transformaci pomoci kanonické korelace

Transformace SemEval Analogie MT@l1 MT@5 Skewness

de — es 0.607 0.380 0.337 0.504 2.5
de — it 0.598 0.370 0.345 0.504 4.1
en — de 0.637 0.370 0.568 0.722 5.7
en — es 0.640 0.403 0.693 0.861 7.7
en — it 0.638 0.417 0.535 0.708 1.9
es — it 0.657 0.428 0.434 0.625 4.1
en — cs - 0.383 0.320 0.521 8.5
en — hr - 0.396 0.288 0.462 1.9
Primer 0.630 0.393 0.440 0.613 5.2

7.5.4 Kombinace neuronovych siti

Obsahem této kapitoly jsou vysledky pro metody, které vyuzivaly metodu
shlukovani kombinované s neuronovymi sitémi. Vzhledem k vykonnosti neu-
ronovych siti s cenovou funkeci hinge-loss, jejiz vysledky byly predstaveny
v kapitole 7.4.3, byly pro jednotlivé transformace shlukt pouzity pravé tyto
neuronoveé sité. Vzhledem ke zvysenému riziku preuceni neuronovych siti na
tak malé mnoziné trénovacich dat byl zvolen mensi pocet shluki, konkrétné
k = 5. Presto béhem prvnich experimentti k preuceni dochéazelo, a proto
byla doplnéna regularizace vah neuronové sité. Vysledny predikovany slovni
vektor byl v tomto pripadé vytvoren jako primér vektoru ziskaného pomoci
zakladni transformace a vektoru, ktery predikovala neuronova sif prirazena
k odpovidajicimu shluku.

Tabulka 7.27 uvadi namérené vysledky pro vyse uvedenou transformaci
kombinujici metodu shlukovani a neuronové sité vyuzivajici cenovou funkci
hinge-loss a regularizaci. Pfi porovnani s vysledky se zakladni transformaci
vyuzivajici neuronové sité s hinge-loss z tabulky 7.12 je na prvni pohled
zjevné, ze pouziti shluktt v tomto pripadé nevede k dalsimu zlepsSeni vlast-
nosti transformace. K nejznatelnéjsimu snizeni vysledkii doslo predevsim
u jazykového para anglictina — chorvatstina, kde patrné nastalo jiz zmino-
vané pretrénovani na testovacich datech. Ptesto tato metoda stale dokazala
prekonat zakladni metodu nejmensich ¢tverct o vice nez dvé procenta.

V nasledujici sekei si pfedstavime souhrnné vysledky vsech doposud pred-
stavenych metod a porovname, které si ve sledovanych kategoriich vedly
nejlépe.
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Tabulka 7.27: Namérené vysledky - shlukovdni v kombinaci s neuronovymi
sitéms

Transformace SemEval Analogie MT@l1 MT@5 Skewness

de — es 0.609 0.448 0.353 0.513 5.5
de — it 0.611 0.438 0.353 0.513 3.9
en — de 0.648 0.415 0.570 0.725 4.1
en — es 0.662 0.453 0.691 0.857 4.0
en — it 0.660 0.490 0.545 0.714 3.4
es — it 0.619 0.431 0.471 0.639 3.2
en — cs - 0.459 0.347 0.539 4.7
en — hr - 0.244 0.114 0.238 5.4
Primer 0.635 0.393 0.440 0.613 4.3

7.6 Zhodnoceni vysledki

Obsahem této kapitoly je shrnuti vsech vysledki vSech vyuzitych metod a je-
jich porovnani ve sledovanych kategoriich. Vzhledem k pomérné znaénému
mnozstvi provedenych experiment v ramci diplomové prace jsou pro lepsi
orientaci v této kapitole zavedeny nasledujici zkratky: LS - metoda nejmen-
sich ¢tverci, OT - ortogonalni transformace, CCA - transformace pomoci
kanonické korelace, NN - transformace s vyuzitim neuronové sité bez skryté
vrstvy, NN-H - transformace s vyuzitim neuronové sité se skrytou vrstvou,
MSE - cenova funkce stfedni kvadraticka vzdalenost, COS - cenova funkce
kosinova podobnost, HL - cenova funkce hinge-loss, R - regularizace, CL -
transformace s vyuzitim shlukovani, W-CL vazena transformace s vyuzitim
shlukovani a HC - transformace vyuzivajici hierarchického shlukovani.

Tabulka 7.28 obsahuje souhrnné vysledky pro testy vSech vyuzitych me-
tod uvedenych v této kapitole. Vyse uvedené zkratky jsou v této tabulce
kombinované, tedy napriklad CL-OT predstavuje transformaci s vyuzitim
shlukovani, kdy byla pro vypocet transformacnich matic vyuzita ortogonalni
transformace. Zahlavi tabulky obsahuje oproti ostatnim tabulkam z této ka-
pitoly navic novy sloupec Primeér. Zde je uvedena zprumeérovana hodnota
pres vSechny sledované kategorie vyjma skewness, ktera ma zcela odlisny
rozsah hodnot.

Prvni tti radky tabulky ukladaji vysledky pro linearni transformace z ka-
pitoly 7.3. Z téchto experimenti dosahla nejlepsi primérné hodnoty trans-
formace s pomoci kanonické korelace. Tato transformace dosdhla primérné
hodnoty 53.6 %. Presto je vsak dilezité poznamenat, ze navzdory nejvyssi
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Tabulka 7.28: Kompletni vysledky

Metoda SemEval Analogie MT@l MT@5 Skewness Prumér

LS 0.638 0.372 0.411 0.577 6.9 0.499

oT 0.632 0.418 0.446 0.607 3.8 0.526
CCA 0.629 0.436 0.457 0.623 4.5 0.536
NN-MSE 0.636 0.363 0.400 0.567 7.5 0.492
NN-COS 0.636 0.454 0.413 0.576 8.6 0.519
NN-H-TANH 0.634 0.359 0.389 0.559 7.9 0.485
NN-H-RELU 0.636 0.457 0.391 0.558 8.8 0.510
NN-H-LIN 0.637 0.355 0.373 0.544 8.6 0.477
NN-HL-1 0.637 0.433 0.457 0.618 3.2 0.536
NN-HL-2 0.638 0.432 0.460 0.620 3.1 0.538
NN-HL-5 0.637 0.427 0.459 0.618 2.9 0.535
NN-HL-10 0.637 0.421 0.456 0.617 2.9 0.533
NN-HL-R 0.646 0.454 0.464 0.625 3.6 0.547
CL-LS 0.641 0.436 0.393 0.571 6.0 0.520
CL-OT 0.645 0.398 0.441 0.617 4.1 0.525
CL-CCA 0.634 0.373 0.433 0.606 9.5 0.511
W-CL-LS 0.645 0.459 0.418 0.590 7.6 0.528
W-CL-OT 0.640 0.395 0.441 0.614 4.0 0.516
W-CL-CCA 0.638 0.445 0.464 0.631 5.2 0.544
HC-LS 0.628 0.445 0.399 0.576 5.4 0.512
HC-OT 0.640 0.395 0.441 0.614 4.1 0.522
HC-CCA 0.630 0.393 0.440 0.613 5.2 0.519
CL-NN-HL 0.635 0.431 0.431 0.592 4.3 0.522

prumérné hodnoté tato transformace nedominovala ve vsSech sledovanych
kategoriich. Tento fakt je nejvice patrny u kategorie skewness, kde si diky
svym vlastnostem vedla nejlépe ortogondlni transformace. Kategorii slovni
podobnosti ovladla nejjednodussi metoda nejmensich ¢tverct.

Dalsi sekce tabulky uvadi souhrnné vysledky pro neuronové sité predsta-
vené v kapitole 7.4. Z této sekce stoji za zminku predevsim solidni vykon
neuronové sité bez skryté vrstvy vyuzivajici cenovou funkci kosinové po-
dobnosti. Tato neuronovéa sit dosahla velmi dobrého vysledku 45.4 % v ka-
tegorii slovnich analogii. Jedna se o druhou nejlepsi namérenou hodnotu.
Tato transformace soucasné dokazala prekonat zdkladni metodu nejmensich
¢tverci. Bohuzel vSechny metody vyuzivajici neuronové sité z kapitoly 7.4 se
vyznacuji velmi vysokou hodnotou skewness. Pti pouziti téchto metod tedy
dochazi ke znac¢né deformaci transformovaného sémantického prostoru.
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Treti sekce této tabulky obsahuje vysledky pro neuronové sité vyuzivajici
specialni cenovou funkci hinge-loss, ktera byla predstavena v kapitole 7.4.3.
Vysledky pro tyto neuronové sité ostatnim metodam dominuji. Na prvni
pohled jsou znatelné velmi nizké hodnoty skewness, které jsou dokonce ve
vSech pripadech nizsi nez hodnoty namérené pro ortogonalni transformaci,
ktera diky svym vlastnostem tento problém oproti ostatnim metodam znacné
redukuje. Neuronové sité s hinge-loss, které vyuzivaly jeden, pripadné dva
negativni priklady, dosdhly srovnatelnych vysledki s nejlepsi linearni trans-
formaci s pomoci kanonické korelace, avSak navic se znatelné nizsi hodnotou
skewness. Nejlepsitho prumérného vysledku 54.7 % dosahuje neuronova sit
vyuzivajici regularizaci. Tato neuronova sit prekonava transformaci pomoci
kanonické korelace ve vSech uvedenych kategoriich. Vyjma slovniho pte-
kladu pro pét nejblizsich slov se jedna o zlepseni o vice nez jedno procento.
Ze vsech testovanych metod v ramci diplomové prace byla tato metoda na-
prosto nejlepsi. Jedinou kategorii, ve které tato neuronova sit nedosahla
maximalniho vysledku, byla kategorie slovnich analogii, kde byla namérena
nejvyssi hodnota u vazené kombinace metod nejmensich c¢tvercti popsana
v kapitole 7.5.2.

Nasledujici sekce tabulky uvadi vysledky pro transformace vyuzivajici
metodu shlukovani predstavené v kapitole 7.5.1. VSechny uvedené metody
prekonaly zakladni metodu nejmensich ¢tvercl, avsak u kombinaci, které
vyuzivaly ortogonalni transformaci, respektive transformaci s pouzitim ka-
nonické transformace nedoslo ke zlepseni vysledkt oproti odpovidajici line-
arni transformaci. Z téchto metod si nejlépe vedla kombinace vyuzivajici
ortogondlni transformaci, ktera dosahla prumérného vysledku 52.5 %.

Pata sekce tabulky obsahuje vysledky pro vazené kombinace transfor-
maci vyuzivajici metodu shlukovani, jejiz vysledky byly prezentovany v sekci
7.5.2. Vyznamného vysledku dosahla predevsim jiz diive zminéna transfor-
mace vyuzivajici vazenou kombinaci nejmensich ¢tverct. Tato transformace
zcela dominovala v kategorii slovnich analogii, kde dosahla hodnoty 45.9
%. Nejlepsiho prumérného vysledku v této sekci a zaroven druhého nejlep-
siho vysledku ze vSech provedenych experimentt dosahla s hodnotou 54.4 %
metoda pouzivajici vazenou kombinaci transformaci vyuzivajici kanonickou
korelaci. Tato metoda se vyznacovala predevsim velmi vysokymi hodnotami
pro strojovy preklad, konkrétné 46.4 % a 63.1 %. V piipadé druhého uve-
deného vysledku pro pét nejblizsich nalezenych prekladi dosahla nejlepsiho
vysledku ze vSech provedenych experimentii.

Dalsi sekce zahrnuje vysledky pro transformace vyuzivajici hierarchické
shlukovani, jehoz experimenty jsou uvedeny v sekci 7.5.3. Vysledky téchto
metod jsou do znacné miry porovnatelné s vysledky pro shlukovani vyuzi-
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vajici metodu k-means. V této sekci si s prumérnou hodnotou 52.5 % nej-
lépe vedla kombinace vyuzivajici ortogonalni transformaci. Tato hodnota je
soucasné identicka s hodnotou namérenou v ptripadé nehierarchického shlu-
kovani.

Sedma a zaroven posledni ¢ast tabulky uvadi vysledky pro kombinaci me-
tody shlukovani a neuronovych siti vyuzivajicich cenovou funkci hinge-loss.
Vysledky této metody jsou pomérné slibné, nebot prekonava zakladni me-
todu nejmensich ¢tvercii, avsak soucasné dochazi k velmi vyraznému poklesu
hodnot pro slovni analogie, ¢imz je zaroven snizena také vysledna hodnota.
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8 Zavér

Tato diplomova préce se zabyvala projekci sémantickych prostori do jednoho
sdileného univerzalniho prostoru. V pribéhu teseni byly implementovany
aktualné nejlepsi existujici linearni transformace, které slouzily jako vychozi
bod prace. Testy byly provedeny na celkem Sesti jazycich ze tii odlisnych
jazykovych skupin, konkrétné germanské, romanské a slovanskeé.

Nejprve jsem implementoval linearni transformace predstavované meto-
dou nejmensich c¢tvercii, ortogonélni transformaci a transformaci s pomoci
kanonické korelace. Linearni transformace slouzily jako vychodisko pro srov-
nani s mnou navrzenymi metodami. Dale jsem implementoval nelinearni
transformace vyuzivajici neuronové sité bez skryté vrstvy a se skrytou vrst-
vou a soucasné jsem zkoumal rizné cenové funkce. Jako nejlepsi se ukazala
cenova funkce hinge-loss. Pomoci shlukovani jsem zacal jednotlivé transfor-
mace kombinovat, ¢imz doslo k dalsim zlepsenim.

Hlavnim prinosem této diplomové prace je predevsim vyzkum na poli ne-
linearnich metod urc¢enych pro transformaci sémantickych prostort, zejména
navrh zcela novych metod fesicich tuto tlohu. Velmi slibné vysledky proka-
zaly predevsim nelinearni metody zalozené na umélych neuronovych sitich
vyuzivajicich cenovou funkci hinge-loss. Ve vsech sledovanych kategoriich
prekonaly vSechny analyzované linearni transformace. Konkrétné neuronova
sit vyuzivajici regularizace dosahla nejvyssi hodnoty pro slovni podobnost
a strojovy preklad. Oproti nejlepsi linedrni transformaci pomoci kanonické
korelace doslo ke zlepseni o vice nez jedno procento absolutné a v priméru
nad vsemi jazyky a vSemi aplikacemi.

Pro zlepseni vlastnosti zédkladnich linedrnich transformaci jsem vyuzil
metodu shlukovani spolecné s linearni kombinaci linearnich transformaci.
Cilem téchto metod bylo zptfesnéni transformace zavedenim nové lokalni in-
formace. Jako zvlasté ucinné se prokazaly vazené linedrni kombinace, které
dokéazaly zna¢nym zptisobem vylepsit vlastnosti pouzitych zédkladnich trans-
formaci. Vazené transformace vyuzivajici metodu nejmensich ¢tverct do-
sahly nejlepsiho vysledku v kategorii slovnich analogii. Oproti samostatné
transformaci doslo ke zlepseni o 9 %.

V kategorii slovnich podobnosti dosahla nejlepsiho vysledku transfor-
mace vyuzivajici neuronové sité s regularizaci a cenovou funkci hinge-loss,
ktera byla nejkonzistentnéjsi a soucasné dosahla nejnizsi hodnoty skewness
a nejlepsi primérné hodnoty. V tésném sledu se umistila vazena kombinace
vyuzivajici transformaci pomoci kanonické korelace, kterda zaroven ovladla
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kategorii strojového prekladu. Nejlepsiho vysledku v kategorii slovnich ana-
logii dosahla vazena kombinace vyuzivajici metodu nejmensich ¢tverci.

Zaverem lze tedy konstatovat, ze transformace vyuzivajici neuronové sité
s regularizaci a cenovou funkci hinge-loss a vazena kombinace vyuzivajici
transformaci pomoci kanonické korelace vyraznym zptisobem piekonaly li-
nearni transformace. VSechny experimenty byly provadény v prostredi Me-
taCentra. Realizace vypocti si vyzadala témér tisic hodin.
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Seznam zkratek

CBOW Continuous Bag-of-Words — architektura modelu Word2vec

CCA Canonical Correlation Analysis — kanonickéd korela¢ni analyza

CL
COS
CS
DE
EN
ES
HL
HR
IT
LS
MSE
MT
NLP

NN

Clustering — shlukovani

Cosine Similarity — kosinova podobnost

Czech — cestina

German — némcina

English — angli¢tina

Spanish — Spanélstina

Hinge-Loss — cenova funkce hinge-loss

Croatian — chorvatstina

[talian — italStina

Least Squares — metoda nejmensich ¢tverci
Mean Squared Error — stredni kvadraticka chyba
Machine Translation — strojovy preklad

Natural Language Processing — zpracovani prirozeného jazyka

Neural Network — neuronova sit

RELU Rectified Linear Unit — aktiva¢ni funkce RelLU

R

Regularization — regularizace

TANH Hyperbolic Tangent — aktiva¢ni funkce hyperbolicky tangens
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A Uzivatelska dokumentace

V prilozeném ZIP souboru jsou umistény vsechny zdrojové kédy slouzici pro
otestovani linedrnich i nelinearnich transformaci spolecné s vyslednym JAR
souborem, ktery jiz obsahuje vSechny pozadované zavislosti. Pfed samotnym
spusténim aplikace je vSak nutné prekopirovat data, ktera jsou umisténa ve
sloZce Vstupni_data, k vyse zminénému souboru JAR. Vzhledem k znacné
velikosti soubort s predtrénovanymi slovnimi vektory modelu fastText jsou
v archivu pro jednotlivé jazyky umistény pouze zkracené verze obsahujici
presné 100000 nejcastéjsich slov. Jedna se tedy o stejny pocet, ktery byl
vyuzit pro provadéni experimentt v ramci diplomové préce.

Po spusténi aplikace je vypsana napovéda a podrobna informace, jaké
jazyky a transformace jsou uzivateli dostupné. Samotné ovladani aplikace
je velmi intuitivni a spoc¢iva v doplnéni pozadovanych parametri. Vybrana
metoda je nasledné otestovana na zvoleném jazykovém paru.

A.1 Obsah prilozeného ZIP

Ptilozeny soubor ZIP obsahuje nasledujici slozky:
e Aplikace_a_knihovny
— doc - obsahuje dokumentaci projektu.
— jar - slozka obsahujici vysledny jar soubor s pluginem.
— out - obsahuje binarni soubory, prelozené pomoci Java verze 8.
— src - zde jsou umistény zdrojové kody knihovny.
— pom.xml - umoznuje preklad aplikace pomoci systému Maven.

— Vectors. jar - vysledny spustitelny soubor aplikace.
e Poster - obsahem této slozky jsou oba soubory posteru.
o Text_prace - obsahuje zdrojové soubory KIEX a PDF této prace.

e Vstupni_data - zde jsou uloZzena vsechna data, kterd jsou nezbytna
pro spusténi aplikace.

— analogy - obsahuje datovou sadu slovnich analogii.

— dictionaries - obsahem této slozky jsou slovniky pro jednotlivé
jazykové pary.
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— evaluation - zde jsou umisténé anotované klice datasetu slovnich
podobnosti.

— matrices - obsahuje data natrénovanych neuronovych siti.
— native - zde je umisténa nativni knihovna pro urychleni vypoctu.

— python - obsahem této slozky jsou zdrojové kody pro trénovani
neuronovych siti v programovacim jazyce Python.

— tests - obsahuje pary z datové sady slovnich podobnosti.

— temp - slozka urcena pro umisténi docasnych vysledka.

— vectors - zde jsou umistény slovni vektory pro jednotlivé jazyky.
— task2-scorer. jar - program z konference SemEval, ktery slouzi

pro vyhodnoceni kategorie slovni podobnosti.

e Vysledky - obsahuje tabulku se vSemi vysledky vypoc¢tenymi v pri-
béhu tvorby prace.

e Readme.txt - tento soubor obsahuje podrobny popis obsahu archivu
a procesu spusténi aplikace.
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