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Abstrakt

Pii analyze dat se ¢asto vyuziva komplexnich siti. Analyzou struktury sité muzeme ziskat mnoho
dilezitych informaci a pouziva se k tomu mnoho metod a algoritmii s riznymi tcely. Cilem této prace
je provést experimenty s vybranymi algoritmy a porovnat jejich vysledky. Jednou z klasickych tloh
je hledédni komunit v siti. V prvni ¢asti této prace jsme pouzili dvé metody detekce prekryvajicich se
komunit. Nasim cilem bylo porovnat a ohodnotit kvalitu nalezenych komunit na zakladé ti{ mér. Pro
analyzu vektorovych dat lze také vyuzit sité. Nejdiive je ale nutné zkonstruovat sit z vektorovych
dat pomoci vybrané metody, ale neni vzdy jasné, kterou by bylo nejvhodnéjsi pouzit. V druhé
casti prace je popsan provedeny experiment, pti kterém jsme vyuzili ¢ty metod konstrukce siti
z vektorovych dat a nésledné popsali vlastnosti a odlisnosti ziskanych siti. Vyuzijeme také v této

préaci blize popsanou tzv. podobnostni ti¢elovou funkci pro ohodnoceni kvality konstruovanych siti.
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Abstract

Complex networks are often used in data analysis. By analyzing the structure of the network, we
can obtain a lot of important information and many methods and algorithms are used for different
purposes. The aim of this work is to perform experiments with selected algorithms and compare
their results. One of the classic tasks is finding communities on the network. In the first part of this
work, we used two methods of detecting overlapping communities. Our goal was to compare and
evaluate the quality of the found communities on the basis of three measures. Networks can also be
used to analyze vector data. First, however, it is necessary to construct a network from vector data
using the selected method, but it is not always clear which would be the most appropriate to use.
The second part of the work describes the performed experiment, in which we used four methods
of construction of networks from vector data and then described the properties and differences of
the obtained networks. We will also use the so-called similarity purpose function described in more

detail in this work to evaluate the quality of constructed networks.

Keywords

networks, overlapping communities, community detection, network construction from vector data,

evaluation of methods



Podékovani

R4d bych podékoval panu doc. Mgr. Milosi Kudélkovi, Ph.D. za jeho rady, dobré a vécné pripominky

a vstricnost odpovédét na jakykoli mij dotaz béhem vypracovavani této prace.



Obsah

Seznam pouzitych symbola a zkratek
Seznam obrazkit

Seznam tabulek

1 Uvod

2 Komunita

3 Algoritmy detekce komunit

3.1 Ground-truth . . . . . . .
3.2 Ego-zones . . . . ...
3.3 DEMON . . .

4 Miry hodnoceni kvality komunit

4.1 Modularita . . . . ... e

4.2 Vodivost . . . . . . e

4.3 CRank . . . . .
5 Sité

6 Experiment s hodnocenim komunit

6.1 Obecné charakteristiky nalezenych komunit . . . . . . ... ... ... ... ... ..
6.2 Distribuce velikosti komunit . . . . . .. ..o oo o
6.3 MIry . . . .

7 Konstrukce siti z vektorovych dat

7.1 Algoritmy konstrukce siti z vektorovych dat . . . . . .. ... ... ... ...

4

10

12
12
12
14

16
16
17
17

20

22
22
24
27

39



8 TUcelové funkce kvality konstrukce 41

8.1 Daitchova acelova funkce . . . . . . . . . ... 41
8.2 Podobnostni acelova funkce . . . . . . . . ... 42
9 Experiment s metodami konstrukce siti z vektorovych dat 44
9.1 Vlastnosti ziskanych siti . . . . . . . .. oo 44
9.2 Stabilita chovani metod . . . . . .. .. L oo Y4
10 Zavér 63
Literatura 65
Prilohy 67

A Tabulky hodnot vlastnosti siti pro experiment s metodami konstrukce siti z vek-
torovych dat 68

B Priloha v IS EDISON 73



Seznam pouzitych zkratek a symbolii

DEMON — Democratic Estimate of the Modular Organization of a Network
DBLP — Digital Bibliography & Library Project
KNN — k-Nearest Neighbors



Seznam obrazku

2.1

3.1

6.1
6.2
6.3
6.4
6.5
6.6
6.7
6.8
6.9
6.10
6.11

9.1
9.2
9.3
9.4
9.5
9.6
9.7
9.8

Komunity . . . . . . . . e 10
Ego-zéna . . . . .. 14
Distribuce velikosti komunit pro rizné metody v logaritmickém méritku . . . . . . . 25
Distribuce velikosti komunit pro rizné sité v logaritmickém méfitku . . . . . . . .. 26
Primérnd modularita pro rtizné metody . . . . . . . . ... 28
Primérnd modularita pro rizné sité . . . . . . . ... L 29
Maximélni modularita pro razné sité . . . . . . . . . ..o 30
Primérna vodivost pro rtizné metody . . . . . . . ... L oL 31
Primérna vodivost pro rizné sité . . . . . . . . ..o 32
Minimalni vodivost pro rizné sité . . . . . . . . . ... 33
Primérny CRank pro rizné metody . . . . .. . . . .. . ... 35
Primérny CRank pro rlizné sité . . . . . . . . . . . . . . 36
Maximélni CRank pro rizné sité . . . . . . . . . .. Lo 37
Vlastnosti siti ziskanych pro Gaussian kernel podobnost a primérny stupen 3 . . . . 46
Vlastnosti siti ziskanych pro Gaussian kernel podobnost a pramérny stupen 7 . . . . 49
Vlastnosti siti ziskanych pro kosinovou podobnost a pramérny stupen 3 . . . . . . . 52
Vlastnosti siti ziskanych pro kosinovou podobnost a prumérny stupen 7 . . . . . . . 55
Vlastnosti siti ziskanych pro e-radius . . . . . .. ..o oo oo 58
Vlastnosti siti ziskanych pro KNN . . . . ... .00 00 oo 59
Vlastnosti siti ziskanych pro Combination . . . . . . ... .. .. ... ........ 60
Vlastnosti siti ziskanych pro LRNet . . . . . . . ... ... o oo 60



Seznam tabulek

5.1

6.1
6.2
6.3
6.4

9.1
9.2

Al
A2
A3
A4

Statistiky pouzitych siti . . . . . . . .. 20
Pocet nalezenych komunit . . . . . . . . ... ... 22
Prumérna velikost komunit . . . . . . . .. ..o 23
Pocet komunitnich asociaci . . . . . . ... oo 24
Pocet uzla bez komunitnich asociaci . . . . . . . . .. ... oL 24
Charakteristiky pouzitych datasetd . . . . . . . . . . . . . ... L 44
Relativni smérodatné odchylky vlastnosti siti . . . . . ... .. .. ... ... ... 62
Hodnoty vlastnosti siti pro Iris dataset . . . . . . . .. .. .. ... ... ... .. 69
Hodnoty vlastnosti siti pro Ecoli dataset . . . . . . . .. ... ... ... ... ... 70
Hodnoty vlastnosti siti pro Seeds dataset . . . . . .. .. ... ... ... ...... 71
Hodnoty vlastnosti siti pro Nuclear cortex dataset . . . . .. ... ... ... .... 72



Kapitola 1
Uvod

Sité hraji dilezitou roli v mnoha oblastech informatiky a nas bude zajimat jejich uplatnéni pii ana-
lyze dat. Cilem této préace je provést experimenty s algoritmy tykajici se detekce komunit v sitich
a metodami konstrukce siti z vektorovych dat. Komunity se hledaji v sitich, abychom nasli skupiny
uzli v siti s podobnymi vlastnostmi a mohli si vytvorit predstavu o jeji struktufe. Jenomze pro
hledani komunit neni vzdy jednoduché vybrat vhodnou metodu a nésledné ohodnotit kvalitu nale-
zenych komunit. V prvni ¢asti této prace jsme vyuzili identifikované (tzv. ground-truth) komunity
a algoritmy Ego-zones a DEMON pro nalezeni prekryvajicich se komunit t¥i siti. Nésledné jsme
vyuzili riznych mér pro ohodnoceni a porovnani kvality téchto komunit. Druhd ¢ast price se vénuje
metodam konstrukce sité z vektorovych dat. Pozadavkem standardné je, aby vznikla struktura sité
co nejvice odpovidala vektorovym datim. Na to, abychom mohli ohodnotit kvalitu sité vzhledem
k datim, vyuzijeme v praci popsanou podobnostni ticelovou funkci. Dalsim cilem bylo zjistit, jaké
charakteristiky maji sité ziskané riznymi metodami konstrukce a porovnat je mezi sebou.

V kapitole 2, uvadéjici prvni ¢ast, si nejdriv fekneme, jaké je definice komunity, a v kapitole 3 jsou
popsany pouzité algoritmy detekce komunit. Kapitola 4 obsahuje definici pouzitych mér a kapitola
5 obsahuje charakteristiky pouzitych siti. Popis experimentu s algoritmy detekce komunit a jeho
vysledky obsahuje kapitola 6.

Druhé c¢ast zacind kapitolou 7, ve které je vysvétleno z jakych kroki se skldda konstrukce sité
z vektorovych dat. Jsou v ni také popsany nami pouzité metody pro konstrukci. Pro ohodnoceni
kvality konstrukce budeme vyuzivat ticelovou funkci, kterou popisujeme v kapitole 8. Nakonec ka-

pitola 9 obsahuje popis a porovnéani vlastnosti ziskanych siti.

Poznamka 1 V nésledujicim textu se v nékolika pfipadech pouzivaji origindlni anglické nazvy,

jelikoz neexistuji zazité ceské ekvivalenty.



Kapitola 2

Komunita

Pro komunity neexistuje jedind obecné prijimand definice, ale vétsinou se za komunity povazuji
souvislé lokalné husté propojené podgrafy v siti. [1] Ukdzka komunit je na obrazku 2.1, kde ruzné

komunity jsou obarveny riznymi barvami.

Souvislost Kazda komunita musi byt soucasti souvislého podgrafu. Pokud je sif tvorena vice kom-
ponentami, tak neni mozné, aby uzly z rtznych komponent byly soucasti stejné komunity. Stejné
tak plati, Ze komunita se nemuze skladat ze dvou podgrafii stejné komponenty, pokud mezi nimi

neexistuje hrana.

Lokalni hustota Uzly v komunité se pravdépodobnéji pripoji k ostatnim uzlim stejné komunity
nez k uzlim v jinych komunitach. Plati tedy, Ze existuje vyrazné vice hran mezi uzly stejné komunity

nez mezi uzly komunity a zbytkem sité.

Obrazek 2.1: Komunity [1]
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Priklady komunit na realnych sitich miazou byt napriklad skupiny lidi, které sdileji stejné zajmy
¢i profesni obory. Lidé, kteri se zabyvaji chemii budou mezi sebou komunikovat vice nez s profesi-
onalnimi sportovci. Stejné tak webové stranky budou pravdépodobnéji odkazovat na jiné stranky
obsahujici podobny obsah a vytvori komunity.

Komunity lze déle rozliSovat podle toho, jestli se navzajem prekryvaji. Pokud kazdy uzel patii
maximalné do jedné komunity, tak se jedna o neprekryvajici se komunity. Naopak pokud muze
uzel patfit do vice komunit, tak hovoiime o prekryvajicich se komunitach. Specialnim pfipadem
jsou vnorené komunity, jez jsou komunity, které jsou celé soucdsti vétsi komunity.

Napriklad méjme komunitu lidi, jez maji radi fotbal a komunitu lidi, jez maji radi hokej. V re-
alném svété samoziejmeé existuji lidé, jez maji rddi oba tyto sporty a patii do obou téchto komunit,
které se tedy navzajem prekryvaji. Obé tyto komunity jsou vnofené komunité lidi, jez maji radi

sport.
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Kapitola 3

Algoritmy detekce komunit

Komunity v sitich nalezneme pomoci algoritmi detekce komunit. Tyto algoritmy lze délit podle toho,
jestli se nalezené komunity prekryvaji nebo ne. Mezi neprekryvajici patii napriklad dobfe znama
Louvain metoda [2]. My se ale budeme zabyvat ground-truth prekryvajicimi se komunitami

a algoritmy detekce prekryvajicich se komunit konkrétné Ego-zones a DEMON.

3.1 Ground-truth

Ground-truth [3] neni algoritmus detekce komunit, ale jedna se o komunity, které byly ziskané na
zakladé znalosti, jez o siti mame, ¢i po jeji detailni manudlni inspekci. Jedna se tedy o opravdové
komunity, které se v siti vyskytuji. Tyto ground-truth komunity lze pak pouzit pro urceni kvality
algoritmu detekce komunit podle toho, jak moc se shoduji s témi, které algoritmus nalezl. Priklad
ground-truth komunit miize byt, Ze v socialni siti identifikujeme komunity lidi na zdkladé jejich

zajmu. Lidé se stejnym zdjmem by byli ¢leny stejné komunity.

3.2 Ego-zones

Ego-zones [4] je algoritmus, jeZ spojuje uzly, které jsou navzajem zavislé do tzv. ego-z6n. Ego-zdny
vychézi z ego siti. Fgo sit je podsiti, jez je tvorena tzv. egem, coz je libovolny uzel ptuvodni sité,
a jeho sousedy tvorici tzv. sousedstvi. Nékdy mutzeme zvétsit ego sit tak, aby obsahovala vsechny

uzly do definované vzdalenosti od ega.

3.2.1 Dependency

Dependency (c¢esky zavislost) hraje klicovou roli pti hledani ego-zdn. Dependency vyjadiuje, jak
moc jsou uzly na sobé zavislé a jak moc si jsou podobné. Ego-zones vyuziva pouze strukturu sité

a zavislost mezi dvojici uzli, je proto definovana pomoci poctu spoleé¢nych sousedt, ktefi zvysuji

12



zavislost, a poc¢tu vrchold, jez nemaji spolecné, ktefi naopak zavislost snizuji. Vzorec pro vypocet

zévislosti pro vazenou sit je definovan nésledovné:

w(xv y) + ZviGCN(a:,vi) U)(IE, y) : ’I“(ﬁ, Vi, y)

D(xz,y) =
( y) ZUjEN(x)w(:E?U]')

w(vs, y)
w(w,v;) + w(vi, y)

T(J?, Vi, y) =

kde C'N(z,y) je mnozina vSech spole¢nych sousedu = a y, N (z) je mnozina vsech sousedu x, w(zx, y) je
vaha hrany mezi x, y a r(z, v;,y) je koeficient zévislosti uzlu  na uzlu y prostrednictvim spole¢ného
souseda v;.

Zavislost neni symetrickd, tedy D(x,y) se nemusi rovnat D(y, z). Pokud bychom pracovali s ne-
vazenymi sitémi, tak budou vahy vSech hran rovny 1 a r(x,v;,y) se bude vzdy rovnat 0,5. Hodnota
v Citateli proto bude stejna pro obé zavislosti, ale hodnoty jmenovateli se mohou lisit. Pokud plati
D(xz,y) > 0,5, pak fikdme, ze = je zavislé na y. Matice zavislosti A je matice, jejiz element a,y je

roven D(z,y). Na zdkladé zavislosti muzeme pridélit uzel do jedné z nékolika kategorii.
Prominentni Neni zavisly na zaddném uzlu a existuje aspon jeden uzel, ktery je na ném zavisly.

Slabé prominentni Je zavisly aspon na jednom uzlu a existuje aspon jeden uzel, ktery je na ném

zavisly.

Neprominentni Neni na ném zavisly zadny uzel.

3.2.2 Ego-zbna

Ego-zona je definovana nasledovné:
1. Vychozim ¢lenem ego-zony je jakykoli sifovy uzel zvany ego.

2. Clenem ego-z0ny je jakykoli uzel, ktery je zavisly na egu nebo jiném uzlu ego-zény. Mnozina,

vSech takovych uzli véetné ega se nazyva vnitini zéna (inner zone).

3. Clenem ego-zony je kazdy uzel mimo vnitini zénu, na kterém je alespon jeden uzel vnitini

zény zavisly. Mnozina vSech téchto uzlu se nazyva vnéjsi zéna (outer zone).

Na obrazku 3.1 je zobrazena ego-zéna. Zluté ¢ast na obrazku zobrazuje vnitini a svétle modra
vnéjsi zénu ego-zony. Zelené vrcholy nepatii do ego-zony.

Na ego-zdny (zény zavislosti) muzeme nahlizet jako na komunity, mezi kterymi dochézi k velkym
prekryvim. Toto je dulezitd vlastnost, jelikoz komunity, jez existuji v redlnych sitich, ¢asto mezi
sebou maji velké prekryvy a problémem soucasnych metod detekce komunit byva, ze bud najdou

komunity s jenom malymi prekryvy, anebo nalezené komunity nemaji prekryvy vibec.
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Obrazek 3.1: Ego-zéna [4]

3.2.3 Slozitost

Vv,

skldda z vypoctu zavislosti (sekce 3.2.1) a nalezeni ego-zon (sekce 3.2.2). Husté sit je obecné nejhorsi
piipad a ¢asové slozitost hleddni spole¢nych sousedt dvou uzli je O(n?). To znamend, %e vypocet
matice zévislost{ m4 v nejhorsim piipadé slozitost O(m - n?), kde n je pocet uzli sité a m je pocet
hran sité. Pro ridké sité slozitost hledani spole¢nych sousedil souvisi s prumérnym stupném sité d
a Gasova slozitost je v tomto piipadé O(m - d?).

Za predpokladu, ze se detekuje kazda zdéna zvlast, je casova slozitost detekce zén pro vsechny
uzly sité v nejhorsim pripadé O(n - m) pro husté sité. Nicméné, musime také uvazit pripady, kdy
miize byt mnoho uzli v siti izolovano. V ptipadé, ze zona obsahuje pouze uzel ega, je ¢asova slozitost
detekce zoény O(1). Muzeme tedy ocekévat, ze ¢asova slozitost bude nizsi pro sité v redlném svéte.

Ukazuje se, ze v sitich z redlného svéta je ¢asova slozitost vypoctu zavislosti O(m - logn). Po-
dobné se ukazuje, ze ¢asova slozitost detekce ego-zon v redlnych sitich je O(m). Celkové lze potom
predpoklddat, ze mé algoritmus v redlnych sitich slozitost O(m - log (n + m)). Muzeme tedy pred-
pokladat, ze slozitost vypoctu je v redlném svété podstatné nizsi nez ve vyse uvedenych nejhorsich

pripadech.

3.3 DEMON

DEMON 5, 6] je zkratka pro Democratic Estimate of the Modular Organization of a Network.
Stejné jako FEgo-zones vyuziva ego siti, v nichz hleda lokdlni komunity. Algoritmus funguje néasle-

dovné:

1. Pro kazdy uzel sité se ziska tzv. ego minus ego sit, coz je ego sit bez ego uzlu.

14



2. Na ziskanou ego minus ego sit se pouzije label propagation algoritmus [7] pro nalezeni

mnoziny komunit C' v této podsiti.

3. Kazda nalezena komunita ¢ v C se potom spoji s komunitou ¢ z mnoziny dosud nalezenych
komunit 7, pokud plati, Zze maximélné €% uzli komunity ¢ neni souc¢asti komunity i. Kde € je

vstupnim parametrem algoritmu.

Casové slozitost algoritmu pro sité odpovidajici modelu malého svéta je pak O(nK3~%). Kde n
je pocet uzli sité, K je maximalni stupen v siti a « je exponent mocninného rozdéleni. Tento

algoritmus je tedy mozno pouzit i na sité o stovkach miliént uzlua.
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Kapitola 4

Miry hodnoceni kvality komunit

Nyni potfebujeme ohodnotit komunity, abychom mohli porovnavat algoritmy detekce komunit. Po-
uzijeme na to t¥i miry: modularitu (sekce 4.1), vodivost (sekce 4.2) a CRanku (sekce 4.3). Kazdd

mira je zalozena na jinych vlastnostech komunit a sité. CRank je nejkomplexnéjsi mirou z nich a je

vvvvv

4.1 Modularita

Modularita [8] je velmi ¢asto pouzivand mira, kterd posuzuje kvalitu rozdéleni sité na ¢asti. Tato
mira se pouziva k optimalizaci v . mnoha komunitnich algoritmech, mezi které patri dobfe znama

a uz zminovana Louvain metoda. Cim vyssi modularita tim lepsi rozdéleni sité. Modularita nabyva

hodnot z (—3,1) a standardni modularita pro sité se spo¢itd ndsledovné:
1 kik;
Q= 5, 2y =5 Mol ¢)

)

kde m je pocet hran, i a j jsou uzly sité, k;, k; jsou stupné téchto uzli a ¢;, ¢; jsou komunity, do
kterych tyto uzly nédlezi. A je matice sousednosti a d je funkce Korneckerovo delta, kterd je 1, pokud
uzly patii do stejné komunity, jinak je rovna 0.

Modularitu lze pouzit pro porovnani kvality shlukovani mezi riznymi algoritmy, ale problém je
ji pouzit pro porovnani komunit ziskanych z riznych siti, které se vyrazné lisi velikosti. Modularita
totiz s poctem komunit a tedy i velikosti sité roste. Modularita ma i dalsi nevyhody. Nékdy ma
tendenci slucovat mensi ground-truth (sekce 3.1) komunity do vétsich, anebo naopak velké ground-
truth komunity rozdélovat na mensi. Jednd se o tzv. limit rozliseni (anglicky resolution limit).

Pokud bychom vsak chtéli ohodnotit jenom kvalitu jedné komunity ¢;, abychom ji mohli porovnat
vici ostatnim komunitam, mizeme vypocist modularitu pro ptipad, kdy mame jenom 2 komunity,

komunitu ¢; a druhou komunitu ¢; = V' \ ¢;, kde V' je mnozina vsSech uzli site.
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4.2 \Vodivost

Vodivost [9] sité (anglicky conductance) je mira, ktera ikd, jak dobfe je sit propojena. Méjme fez

siti (S, S). Vzorec pro vypocet vodivosti pro tento Tez je:

Zies,jeﬁ Aij
min(|Es|, |Eg|)

¢(S) =

kde A je matice sousednosti, Fg je mnozina hran fezu S a Eg = V — Eg. Mnozina S reprezentuje
komunitu, pro kterou méfime kvalitu. Cim nizs§i hodnota vodivosti tim lepsi komunita, protoze to
znaci, ze je lépe oddélend od zbytku sité. Celkova vodivost sité G je pak minimem ze vSech moznych
fezu:

P(G) = min ©(S)

kde V' je mnozina uzll sité. Cim vyssi vodivost tim 1épe je sit propojena. Tento vzorec vsak nebudeme

potiebovat.

4.3 CRank

CRank [10] je algoritmus, ktery byl vytvoren specialné pro hodnoceni kvality komunit a pro nas
bude nejzajimavéjsi mirou. Vstupem pro algoritmus je seznam hran sité a seznam komunit. Vystu-
pem je pak ohodnoceni komunit podle toho, jak dobfe jsou vytvoreny, a je to ukazatelem, které
komunity jsou vhodné k dalsimu rozboru, jelikoz pro velké sité ¢asto neni ¢as dopodrobna zkoumat
vsechny.

CRank uprednostnuje komunity na zakladé robustnosti a vyznamu nékolika strukturalnich vlast-
nosti kazdé komunity. Robustnost vlastnosti je definovana jako zména v hodnoté vlastnosti mezi
ptvodni siti a jeji ndhodné pozménénou verzi ziskanou prepojovanim hran s tim, zZe je zachovana
distribuce stupnua uzla. Parametr « vyjadiuje intenzitu zmény sité. Pro hodnotu 0 je sit nezménéna,
kdezto 1 je maximalné pozménénd verze, jez odpovidd nahodné siti.

Vzhledem ke strukturni vlastnosti f je definovdna metrika r; pro stanoveni priority, aby byla

kvantifikovana zména hodnoty f mezi ptivodni a pozménénou siti.

C
Tf(c, a) = 7‘18( )
1+d f(C , Q)
kde f(C) je hodnota vlastnosti f komunity C' v puvodni siti, o urcuje intenzitu zmény sité,
d¢(C,a) = |f(C) — f(C|a)| je zména hodnoty vlastnosti pro komunitu C' mezi origindlni siti a jeji
a-pozmeénénou verzi a f(Cla) je hodnota vlastnosti f v a-pozménéné siti. Pro uréeni poradi komunit

vyuzivda CRank 4 metrik, pro které se pocitaji priority za pouziti a = 0,15:
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Pravdépodobnost Metrika pravdépodobnosti komunity (community likelihood) celkové kvanti-
fikuje spojitost dané komunity. Méfi pravdépodobnost sité mit komunitni strukturu. Kvan-
tifikuje, jak dobfre lze pozorované hrany vysvétlit komunitou. Intuici je, ze vysoce kvalitni
komunita prispéje vysokou pravdépodobnosti k vysvétleni pozorované hrany. Vypocet met-

riky pravdépodobnosti komunity je definovan néasledovné:

fi(Cla) = H po(u H so(u, v|a)

ueC veC

kde s¢(u,v]a) je definovano jako:

sc(u,v|a) = { peluipe(u, oje) if (u,v) e &
; po(v)(1 — pe(u,v|a)) if (u,v) ¢ E

po(u,v|a) je prispévek komunity C' k vytvoreni hrany (u,v) pii aplikovani zmén na sit o in-

tenzité «.

Hustota Hustota komunity (community density) jednoduse méti celkovou silu hran v komunité.
Hustota implicitné bere v tivahu potenciilné hierarchické a prekryvajici se komunitni struk-
tury. Kdyz je komunita vnofend do jinych komunit, tyto obklopujici komunity pfispivaji ke
zvysené hustoté vnitfnich hran komunity. Formalné je definovana hustota komunity jako prav-

dépodobnost hran mezi ¢leny komunity.

fa(Cla) = II p(u, v|e)

(u,w)ERueCweC
kde p(u,v|a) je pravdépodobnost hrany (u, v) pfi intenzity zmény sité a.

Hranice Hranice komunity (community boundary) dopliiuje vnitini spojitost méfenou pomoci hus-
toty komunity. Hranice komunity bere v ivahu silu hran vedoucich ven z komunity. Struktur-
nim rysem vysoce kvalitni komunity je jeji dobré oddéleni od okolnich ¢asti sité. Jinymi slovy,

vysoce kvalitni komunita by méla mit ostrou hranici.

flCla)y="TI (1 -plu,vle)

ueCeV\C

Vérnost Vérnost komunity (community allegience) je definovana jako preference uzlu pfipojovat se
k uzlim patrici do stejné komunity. Vérnost méri zlomek uzli v komunité, pro které je celkovy

pocet hran smétujicich dovnitt komunity vyssi nez pocet hran, které sméruji ven z komunity.

fa(Cla) = |C’|5 Z d(p(u,v|a) > Z p(u, v|a)

vEN,NC vEN,\C
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kde N, je mnozina sousedu uzlu u a § je funkce, §(z) = 1, kdyz = je pravda, v opa¢ném

pripadé §(z) = 0.

Problémem je, ze metriky mohou byt neobjektivni, mit vysokou odchylku a chovat se odlisné v rtz-
nych sitich. Po zjisténi hodnot téchto metrik je nutné, je spojit do jednoho souhrnného hodnoceni.
CRank pouzivé iterativni metodu agregace pozic, kterd kombinuje poradi urc¢enych pomoci jednot-
livych metrik do jednotného poradi komunit. Bere v tivahu skutecnost, ze dtlezitost jednotlivych
metrik se v riznych sitich a metodach detekce komunit lisi. CRank vytvori poradi komunit pro kaz-
dou metriku, které ma prirazenou sadu vah dilezitosti. Metoda poté vypocita agregované poradi

komunit.
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Kapitola 5

Sité

Pri experimentu jsme pouzili nasledujici neorientované nevazené sité:

Amazon Jedna se o sit z webu Amazon [11], kde uzly jsou produkty a hrany znaci, ze jsou tyto pro-
dukty casto nakupovany dohromady. Kazda kategorie produktt spolecnosti Amazon definuje

ground-truth komunitu.

DBLP Bibliografie informatiky DBLP [12] poskytuje uceleny seznam vyzkumnych praci z oblasti
informatiky. Jedna se o sif spoluautorii, kde jsou spojeni dva autori, pokud spolecné zverejnili
alespon jednu praci. Autori, kteri publikovali ve stejném cCasopise nebo na stejné konferenci,

tvori ground-truth komunitu.

Youtube Youtube [13] je web pro sdileni videi, jehoz soucasti je i socidlni sit. V socidlni siti Youtube
si uzivatelé navzajem vytvareji pratelstvi a uzivatelé mohou vytvaret skupiny, ke kterym se

mohou ostatni uzivatelé pripojit. Tyto skupiny povazujeme za ground-truth komunity.

Statistika Amazon DBLP  Youtube

Uzly 334 863 317080 1 134 890

Hrany 925 872 1049 866 2 987 624

Primérny shlukovaci koeficient 0,3967 0,6324 0,0808

Trojihelniky 667 129 2 224 385 3 056 386

Pomeér uzavienych trojuhelnikd  0,07925 0,1283 0,002081
Priumeér 44 21 20
90% percentil pruméru 15 8 6,5

Tabulka 5.1: Statistiky pouzitych siti

Statistické idaje siti mtizeme vidét v tabulce 5.1. Vidime, ze Amazon a DBLP si jsou podobné
poc¢tem uzll a hran, ale DBLP obsahuje mnohem vice trojihelnik, ma vyssi primérny shlukovaci

koeficient a kvili tomu ma i nizsi pramér. Z toho lze usoudit, ze DBLP vice odpovida modelu malého
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svéta nez Amazon, coz dava smysl, jelikoz se jedné o socidlni sit. Youtube je priblizné tfikrat vétsi
nez Amazon a DBLP, co do poc¢tu uzli i hran. M4 ale nizsi prameérny shlukovaci koeficient a primeér.
To znaci, ze v Youtube existuje bud par obrovskych center nebo velké mnozstvi mensich center.

Vsechny tyto sité a data o nich byly ziskany z [14].
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Kapitola 6

Experiment s hodnocenim komunit

Nyni konecné popiseme testovani kvality nalezenych komunit. Hodnotili jsme ground-truth komunity
(sekce 3.1) a komunity ziskané pomoci algoritmi Ego-zones (sekce 3.2) a DEMON (sekce 3.3).

Pro vypocet mér byla pouzita C++ aplikace vytvofend autory ¢lanku [10], ktery je dostupny ke
stazeni na [15]. Pro ziskdni komunit pomoci Ego-zones byla pouzita C# aplikace napsana MiloSem
Kudélkou, ktera je dostupné ke stazeni na [16]. Pro ziskdni komunit pomoci DEMON byla pouzita
python knihovna demon napsana autory clanka [5, 6].

Minimalni velikost hledanych komunit pro algoritmy detekce komunit byla nastavena tak, aby
odpovidala minimalni velikosti ground-truth komunit. Pro Amazon je tato minimalni velikost ko-
munit 3, pro DBLP 6 a pro Youtube 2.

6.1 Obecné charakteristiky nalezenych komunit

Nejdiiv se podivame na pocty nalezenych komunit. Pro ruzné kombinace sit/metoda muzeme vidét
hodnoty v tabulce 6.1. Z této tabulky si mizeme udélat nékolik dsudk.

Je vidét, Ze pocet ground-truth komunit se 1isi na zékladé toho, jak byly definovany. Jelikoz Ama-
zon ma hodné kategorii produktti, tak ma asi 5,5 krat vice ground-truth komunit nez DBLP, kde jsou
ground-truth komunity urceny casopisy a konferencemi. Zajimavé je, jak nizky pocet ground-truth
komunit je definovano v siti Youtube, ktera méa 3 krat vice uzlu nez zbytek siti, ale pocet ground-truth
komunit srovnatelny s DBLP. Moznym vysvétlenim je, ze primarnim smyslem Youtube je sdileni

videi, a ne socialni interakce mezi lidmi, tedy tvoreni skupin lidi neni moc vyuzivana funkce této sité.

‘ Amazon DBLP Youtube
Ground-truth 75 149 13 477 16 386
Ego-zones 74 697 46 957 199 180
Demon 20 510 15 109 10 796

Tabulka 6.1: Pocet nalezenych komunit
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Kdyz se podivame na komunity ziskané pomoci Ego-zones mizeme si vS§imnout, jak jejich pocty
mohou byt ovlivnény priumérnym shlukovacim koeficientem. Dévalo by to i smysl, jelikoz Fgo-zones
vyuziva spole¢nych sousedu pro hledani komunit, které, bude-li jich v siti vice, zvysi shlukovaci
koeficient a zavislost mezi uzly. Kvili vysoké zavislosti se nasledné uzly spoji do vétsich komunit,
kterych pak tedy bude méné. I kdyz Amazon a DBLP jsou si velikosti podobné, tak Ego-zones
nalezl o 30 000 komunit méné pro DBLP, coz odpovidd nasemu predpokladu, protoze DBLP ma
vyssi prameérny shlukovaci koeficient. Tento tidaj je vSak vyrazné ovlivnén i tim, Ze jsme hledali
komunity s riznymi minimalnimi velikostmi. Pro Amazon to bylo 3, kdezto pro DBLP 6. Takze je
tézké rict, jak moc velky efekt shlukovaci koeficient hraje.

Pokud bychom porovnévali Ego-zones oproti ground-truth komunitdm, tak vidime, Ze pro Ama-
zon se pocet komunit témér shoduje, ale pro DBLP a Youtube jich nasel podstatné vice. Je zrejmé,
ze bud rozdélil ground-truth komunity na mensi komunity, nebo nasel mnoho komunit neodpovida-
jicich tém ground-truth.

Kdyz se podivime na pocet komunit ziskanych pomoci DEMON, tak vidime, ze pro DBLP
a Youtube nalezl podobny pocet komunit jako je ground-truth komunit, avSak pro Amazon nalezl
méné nez jejich tretinu. Obecné nalezl pokazdé méné komunit néz Ego-zones, a to nékolikandsobné.
Zajimavé je, ze pro Youtube, jez je nejvétsi siti nalezl nejmensi pocet komunit, kdezto Ego-zones
pro vétsi sit nalezlo vice komunit, coz je ocekavany vysledek.

Nyni se podivdme na prumeérné velikosti komunit (tabulka 6.2), po¢et komunitnich asociaci (ta-
bulka 6.3) a pocet uzli bez komunitnich asociaci (tabulka 6.4), které mezi sebou souvisi. Komunitni
asociace je vztah mezi uzlem a komunitou, znamenajici, ze uzel patii do komunity. Uzlem bez aso-
ciaci myslime uzel, jez neni soucasti zadné komunity, tedy nema zadné komunitni asociace. Jelikoz

hledame prekryvajici se komunity, tak vrchol mize byt asociovan s vice komunitami.

Amazon DBLP Youtube
Ground-truth 30,227 53,411 7,885
Ego-zones 7,716 13,684 6,802
Demon 25,771 28,891 173,997

Tabulka 6.2: Prumérna velikost komunit

Pro ground-truth komunity, kdyz se podivame na Youtube, tak vidime, Ze naprosta vétsina uzla
(95,36%) nepatii do zadné komunity. Toto odpovida nasi drivéjsi tivaze, Ze vétSina lidi na Youtube
nevyuziva moznosti tvorit skupiny. Z hodnoty primérné velikosti komunit je jasné, ze kdyz uz néjaké
komunity existuji, tak jsou dosti malé v porovnani s Amazon a DBLP. Oba tyto poznatky jenom
vice potvrzuje pocet asociaci, ktery je pro Youtube mnohonasobné mensi nez pro Amazon a DBLP.
Co se Amazon a DBLP tyce, tak prumérna velikost je vétsi u DBLP, ale to neni nic divného,
jelikoz u Amazonu jsme hledali i mensi komunity. Jelikoz ma Amazon podstatné vice ground-truth
komunit, tak méa taky vice asociaci nez DBLP. Uzli bez komunitnich asociaci neni zdaleka tolik

jako pro Youtube. Pro Amazon je 5,28% a pro DBLP 17,69% uzlu bez komunitnich asociaci.
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Amazon DBLP Youtube

Ground-truth | 2 271 543 719 820 129 202
Ego-zones 576 348 642 565 1 354 786
Demon 528 563 436 510 1 878 469

Tabulka 6.3: Pocet komunitnich asociaci

Ego-zones v pruméru nalezlo nejmensi komunity pro vSechny sité. Zaroven jich vSak naslo nejvic,
coz znaci, ze ma tendenci vétsi komunity rozdélovat do nékolika mensich. V. Amazonu je 23,88%,
v DBLP 16,08% a v Youtube 14,51% uzli bez komunitnich asociaci. V porovnani s ground-truth

jich tedy je pro Amazon nékolikrat vice, pro DBLP stejné a pro Youtube mnohondsobné méné.

‘ Amazon DBLP Youtube
Ground-truth 17 669 56 082 1 082 215
Ego-zones 79 958 51 000 164 719

Demon 69 775 138 188 873 160

Tabulka 6.4: Pocet uzlu bez komunitnich asociaci

Pro DEMON jsme doséhli zajimavych vysledku. U sité Youtube dosdhl nekompromisné nejvétsi
prumérné velikosti komunit, priblizné 22 krat vice nez ground-truth. Zaroven vsak stale zustalo
76,94% uzli bez komunitnich asociaci, coz je podstatné blize ke ground-truth, nez jsme dostali pro
Ego-zones. Toto je vidét i na poctu asociaci, kterych je 14,5 krat vétsi nez pro ground-truth. Z téchto
udaju muzeme soudit, ze v Youtube méd DEMON tendenci spojovat mensi komunity do vétsich
a zaroven se tyto komunity hodné prekryvaji. U ostatnich siti se mu nepovedlo dosdhnout stejné

prumérné velikosti jako ground-truth, ale jsou nékolikrat vétsi nez ty ziskané pomoci Ego-zones.

6.2 Distribuce velikosti komunit

Podivame se na distribuci velikosti komunit. Pro jednotlivé metody jsou zobrazeny na obrazku 6.1
a pro jednotlivé sité na obrazku 6.2.

Mizeme si vS§imnout, ze ground-truth ma mocninné rozdéleni komunit pro vSechny sité. Amazon
ma pro vSechny velikosti nejvice komunit a ma hodné komunit, které jsou mnohem vétsi nez nejvétsi
komunity ostatnich siti. Tyto velké komunity v Amazonu lze vysvétlit tim, ze pod nékteré asi vice
obecné kategorie spada obrovské mnozstvi produktti v porovnani s témi specifickymi. Pro Youtube
plati presny opak, ma pro vétsinu velikosti nejmensi pocet komunit a jeho nejvétsi komunity jsou
mensi v porovnani s nejvétsimi komunitami ostatnich siti. A to i prestoze velikosti je asi trikrat vétsi,
ale jak jsme zjistili z tabulky 6.4, tak je to zptisobeno tim, Ze naprosta vétsina uzll je bez komunitnich
asociaci. Toto znamenad, ze DBLP poc¢tem i velikosti komunit lezi mezi Amazon a Youtube.

Pro Ego-zones vidime zajimavéjsi pribéh. Opét je to podobné mocninnému rozdéleni, jenom pro

nizst hodnoty se trochu lisi. Oproti ground-truth komunitam vidime, ze nejvice komunit ma vétsinou
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Obrézek 6.1: Distribuce velikosti komunit pro rtzné metody v logaritmickém méritku

10000

Youtube, i kdyz mezi velikostmi 10 a 100 mé vice komunit DBLP. Youtube méa taky mnohonésobné
vétsi nejvetsi komunity nez ostatni sité. Naopak Amazon je tentokrat sif s nejmensim poctem

komunit pro dané velikosti, ale dosahuje maximalni velikosti, ktera je vétsi nez pro DLBP, avsak

Z DEMON jsme dostali viibec nejzajimavéjsi vysledky. Pro DBLP a Youtube vidime mocninné

rozdéleni, ale Amazon se zasadné lisi. I kdyZ pro Amazon se pocet komunit s jejich velikosti snizuje,

tak k tomu nedochazi tak prudce, jak by se ocekavalo u klasického mocninného rozdéleni. Diky

tomuto je Amazon mezi velikostmi 10 a 100 sit s nejvétsim pocétem komunit. Youtube je stejné

jako pro ground-truth sit s nejmensim poctem komunit, ale dosahuje nejvétsich velikosti komunit.

Pomoci DEMON se nam ale pro Youtube nepovedlo najit zddné komunity velikosti 2. DBLP ma

pro velikosti mensi nez 10 vice komunit nez Amazon a komunity vétsi nez 100, jsou na tom podobné,

ale DBLP dosahuje vétsich maximalnich velikosti.
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Obrézek 6.2: Distribuce velikosti komunit pro rizné sité v logaritmickém méritku

Kdyz porovname metody detekce komunit mezi sebou (obrazek 6.2), tak pro Amazon vidime, ze
pro mensi velikosti ma Fgo-zones podobny spise vétsi pocet nez ground-truth, ale od velikosti 19 za-
¢ind nachazet mensi pocet a neni zdaleka schopné najit komunity maximalnich velikosti ground-truth
komunit. DEMON nachazel mnohem méné komunit mensich velikosti nez zbylé dvé metody. Pro
vétsi velikosti nez 22 nachazi DEMON podobny pocet jako ground-truth, ale také neni zdaleka
schopen najit velikosti rovny tém nejvétsim ground-truth komunitdm. Nejvétsi velikost komunity
pro ground-truth je 53551 (otdzkou je, zda skupiny této velikosti 1ze v kontextu detekénich metod
jesté povazovat za komunitu), pro Ego-zones jenom 451 a pro DEMON jenom 600.

Pro DBLP Ego-zones nalezlo o nékolik tisic vice komunit pro mensi velikosti nez ostatni metody.
DEMON tentokrat pro malé velikosti nasel jenom o trochu mensi pocet komunit, nez je ground-truth
komunit, ale od velikosti 12 i DEMON zacina nachézet vétsi pocCet nez ground-truth a od velikosti

54 i vice nez Ego-zones. Kolem velikosti 100 Ego-zones a ground-truth maji pocty komunit uz
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jenom v jednotkéch, kdezto DEMON stéle nachézi vice nez 10 komunit pro tyto velikosti. Nejvétsi
velikosti, které metody nalezly, jsou pro ground-truth 7556, Ego-zones 253 a DEMON 1617, takze
je vidét, ze Ego-zones nedokédzalo najit vétsi komunity, a ani DEMON nenasel zdaleka komunity
rovny velikostem ground-truth komunit.

Nejveétsi sit Youtube je stejnd jako ostatni sité v tom, ze Ego-zones nalezlo mnohem vice mensich
komunit nez ostatni metody. DEMON nachézi pro mensi velikosti podobné pocty komunit jako
ground-truth. Kdezto ground-truth a DEMON nalézaji jenom jednotky komunit uz od hodnoty 77,
tak Fgo-zones se pod pocet komunit 3 dostane poprvé na velikosti 119, ale i poté nachazi vétsi
pocet komunit nez dalsi metody. Nejvétsi velikost komunity pro ground-truth je tentokrat 3001, pro
Ego-zones 10538 a pro DEMON az 48460. DEMON v tomto ptipadé nelezl jednoznacné nejvétsi

komunity.

Pokud to shrneme, tak je trochu obtizné porovnavat podle velikosti ground-truth komunity s témi
nalezenymi pomoci metod detekce komunit, protoze k jejich urceni pouzivame informace, které nelze
vycist ze struktury sité. Nejvice je toto patrné na siti Youtube, kde je pro ground-truth obrovské
mnozstvi uzli bez komunitnich asociaci, jelikoz malo lidi tvori skupiny na této socidlni siti. Takze
i kdyz lidé navzajem tvori komunity tim, Ze se navzajem znaji a jsou pratelé, tak nikdy nevytvori
skupinu, tedy algoritmy pro detekci komunit naleznou vétsi mnozstvi komunit. Opacny problém
je mozné vidét u sité Amazon a trochu i u DBLP. U Amazonu zfejmé existuji obrovské obecné
kategorie, kde vyrobky mezi sebou ani nemusi mit moc spoleéného a lidé je tedy nekupuji moc
dohromady. Tyto komunity pak algoritmy detekce komunit nenajdou. U DBLP by néco podobného
mohly byt popularni védecké casopisy, do kterych prispiva velké mnozstvi lidi, ale kde vétsina
z nich v zZivoté nevydala ¢lanek dohromady. Pokud bychom porovnéavali Ego-zones a DEMON,
tak FEgo-zones je spise vhodnéjsi, pokud bychom chtéli najit vétsi pocet mensich komunit a pokud

chceme mensi pocet komunit vétsich velikosti, tak pouzijeme DEMON.

6.3 Miry

Pro ohodnoceni kvality jednotlivych komunit byly pouzity miry popsané v kapitole 4. Porovnavame
nameérené miry pro jednu metodu detekce komunit pro rizné sité a potom naopak pro jednu sit

porovname vysledky rtznych metod.

6.3.1 Modularita

Zacneme modularitou, jelikoz je to klasickd mira pro meéreni kvality komunit. Modularitu pro ko-
munitu pocitame tak, jak bylo feceno v sekci 4.1. Poc¢itdme modularitu pro dvé komunity, kde jedna
je komunita, pro niz chceme spocitat modularitu a druha cely zbytek sité. Na obrazku 6.3 mtizeme

vidét, jakou primérnou modularitu dostavame pro rizné metody.
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Obrézek 6.3: Primérna modularita pro rtizné metody

Vidime, ze pro ground-truth ma graf modularity pro rtzné sité stejny pribéh. Pro mensi komu-
nity je velice nizka s hodnotou blizké 0 a s velikosti komunit se jeji hodnota zvysuje az na Youtube,
jehoz primérna hodnota modularity se nikdy nevzdali od 0.

Pro Ego-zones vidime, ze modularita se nikdy nevzdali od hodnoty 0 a maximélni hodnotu
dostavame pro DBLP, jez je rovna pftiblizné 0,0079. Toto je vSak pochopitelné, jelikoz jak jsme
zjistili v sekci 6.2, tak Ego-zones neumi moc dobte najit vetsi komunity, které by dosahovaly vyssich
hodnot modularity. Pokud se podivime znovu na ground-truth, tak pro stejné velikosti se od Ego-
zones moc nelisi, akorat existuje spousta vétsich ground-truth komunit pro sité Amazon a DBLP.
Muzeme vidét, ze pro DBLP Ego-zones najde komunity s lepsi modularitou.

DEMON mé pro Amazon a DBLP velice podobny pribéh jako ostatni metody. Pro Youtube
vsak mizeme vidét zajimavou véc, mezi velikostmi 300-4000 hodnoty modularity zacinaji klesat

a dostavaji se dokonce vétsinou do zapornych hodnot, poté vsak zacne modularita znovu prudce
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rast. Maximalni hodnota pramérné modularity byla 0,049, kterou ziskal DEMON pro komunitu

v siti Youtube.
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Obrazek 6.4: Primérnd modularita pro rtizné sité

Porovnani jednotlivych metod pro jednotlivé sité je na obrazku 6.4. Pro Amazon nevidime nic
zajimavého, modularita roste s velikosti komunit a zalezi jenom na tom, jak velké komunity metoda
byla schopna najit.

DBLP je o trochu zajimavéjsi, opét modularita roste s velikosti, avsak vidime, Ze rychlost ristu
modularity se lisi. Fgo-zones sice nenaslo vétsi komunity, ale komunity kolem velikosti 100 byly
mnohem lepsi v porovnani s ostatnimi metodami. Pro DBLP mély ground-truth komunity nejhorsi
pramérnou modularitu, jelikoz pro stejnou velikost byl lepsi DEMON a Ego-zones bylo vétsinou
jeste lepsi nez DEMON.

Pro Youtube vidime to samé, co z obrazkt predtim a to, ze pro DEMON néjakou dobu prumeérna

modularita i klesd, jinak s velikosti modularita roste pro vsechny metody podobné.
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Primeérné hodnoty vSak nemusi vypovidat o vSem. Jelikoz pokud je komunit vétsi mnozstvi, jez
se hodné lis{ hodnotami miry, tak nevidime, Ze metoda najde i hodné dobré komunity. Ty Spatné
ale pri analyze nemusime brat v potaz a déle pracujeme jenom s témi lepsimi. Proto na obrazku
6.5 jsou zobrazeny pouze maximélni hodnoty pro dané velikosti komunit. Vidime vsak, ze grafy se

moc nelisi od téch s primérnou modularitou, takze vétSina komunit nabyva hodnot velice blizkych
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Obrazek 6.5: Maximalni modularita pro rizné sité

Pokud bychom to méli shrnout, vidime, Ze s velikosti komunit vétsinou roste i modularita. Modu-
larita nebude nabyvat vysokych hodnot, pokud komunita tvori pouze malou ¢ast sité, coz je pocho-
pitelné. Hodnoty modularity pro jednu kombinaci velikosti, sité a metody dosahuji velice podobnych
hodnot, tedy jsou vSechny velice blizké priméru. Metody detekce komunit Ego-zones a DEMON
dosahuji ¢asto lepsi modularity nez ground-truth komunity, coz lze ocekavat, jelikoz modularita

stejné jako Ego-zones a DEMON pracuje se strukturou sité na rozdil od ground-truth komunit.
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6.3.2 Vodivost

Nyni se podivime na vodivost (sekce 4.2). Zde na rozdil od modularity plati ¢im mensi vodivost
tim lepsi komunita. Nejdiive porovname mezi sebou prumérné vodivosti jednotlivych siti pro rtzné

metody, jez vidime na obrazku 6.6.
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Obrazek 6.6: Primérna vodivost pro rizné metody

Kdyz se podivame na ground-truth, tak mizeme vidét, ze Amazon mél nejlepsi, DBLP druhou
nejlepsi a Youtube nejhorsi vodivost pro naprostou vétsinu velikosti, avsak existuje nékolik vyjimek.
Nemtzeme vsak fict, Zze by primérné hodnoty vodivosti byly zavislé na velikosti komunit.

U Ego-zones a DEMON vidime stejnou véc. Amazon je nejlepsi a Youtube nejhorsi az na par
vyjimek. Jediné u Ego-zones dochazi k tomu, ze kolem velikosti 100 jsou hodnoty vodivosti pro
Amazon a DBLP podobné. Zajimavéjsi je porovnavat rozdily mezi metodami detekce komunit, pro

coz jsou grafy zobrazeny na obrazku 6.7.
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Obréazek 6.7: Prumérnd vodivost pro ruzné sité

Pro Amazon vidime, ze pro malé velikosti je nejlepsi DEMON a ground-truth komunity jsou
naopak nejhorsi. Pro vSechny metody se potom vodivost za¢ne blizit k hodnoté 0,38 a vSechny ji
dosahnou kolem velikosti 40. Pro vétsi velikosti komunit hodnoty vodivosti vSech metod kolisaji
kolem této hodnoty a s rostouci velikosti se zvétsuji i rozdily od této hodnoty.

Pro DBLP vidime odlisny vyvoj. Sice opét plati, ze pro mensi velikosti je ground-truth nejhorsi
a DEMON nejlepsi, ale tentokrat se vodivost neblizi k zadné hodnoté. Ground-truth je nejhorsi pro
skoro vSechny velikosti. Vodivost ground-truth a DEMON se s rostouci velikosti zhorsuje, kdezto
Ego-zones se s velikosti zlepsuje. Diky tomu ma Ego-zones od velikosti 26 lepsi vodivost nez DEMON.

U Youtube vidime podobné znaky jako u Amazonu. Opét pro mensi velikosti je nejlepsi DEMON
a nejhorsi ground-truth. Stejné jako u Amazonu se hodnota vodivosti postupné blizi k jedné hodnoté,
kterd je priblizné 0,95, a vsechny metody ji dosdhnout kolem velikosti 100. Na rozdil od Amazonu

se ale vodivost komunit pro velikosti vétsi nez 1000 zac¢ind zase vzdalovat od této hodnoty. Nejvice
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je to ztetelné pro DEMON. Toto znamen4, ze podle vodivosti jsou dobré malé a vétsi komunity, ale

ty stfednich velikosti uz moc ne.
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Obréazek 6.8: Miniméalni vodivost pro ruzné sité

Stejné jako u modularity se podivame na nejlepsi hodnoty vodivosti, coz jsou nyni minima,
a grafy jsou na obrazku 6.8. Kdyz porovndme primérné s minimalnimi, tak nyni vidime vyrazné
rozdily. Obecné plati, ze pro malé velikosti mame komunity, které se vyrazné lisi od prumeéru, coz
znaci, ze existuji taky komunity, které jsou mnohem horsi nez praimér. Pro vétsi velikosti, kdy uz
dostavame pocty komunit v jednotkach, tak se grafy podobaji primeéru.

Pro Amazon se v porovnani s primérnymi hodnotami ted situace zasadné zméni. Pro mensi
velikosti neni vidét vyrazny rozdil a pro vétsi velikosti vychazi nejlépe ground-truth, nejhiite Ego-
zones a DEMON je néco mezi nimi.

DBLP se moc nelisi od Amazonu, co se poradi metod tyce. Na zacCatku jsou si stejné, jako

u Amazonu, vSechny metody rovny, ale pro vétsi komunity dostavame stejné poradi jako pro pri-
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mérné hodnoty vodivosti. Tedy Ego-zones je nejlepsi a ground-truth nejhorsi, i kdyz rozdily mezi
metodami uz nejsou tak veliké.

Pro Youtube pak plati, Ze komunity o velikostech vétsich nez 100 se minima nelisi moc od pru-
méru. Oproti prumérnym hodnotam vsak vidime rozdily pro mensi velikosti. Ego-zones je nejlepsi
témeér ve vsech pripadech, a to s velkym rozdilem. Toto je pochopitelné, jelikoz nachézi velké mnoz-
stvi mensich komunit, takze je pravdépodobné, ze néktera z nich bude dosahovat lepsi hodnoty, nez
ostatni metody. I presto je vsak zajimavé, ze ground-truth se nepftiblizilo k jeho hodnotdm skoro
v zadném pripadé a DEMON v méné nez poloviné pripadu.

Pokud bychom to méli shrnout, tak vysledky se vyrazné lisi mezi jednotlivymi sitémi. Vétsinou je
prumérna vodivost pro danou velikost nejlepsi pro DEMON a nejhorsi pro ground-truth v pripadé, ze
se hodnoty vyrazné lisi. Vyjimkou je vsak sit DBLP, kde pro hodné velikosti vyslo nejlépe Ego-zones,
a to s vyraznym rozdilem. Co se nejlepsich hodnot tyce, tak opét se hodné lisi mezi sitémi a pro
mensi velikosti se hodné lisi od prameéru. Pro DBLP a Youtube naslo nejlepsi komunity Fgo-zones

a nejhorsi byly ground-truth komunity a u Amazonu to bylo presné naopak.

6.3.3 CRank

Nakonec se podivime na CRank (sekce 4.3), coz je nejkomplexnéjsi mira, takze by méla mit nejvice
vypovidajici hodnotu.

Nejdiiv se zbézné podivame, jak se lis{ vysledky mezi jednotlivymi sitémi (obrazek 6.9). Pro
ground-truth komunity to vypadd, Ze pro ruzné sité dostavame ruzné vysledky, ale komunity pro
Amazon vétsinou dosahuji nejlepstho hodnoceni a pro Youtube nejhorSiho. MuzZeme taky vidét
mnozstvi velikost{ komunit, které dosahuji bud velice dobrych ¢i velice spatnych vysledka. Toto
je vétsinou zpusobeno tim, Ze jednd o velikosti, pro které byla nalezena jenom jedna komunita. To
nam taky prozrazuje, ze hodnoty CRanku hodné kolisaji a ¢asto byvaji hodné vzdalené od primeéru.
Kdyz se podivame na ostatni velikosti, tak vidime, Ze pro ground-truth dostavime casto hodnoty
pod 0,5, jelikoz vétsina prumeéru je pod touto hodnotou.

Pro Ego-zones a DEMON dostavame podobné vysledky lisici se od ground-truth. Youtube do-
sahuje nejlepsich hodnot CRanku. Amazon a DBLP primérné hodnoty CRanku si jsou pro stejné
velikosti komunit podobné. V porovnéni s ground-truth vidime jen velice mélo velikosti, které by se
zasadné lisily od zbytku a dosahovaly hodné nizkych nebo hodné vysokych hodnot, prestoze taky
casto existuje jenom jedna komunita dané velikosti.

Pokud se podivame na rozdily mezi praméry jednotlivych metod (obrazek 6.10) ziskdame zaji-
jednoznac¢né nejlepsi pro vétsi velikosti a pro mensi jsou si metody vecelku podobné. S rostouci veli-
kosti kvalita komunit pro ground-truth roste a vidime ony hodné nizké nebo hodné vysoké hodnoty,
kterych jsme si uz vSimli na obrazku 6.9. Ground-truth v nékterych ptripadech dosahuje i nejvyssi

mozné hodnoty 1. Metody FEgo-zones a DEMON nasly spise horsi komunity nez ground-truth a s ve-
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Obrézek 6.9: Primérny CRank pro rtzné metody

likosti se kvalita jejich komunit zhorsuje. Pro DEMON vidime péar dobrych, ale i hodné $patnych
hodnot CRanku pro vétsi velikosti.

Pro DBLP vidime, Ze mensi komunity jsou nejhorsi pro Ego-zones a s rostouci velikosti se pro
néj hodnota CRanku témér neméni. Oproti tomu hodnoty CRanku pro DEMON s velikosti klesaji.
Proto pro komunity vétsi nez 30 dosahuje Ego-zones lepsich vysledktt nez DEMON, ktery je od
velikosti 30 vétsinou nejhorsi. DEMON dosahuje docela Spatnych hodnot, které jsou velice blizké 0.
Opét vidime nékolik vyssich hodnot, které se 1isi od zbytku pro vsechny metody. Predevsim se
vyskytuji pro ground-truth, nékolik pro DEMON a jedna pro Ego-zones. Nejlepsi primérné hodnoty
se blizi jenom hodnoté 0,6, coz neni ani zdaleka rovno 1, jiz jsme dostali pro Amazon.

Youtube je podobné DBLP tim, ze pro mensi velikosti je DEMON lepsi a Ego-zones je lepsi pro
ty vétsi. Rozdil je ten, ze DEMON se nyni udrzuje na stejné hodnoté CRanku pro rizné velikosti,

kdezto Ego-zones komunity se s velikosti zlepsuji. Ground-truth komunity jsou pro Youtube nejhorsi
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Obrézek 6.10: Pramérny CRank pro rizné sité

komunity, i kdyz opét vidime par vysokych hodnot pro vétsi velikosti, které kvalitou predéi ostatni
metody.

Opét se podivame na maximélni hodnoty CRanku (obrazek 6.11). U Amazonu vidime, ze metody
ground-truth a Ego-zones pro velikosti mezi 10 a 100 dosahuji maxima hodnoty 1. Pro DEMON
dostavame hodnoty 1 minimalné. Zajimava je, ze pro DEMON se maxima mezi velikostmi 20-74
drzi kolem hodnoty 0,65 a poté dojde k velkému propadu kvality komunit. Podobnou véc vidime
i pro Ego-zones, akorat ty se drzi kolem hodnoty 1 pro velikosti 6-36 a poté taky dochazi k prudkému
propadu kvality. Pro vétsi velikosti se pro vSechny metody hodnoty podobaji priméru zrejmé kvtli
tomu, Ze to jsou uz velikosti pouze s jednou nalezenou komunitou.

Pro DBLP vidime opét, ze mensi komunity dosahuji vétsich maxim, tentokrat vsak nedosahuji
hodnoty 1. Ale existuje jedna ground-truth komunita, které se povedlo dosdhnout na hodnotu 0,99.

Mensi Ego-zones komunity dosahuji velice dobrych maximalnich hodnot. DEMON je na tom lépe
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Obréazek 6.11: Maximdalni CRank pro riazné sité

nez u Amazonu, ale stile zaostava za Ego-zones, i kdyz mezi jejich hodnotami uz neni moc velky
rozdil. Ground-truth maxima jsou vétsinou nejhorsi. Stejné jako u Amazonu vidime prudké propady
kvalit komunit u vsech metod. Pro Ego-zones k tomuto propadu doslo u mensich velikosti nez pro
DEMON. Kvuli toho byla ¢asto maxima pro DEMON komunity nejlepsi mezi velikostmi 43-79.
Pro vSechny metody potom, co dojde k propadu, se maximalni hodnoty CRanku pro vétsi velikosti
komunit velice podobaji primérnym hodnotam.

Pro Youtube vidime podobné véci. Maximalni hodnoty pro malé velikosti se opét blizi hod-
noté 1, ale opét ji neni nikdy dosazeno tplné. Pro tyto mensi velikosti jsou nejlepsi komunity pro
ground-truth, coz je trochu prekvapujici vzhledem k tomu, Ze priméry byly pro tuto metodu abso-
lutné nejhorsi. DEMON a Ego-zones se néasledné stiidaji na druhém misté. Nasledné opét dochézi
k prudkym propadim a potom se hodnoty pro DEMON a ground-truth hodné podobaji primeéru.

Vyjimkou je Ego-zones, kde dojde ke dvéma mensim propadiim hodnot misto jednoho.
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Pro shrnuti se hodnoty CRanku opét hodné 1isi mezi riaznymi sitémi. Pro Amazon byly nejlepsi
ground-truth komunity, pro DBLP byla pro ruzné velikosti dobra kazda z metod a pro Youtube
byly pro riazné velikosti nejlepsi metody DEMON a Ego-zones. I presto pro vSechny sité maximéalni
prumérné hodnoty dosahly ground-truth komunity. Z maxim jsme vycetli, ze maximalnich hodnot
vétsinou dosahuji mensi komunity a ze od urcité velikosti dochazi k zna¢nym propadim maximélnich
hodnot. I kdyz maximéalni velikosti jsou pro mensi komunity nejlepsi, tak v praméru jsou lepsi spise
vyssi hodnoty. Toto znadi, ze vétsina mensich komunit nabyva spise horsich CRank hodnoceni, avsak

zaroven se obcas vyskytnou i néjaké velice dobré.
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Kapitola 7

Konstrukce siti z vektorovych dat

Pii analyze vektorovych dat casto byvd vyhodné zkonstruovat z nich sité. Obvykle se konstruuji
vazené neorientované sité. Kazdy vektor je potom reprezentovan jednim uzlem a hrany znaci jejich
vzéjemnou podobnost. Vyhodou siti je naptiklad moznost vizualizace dat, coz pro vektorova data s
vétsi dimenzi neni mozné. Na sif potom muizeme pouzit klasické postupy analyzy sité a z vysledku

si udélat tsudek o strukture dat.

7.1 Algoritmy konstrukce siti z vektorovych dat

Konstrukce sité z vektorovych dat se skladd ze dvou kroku v nésledujicim poradi: (1) vypocet
podobnosti mezi vSemi dvojicemi vektoru, pricemz vysledkem je matice podobnosti a (2) profidnuti
(sparsifikace), jehoz cilem je vybér téch hran, které jsou pro konstruovanou sit dulezité. Nejcastéji

pouzivanymi podobnostmi béhem prvniho kroku jsou:

Gaussian kernel podobnost

llz—y?

GaussianKernel(z,y) = e 202

Gaussian kernel podobnost je podobnost zalozend na eukleidovské vzdalenosti mezi vektory
x a y. Parametr o se standardné nastavuje na hodnotu 1.
Kosinova podobnost
-y
[l [I{ly

Kosinova podobnost je kosinus thlu mezi vektory x a y. Je tedy zaloZend na proporcich

Cosine(z,y) =

vektoru.

Jaccardova podobnost
> man(wi, yi)

Jaccard(z,y) = > max(xi, y;)
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Pro vektory = (z1,z2,...,2,) ay = (y1,%2, - .-, Yn) Plati x;,y; > 0. Jaccardova podobnost

je také znama jako Ruzickova podobnost.

Vsechny tyto podobnosti nabyvaji hodnot z intervalu (0, 1). Typ podobnosti vybirdme podle toho, z
jakého pohledu chceme data analyzovat. Druhym krokem je proridnuti, kde se na zédkladé podobnosti

vybere, které vrcholy budou navzajem propojeny. Klasickymi postupy jsou:

e-radius Parametrem je velikost podobnosti €. Pokud je podobnost mezi dvojici vektortu vétsi nebo

rovna ¢, pak je v siti mezi nimi hrana.

k-Nearest Neighbors (KINN) Parametr k urcuje, ke kolika nejpodobnéjsim vrcholim je kazdy

vrchol pripojen.

Combination Nejdriv se pouzije e-radius a pokud mé vrchol potom méné sousedu nez k, je pouzito

KNN pro jejich nalezeni.

Pro konstrukci siti pomoci téchto klasickych metod jsme vytvorili aplikaci, ktera je popsana

v priloze B.

7.1.1 LRNet [17]

Algoritmus LRNet pro konstrukeci vazené sité s vyuzitim mistni reprezentativnosti se sklada ze ¢tyr
krokii:

1. Vytvorte matici podobnosti S datového souboru D.
2. Vypocitejte reprezentativnost vsech objekt O;.
3. Vytvorte mnozinu V uzli sité G tak, ze uzel v; sité G predstavuje objekt O; datové sady D.

4. Vytvofte mnozinu hran E sité G tak, aby E obsahoval hranu e;; mezi uzly v; a v; (i # j),

pokud Oj je reprezentativni soused O;. Uzly pridavaji rtizné pocty hran.

Vzorce pro vypocet reprezentativnosti lze nalézt v [17]. Pro konstrukei pomoci metody LRNet jsme

pouzili aplikaci vytvorenou MiloSem Kudélkou, kterd je dostupné ke stazeni na [18].
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Kapitola 8

Ucelové funkce kvality konstrukce

Problémem je, ze byva tézké posoudit, zda struktura ziskané sité dobte odpovida vektorovym datim.

K tomu budeme vyuzivat tcelovou funkci.

8.1 Daitchova ucelova funkce

Predtim nez vysvétlime zpiisob, jakym budeme my hodnotit kvalitu konstrukce sité, je nutno popsat
tzv. Daitchovu tcelovou funkei [19], jelikoZ ndmi pouzitd icelova funkce z ni vychazi. Hodnota

Daitchovy ucelové funkce je urcena timto vzorcem:

k k2
(w7 — est})

1

d
D
k=1

n

)

kde n je pocet vektoru a d dimenze datasetu. mf je pak hodnota v datasetu na ¢-tém radku a k-tém

sloupci. e.sti-c je rovno:
k1 k
est; = E Wy 55
k3 dl J ,3%9

kde d; je vdzeny stupen vrcholu 2 a w; ; je vdha hrany mezi vrcholy 2 a j.

Daitch vyuziva tuto ucelovou funkci v jeho metodé konstrukce sité z vektorovych dat, pri které
se snazi minimalizovat jeji hodnotu. Pii vypoc¢tu hodnoty této funkce se pro kazdy uzel pocitaji
vazené pruméry atributii jeho sousedti, kde pouzitymi vaihami jsou vahy hran. esti-‘ je vazeny prumeér
atributu k sousedti uzlu i. Hodnota funkce je pak suma druhych mocnin rozdilu mezi hodnotou
atributu £ uzlu ¢ a estf. Jinak feceno se jedna o sumu druhych mocnin vzdélenosti mezi vektory
uzli a vektory, jejichz hodnoty jsou vazené primeéry atributu jejich sousedu v siti. Jelikoz chceme,
aby rozdily mezi uzlem a jeho sousedy byly co nejmensi, tak chceme taky, aby tato vzdalenost byla
co nejmensi. Plati tedy, ze ¢im nizsi je hodnota Daitchovy tucelové funkce, tim 1épe sif odpovida

vektorovym datim.
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Daitchova tcelova funkce mé vsak jednu nevyhodu. Jelikoz je zalozena na vzdalenosti, tak
neni schopna dobfe porovnéavat sité, které byly ziskdny podobnostmi, které vzdalenost nepouzi-
vaji napr. kosinovd podobnost. Aby tedy bylo mozné ohodnotit sité ziskané pouzitim libovolné

podobnosti, tak Milo§ Kudélka navrhl novou tzv. podobnostni ticelovou funkci.

8.2 Podobnostni ucelova funkce

Vstupem pro podobnostni ticelovou funkei je vazend neorientovana sit. Hodnotu funkce je vypocitana

nasledovné:

1. Necht je vrchol V4 sité reprezentovan vektorem x4 = (xa1,...,24p), kde D je dimenze
vektorového datasetu. Predpoklddejme, ze vrchol V4 ma k sousedt Vi,..., Vi, pricemz ma
s jednotlivymi sousedy vadhy hran wi, ..., wg. Necht jednotlivi sousedé vrcholu V4 jsou repre-
zentovani vektory z1, ..., xg. Pak pramérny soused V4,4 vrcholu V4 je reprezentovan vektorem
T Avg = (z Avgls - -+ > T Avg D), jehoz slozky x Avgi jsou vazené pruméry hodnot odpovidajicich slo-

zek sousedu vrcholu Vy:

xAvgi:(wi-mu+...+wk-xki)/(wi—k...—i-wk),i:1,...,D

2. Necht s(z 4,z avg) je funkce vektorové podobnosti (napr. Gaussian kernel, kosinova podobnost)
mezi vektorem x 4 reprezentujicim vrchol V4 a vektorem x 4,4 reprezentujicim jeho primérného

souseda V4. Pak lokalni kvalitu vrcholu V4 definujeme:

q(Va) = (24, 7 4vg)*

3. Necht ma sit N vrcholu Vi, ..., V. Globalni kvalitu konstrukce sité z vektorovych dat pak

definujeme jako geometricky priamér lokalnich kvalit vSech vrcholi sité:

G(V1,...Vn) = geom(q(V1),...,q(VN))

Prvni krok je tedy stejny s Daitchovou tic¢elovou funkci v tom, Ze poc¢itame pramérného souseda pro
kazdy uzel. OvSsem v druhém kroku neni pouzitda vzdalenost, ale libovolna vektorova podobnost,
jez by méla odpovidat podobnosti pouzité k ziskani sité. Timto se Tesi problém Daitchovy ucelové
funkce. Dalsi vyhodou podobnostni tcelové funkce oproti Daitchové funkci je, Ze z jeji hodnoty
ihned vidime geometricky prameér podobnosti uzlia sité a jejich sousedi. Podobnostni ticelova funkce
nabyva hodnot z intervalu (0,1) a ¢im vyssi je hodnota funkce, tim lépe odpovid4 sit vektorovym

datum.
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Problémem, ktery je nutno dofesit, jsou izolované uzly. Rikdme, Ze uzel je izolovany, pokud
nema zadné sousedy. Jelikoz izolovany uzel nemé sousedy, neni mozné pro néj vypocitat pramérného

souseda. Izolované uzly v siti po konstrukci vétsinou nechceme, takze se resi nasledovné:
1. Pro izolovany uzel O definovat lokalni kvalitu jako ¢(O) = 0.
2. Izolované uzly nezapocitavat do vypoctu globalni kvality G.

3. Vyslednou globélni kvalitu G redukovat (vynasobit) koeficientem: » = 1 — N,/N, kde N, je

pocet izolovanych uzli a N pocet vsech uzla.

Pro vypocet hodnoty podobnostni ucelové funkce jsme vytvorili aplikaci, kterd je popsana v pri-
loze B.
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Kapitola 9

Experiment s metodami konstrukce siti z
vektorovych dat

Provedli jsme experiment, jehoz cilem bylo zjistit, vlastnosti a kvalitu siti pii pouziti riznych metod
konstrukce sité z vektorovych dat. Pouzili jsme datasety Iris, Ecoli, Seeds a Nuclear cortex [20]
(charakteristiky v tabulce 9.1), jez jsou dostupné na [21] a metody zminéné v sekci 7.1. Nuclear
cortex obsahuje chybéjici hodnoty, které jsme doplnili primérem z dostupnych hodnot pro dany
atribut. Pro kazdou kombinaci datasetu a metody jsme vytvorili 4 sité, 2 za pouziti Gaussian
Kernel, a 2 za pouziti kosinové podobnosti. Pfed pouzitim Gaussian kernel podobnosti byly datasety
min-max normalizovany. Pro kazdou kombinaci datasetu, metody a podobnosti tedy mame 2 sité,
pro které jsme volili parametry metody konstrukce, tak aby prameérny stupen pro prvni sit byl co
nejblize hodnoté 3 a pro druhou co nejblize hodnoté 7. Pro Combination jsme nastavovali parametr

k na hodnotu 1 pro prumérny stupen 3 a na hodnotu 3 (4 pro Seeds/Cosine) pro prumérny stupen 7.

Dataset Pocet vektori Dimenze Pocdcet trid
Iris 150 4 3
Ecoli 336 7 8
Seeds 210 7 3
Nuclear cortex 1080 77 8

Tabulka 9.1: Charakteristiky pouzitych datasett

9.1 Vilastnosti ziskanych siti

Nyni porovname vlastnosti ziskanych siti se stejnou pouzitou podobnosti a stejnym prameérnym
stupném. Vlastnosti, které nas zajimaly (v zavorkédch jsou jejich ndzvy v grafech), jsou kvalita sité

(Quality, sekce 8.2), maximalni stupen (MaxDeg), prumérny shlukovaci koeficient (AvgClustCoef),
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pocet komponent (Components), modularita (Modularity, sekce 4.1), prumérny CRank (AvgCRank,
sekce 4.3), pocet komunit (Communities), minimélni, prumérnd a maximdalni velikost komunity
(MinCommSize, AvgCommSize, MaxCommSize). Tabulky s hodnotami vlastnosti zkonstruovanych
siti jsou v priloze A.

Vytvorili jsme paprskové grafy, kde jedna osa reprezentuje jednu vlastnost. Rozsahy os jsou
v popisku osy. Maximem osy je maximalni nalezend hodnota atributu a minimem osy je mini-
malni hodnota atributu, od niz byla odectena ¢tvrtina rozdilu mezi maximem a minimem. Smyslem
posunuti minima osy bylo, aby byly trochu 1épe vidét poméry velikosti hodnot.

e-radius jako jedind metoda tvori izolované uzly. Ostatni metody pro nase nastaveni vzdy najdou
aspon jednoho souseda kazdému uzlu. Je nutné jesté objasnit, ze do po¢tu komponent nepocitame
izolované uzly, tedy komponenty jsou aspon velikosti 2. Komunity byly ziskdny pomoci Louvain
metody a pro né byla vypocitana modularita a primérny CRank. Stejné jako pro komponenty pii
hledani komunit nepocitame s izolovanymi uzly. Pro nalezeni komunit a vypocet modularity jsme

vyuzili knihovny LouvainSharp [23] vytvorenou Markusem Mobiem.

9.1.1 Gaussian kernel podobnost a pramérny stupen 3

Vlastnosti ziskanych siti pro Gaussian kernel podobnost a primérny stupen 3 jsou na obrazku 9.1.

Kvalita

Kdyz se podivame na kvalitu siti, tak vidime, ze vSechny metody az, na e-radius, dosahuji podobné
kvality. e-radius dosahuje vyrazné nizsi kvality nez ostatni metody, coz souvisi s izolovanymi uzly,
které e-radius jako jedind metoda tvori. Jelikoz hodnota podobnostni tcelové funkce je snizovana
podle poctu izolovanych uzli, tak dostavame nizsi hodnoty kvality. Ostatni metody dosahuji témér
shodnych hodnot, LRNet jenom dosahl trochu nizsi kvality pro Nuclear cortex. Vidime také, ze pro
mensi datasety s mensi dimenzi, dostavame velice vysoké hodnoty kvality. Kvalita pro metody, jez
netvori izolované uzly se blizi 1, coz je nejvyssi mozna hodnota. OvSem pro vétsi sité, kde je atributi

vice, jez se vice lisi hodnotami, jako je Nuclear cortex, dostavame hodnoty o néco nizsi.

Maximalni stupen

Co se maximalniho stupné tyce, tak vidime, ze LRNet vétSinou ma nejvétsi maximalni stupen.
Toto znaci, ze LRNet ma vice rozmanitou distribuci stupni a schopnost tvotit centra v siti. Dalsim
poznatkem je, ze Combination a e-radius maji podobny maximalni stupen. K tomu dochézi pravdé-
podobné, jelikoz Combination také vyuzivd metodu e-radius. Pro KNN je vzhledem k omezenému
poctu priddvanych hran vice problematické vytvaret uzly s tak velkymi stupni, jako maji sité ostat-
nich metod, a proto ma nejmensi maximélni stupné. Nejzajimavéjsi vysledky vidime pro dataset
Nuclear cortex. LRNet vytvoril sit o maximalnim stupni 27, kdezto vSechny ostatni metody mély

maximalni stupen jenom hodnoty 8. Zajimavé je, ze KNN a e-radius dosdhlo stejné hodnoty tak
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Obrazek 9.1: Vlastnosti siti ziskanych pro Gaussian kernel podobnost a primérny stupen 3
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i to, ze LRNet ma o tolik vyssi maximalni stupen. Mozna to taky zpiisobilo to, ze dosahl o néco

nizsi kvality nez KNN a Combination, jelikoz spojil hranou nékdy i méné podobné uzly.

Pramérny shlukovaci koeficient

nation jsou nékde mezi nimi, vétsinou vsak maji nizsi hodnoty blize ke KNN. OvSem vyssi pramérny
shlukovaci koeficient pro e-radius mize byt svazan s izolovanymi uzly, jelikoz ti do ného nejsou za-
pocitavani. Ostatni metody netvori izolované uzly a vektory, jez jsou vice odlisné od ostatnich, pak
maji malo sousedl a je tedy i méné pravdépodobné, ze by byly soucésti trojihelnikt. Tyto vektory
znacné snizuji prumeérny shlukovaci koeficient. Po e-radius ma nejvyssi prumérny shlukovaci koefi-
cient vétsinou LRNet, coz znadi, ze Castéji tvori trojuhelniky nez zbylé metody. KNN naopak tvori

nejméné trojuhelnikia.

Pocet komponent

Nejvice komponent dostavame pro Combination. e-radius jich ma o néco méné a KNN s LRNetem
maji vétsinou podobny nizsi pocet. Z toho mizeme usoudit, ze Combination a e-radius tvori mensi
komponenty, kde jsou si vektory navzdjem hodné podobné. KNN a LRNet pak nékteré tyto kom-
ponenty spojuji dohromady.

Modularita

Pro modularitu vidime zajimavé vysledky. KNN a Combination dosahuji vysokych hodnot modu-
larity pro vsechny sité. Pro Iris a Ecoli m4a nejvyssi modularitu KNN a pro Seeds a Nuclear Cortex
ma nejvyssi modularitu Combination. Toto znaci, Ze ve strukture siti je jednoduché najit komunity,

tedy mezi jednotlivymi husté propojenymi komunitami je jen velice malo hran.

evv s

prekvapivé, protoze by se dalo ¢ekat, ze e-radius vytvori skupiny uzld, které jsou mezi sebou husté
propojeny. AvSak zfejmé dojde k tomu, Ze je slozité najit jasnou hranici mezi jednotlivymi skupinami
uzli. Méjme napiiklad dvé skupiny uzla, které si nejsou navzijem podobné a treti skupinu, které
je podobna obéma z nich. Prvni a druha skupina poté budou spojeny do jedné vétsi skupiny kvuli
treti skuping, avsak zaroven mezi sebou nebudou mit zadné hrany. Tedy vnitini hustota hran neni

velikd, avSsak neni mozné je od sebe jasné oddélit.

LRNet ma pro Iris a Ecoli vysokou modularitu, ale pro Seeds a Nuclear cortex nizsi. Tyto
rozdily v modularité 1ze vysvétlit tim, ze pro rizné datasety jsou vhodné sité s riznymi pocty hran

(prumérnymi stupni), aby metoda pro né vytvorila sité s dobrymi komunitnimi strukturami.
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Primérny CRank

Nejnizsi hodnoty primérného CRanku dosahuje ve vsech pripadech Combination. LRNet dosahuje
vysokych hodnot pro Iris a Ecoli, ale nizsich hodnot pro Seeds a Nuclear cortex. e-radius ma vétsinou

vysoky prumérny CRank, avsak pro Iris dosahuje horsich vysledki. KNN mé spiSe vyssi hodnoty.

Komunity

Pocet komunit je tizce svazan s poCtem komponent, jelikoz komunit nemutze byt méné, nez je kompo-
nent a zaroven je pravdépodobné, ze mald komponenta bude zaroven komunitou. Nejvice komunit
se vzdy povedlo najit pro Combination, coz odpovida jeho nejvétsimu poc¢tu komponent. LRNet
a KNN maji spise mensi pocet komunit, coz opét koresponduje s po¢tem komponent. Pomér poctu
komunit ku poc¢tu komponent je pro e-radius v porovnéani s ostatnimi metodami nizsi. Bylo tedy
problematické komponenty déle rozdélit na komunity, coz se odrazilo na nizsi modularité. Ovsem
vyjimku vidime pro Nuclear cortex, kde e-radius ma vétsi pomér komunit ku komponentam a taky
mé vysokou modularitu.

Kdyz se podivame na velikost komunit, tak muzeme vidét, ze KNN je nejméné rozmanité.
M4 nejvétsi minimalni a nejmensi maximalni velikost komunit. Ovsem jeho primeérné velikost je
vyssi nez pro e-radius a Combination, coz je o¢ekdvané vzhledem k tomu, Ze jich mé mensi pocet.
Naopak Combination ma nejmensi prumérnou velikost, jelikoZ mé nejvice komunit a ty jsou tedy
vétsinou mensi velikosti. Zaroven Combination mé nejmensi minimalni velikost, ale kromé sité pro
Nuclear cortex mé vyssi maximum. Toto znadi, Ze je schopno vytvorit i vétsi komunity. Pro e-radius
vidime opét zavislost priumérné velikosti na poctu komunit. Jelikoz nékdy ma mensi a nékdy vétsi
pocet komunit, stejné kolisd i jeho primérna velikost. Minimum a maximum je velice podobné
Combination. Tyto hodnoty jsou vSak také nizsi vzhledem k tomu, Ze e-radius tvori izolované uzly,
ktefi nejsou soucasti komunit, tedy komunity se tvori na mensim poctu uzlti. LRNet tvoii spise vétsi
komunity, coz vidime z praumérné a predevsim z maximalni velikosti. Ovsem vidime, Ze je schopen

tvorit i mensi komunity, jelikoz minimum se shoduje s e-radius a Combination.

9.1.2 Gaussian kernel podobnost a priamérny stupen 7

Vlastnosti ziskanych siti pro Gaussian kernel podobnost a pramérny stupen 7 jsou na obrazku 9.2.
Pocet hran v téchto sitich je vice nez dvakrat vétsi, a kvili toho se vyrazné zméni nékteré charak-

teristiky siti.

Kvalita

Kvalita vypada velice podobné jako pro sité s primérnym stupném 3. Rozdil je v hodnoté kvality
pro e-radius, jelikoz nyni dostavame mensi pocet izolovanych uzli vzhledem k vyssimu pramérnému

stupni. Stale vSak tvori malo kvalitni sité v porovnani s ostatnimi metodami.
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Obrazek 9.2: Vlastnosti siti ziskanych pro Gaussian kernel podobnost a primérny stupen 7



Ke zméné vsak dochézi pro dataset Nuclear cortex, kde pro vSsechny metody dostavame velmi
malé rozdily v kvalité. Pro Combination doslo k nejmensimu zhorseni, a je tedy nyni nejlepsi meto-
dou, co se kvality tyce. KNN se zhorsilo o trochu vice a je druhé nejlepsi. LRNet s timto zhorsenim
dohromady se zlepsenim e-radius je nyni jeho sit kvalitativné nejhorsi. Je nutno podotknout, ze

rozdily v kvalité mezi metodami nejsou vétsi nez 0,2, takze jsou si kvalitativné hodné podobné.

Maximalni stupen a pramérny shlukovaci koeficient

Maximalni stupné sité s vyssim prumérnym stupném taky vzrostly, avsak metody je opét mozné
nékde mezi nimi a jsou si navzijem velice podobné. Znovu vidime schopnost LRNetu tvorit centra
v siti.

Hodnoty pramérného shlukovaciho koeficientu se také s vys$im priamérnym stupném zvysily.
Ale mezitim co predtim mélo nejvyssi shlukovaci koeficient vzdy e-radius, tak nyni pro Iris, Ecoli
a Seeds ma nejvyssi primeérny shlukovaci koeficient LRNet. Toto je asi ovlivnéno snizenim poctu

izolovanych uzla pro e-radius. Zbytek je vsak velice podobny sitim o stupni 3.

Pocet komponent

Pocet komunit se s vySsim prumérnym stupném zmensil, coz je ocekavano. Nejvice komponent
nyni dostavame pro e-radius. Pro stupen 3 méla nejvice komponent Combination, parametr & mél
nyni vyssi hodnotu, tak se také spise blizi poc¢tem komponent ke KNN. KNN mé opét nejmensi
pocet komponent kromé sité pro Nuclear cortex, kde nejméné méd LRNet. LRNet pro Nuclear
cortex vytvoril jenom jednu souvislou komponentu. Pro ostatni sité vSsak vytvoril stejné nebo vice

komponent nez Combination a KINN.

Modularita

Modularita je nizsi v porovnani s prumérnym stupném 3, ovSsem metody se chovaji podobné. KNN
ma nyni vzdy nejvyssi modularitu a je nasledované Combination, které je o trochu horsi. e-radius uz
nezaostava o tolik za ostatnimi metodami, ovSem pro Ecoli je stile jasné nejhorsi. LRNet ma nyni
o poznani nizsi modularitu v porovnani s ostatnimi metodami. Pro Iris mé nyni nejhorsi modularitu

a jenom pro Ecoli dosahuje modularity podobné jako ostatni metody.

Pramérny CRank

V porovnani s prumérnym stupném 3 vidime, ze hodnoty CRanku jsou ve vétsiné pripadu vyssi
pro stupen 7. Mame mnohem méné komunit, coz naznacuje, ze mensi komunity jsou CRankem
hodnoceny hure. Pro e-radius dostavame jiné vysledky nez pro stupen 3, primérny CRank je pro

nej vétsinou nizky. LRNet také dosahl odlisnych vysledkt. Pro Seeds a Nuclear cortex méa nyni
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nejvyssi CRank, pro Iris ho ma stale vysoky, ale pro Ecoli nyni ziskal nizky CRank. KNN ma
nejvyssi CRank pro Iris a Ecoli. Pro Seeds stale dosahuje dobrych vysledki, ale které jsou horsi nez
vysledky pro LRNet. Pro Nuclear Cortex byly komunity pro KNN ohodnoceny nejhtite. Combination
bylo pro stupen 3 nejhorsi. Nyni stale nedosahuje dobrych hodnot CRanku, ale az na vysledek pro

Ecoli doslo ke zlepseni.

Komunity

Jelikoz pocet komunit je ovlivnén poctem komponent, tak vidime, Zze nyni méa nejvice komunit
e-radius, stejné tak jako mé nejvice komponent. LRnet, prestoze mél vice nebo stejné komponent
jako Combination a KNN, tak komunit ma vzdy nejméné. Toto znaci, ze jednotlivé komponenty
neni jednoduché déle rozdélit na komunity v porovnani s ostatnimi metodami, a toto asi zpusobuje
i nizkou modularitu. Combination a KNN jsou po¢tem komunit mezi e-radius a LRNetem.

Pro KNN znovu vidime vysokou miniméalni a malou maximalni velikost komunit, tedy komunity
se mezi sebou lisi velikosti malo v porovnani s ostatnimi metodami. e-radius ma nejnizsi minima,
a Nuclear cortex dosahuje vysokych maxim. LRNet se chova obriacené. M4 vzdy vysokd maxima,
minima pro Iris a Ecoli jsou nizka, ale pro Seeds a Nuclear cortex jsou vysoka. Combination neni
moc konzistentni, co se minim a maxim ty¢e. Minima jsou nékde mezi e-radius a KNN a maxima
dosahuji rizné vysokych hodnot v porovnéani s ostatnimi metodami. Mzeme vidét, ze pro vétsinu
metod je tézké vypozorovat pravidla pro minima a maxima velikosti komunit a spiSe nez metodou,

jsou ovlivnény datasetem.

9.1.3 Kosinova podobnost a primérny stupen 3

Vlastnosti ziskanych siti pro kosinovou podobnost a primérny stupen 3 vidime na obrazku 9.3.
Porovname také tyto sité se sitémi o primérném stupni 3, ziskanych pomoci Gaussian kernel po-
dobnosti (sekce 9.1.1).

Kvalita

Vsechny metody kromé e-radius dosahly kvality blizké 1 pro vSechny datasety. Stejné jako pro
Gaussian kernel, vidime, ze KNN, Combination a LRNet dosahuji velice dobrych témér identickych

vysledku. e-radius oproti nim zaostava, coz je opét zpusobeno izolovanymi uzly.
Maximalni stupen
Vysledky pro maximalni stupen jsou témér shodné s Gaussian kernel podobnosti. Maximalni stu-

pen pro LRNet je ve tiech pripadech nejvyssi, Combination ma podobny maximalni stupen jako

eV,
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kde Combination a e-radius maji vyssi maximalni stupen nez LRNet. Toto je zpiisobeno tim, ze
maximalni stupen pro LRNet je podstatné nizsi, nez byl pro Gaussian kernel. I pro Nuclear cortex
mé LRNet nizsi maximélni stupen nez pro Gaussian kernel, avsak stile je vyssi nez pro ostatni

metody.

Pramérny shlukovaci koeficient a pocet komponent

Pro pramérny shlukovaci koeficient nevidime nic nového. Vysledky pro jednotlivé metody jsou témér
shodné jako predchozi vysledky pro Gaussian kernel. Jediny viditelny rozdil je, ze pro Iris LRNet
nedosahl vyssiho koeficientu nez Combination a KNN jako pro Gaussian kernel podobnost.

Pocet komponent je také témér shodny s vysledky pro Gaussian kernel. Jeden vyrazny rozdil je,

ze e-radius a Combination vytvorily témeér dvojnasobné vice komponent pro Seeds.

Modularita

Modularita pro Ecoli a Nuclear cortex je stejna jako modularita pro Gaussian kernel, jak hodnotami
i poradim metod. Iris a Seeds jsou také podobné vysledktim pro Gaussian kernel, ale mizeme najit
par rozdila. Zaprvé modularita siti pro tyto datasety vétsinou vzrostla (predevsim pro Seeds). OvSem
par metod se velikosti zmény modularity 1isi od ostatnich. LRNet pro Iris mé stejnou hodnotu, jako
mel pro Gaussian kernel, kdezto ostatni metody maji o trochu lepsi. Pro Seeds se modularita pro

e-radius zlepsila vyrazné vice nez pro ostatni metody.

Pramérny CRank

Hodnoty primérného CRanku pfi pouziti kosinové podobnosti jsou témér shodné s hodnotami
pro sité ziskané pii pouziti Gaussian kernel podobnosti. Tedy na kvalitu komunit nema pouzita
podobnost moc velky vliv. KNN mé vysoké hodnoty CRanku, kdezto Combination je ma vétsinou
nizké. LRNet je pramérnym CRankem mezi hodnotami pro KNN a Combination. e-radius je docela
nekonzistentni a nékdy ma vyssi a nékdy nizsi hodnoty pro rizné datasety.

Dataset Nuclear cortex se lisi od ostatnich. LRNet zde mé nejnizsi primérny CRank, kdezto

Combination ho ma s e-radius nejvyssi. KNN m4 stale vysokou hodnotu CRanku.

Komunity

Chovani metod, co se poc¢tu komunit tyce, je podobné jako pro Gaussian kernel. Combination ma
opét nejvyssi pocet ve vSech pripadech. Ostatni metody maji vétsinou o poznani méné a moc se
mezi sebou nelisi.

7Z minimalni a maximalni velikosti komunit muzZeme znovu vyc¢ist, ze komunity pro KNN se
velikostné nelisi od primérné velikosti tolik jako ostatni metody. e-radius tvori komunity malych

velikosti, coz muzeme vidét z hodnot pro minimélni, primérné a maximalni velikosti komunit.
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Combination také tvori spise mensi komunity, avsak stale je obcas schopno ziskat vétsi komunitu,
coz muzeme vidét na Seeds datasetu, kde pro Combination mame jednozna¢né nejvétsi komunitu.
LRNet je opakem e-radius, jelikoz tvori sité, ve kterych nalézame spise velké komunity, coz vidime
z vysokych hodnot primérné a maximalni velikosti komunit. Mtizeme ale vidét, ze pro Seeds LRNet

vytvoril mensi komunity.

9.1.4 Kosinova podobnost a praimérny stupen 7

Vlastnosti ziskanych siti pro kosinovou podobnost a primérny stupen 7 vidime na obrazku 9.4.
Opét porovnadme také tyto sité se sitémi o primérném stupni 7, ziskanych pomoci Gaussian kernel
podobnosti (sekce 9.1.2).

Kvalita a maximalni stupen

Tak jako ve vétsiné predchozich pripadu vidime, Ze kvalita pro KNN, Combination a LRNet je témér
shodné a velice blizka 1. Toto plati i pro Nuclear cortex, ktery pro Gaussian kernel podobnost mél
kvality LRNetu a KNN spise nizsi a blizké kvalité e-radius.

LRNet ma tak jako ve vétsiné predchozich pfipadi nejvyssi maximalni stupen. Stejné tak KNN

ho mé opét vzdy nejnizsi. Combination a e-radius maji znovu velice podobné maximalni stupné.

Pramérny shlukovaci koeficient a pocet komponent

Primérny shlukovaci koeficient je velice podobny vysledkiim pro Gaussian. Vidime, ze LRNet ma

vysoky prumeérny shlukovaci koeficient pro vsechny datasety kromé Nuclear cortex, kde ho ma nao-

VVVVVVVV

je priblizné uprostied mezi maximem a minimem ostatnich metod a e-radius mé vétsinou vysoky
prumérny shlukovaci koeficient.

Pro kosinovou podobnost dostavame méné nebo stejné komponent jako pro Gaussian kernel
podobnost. Poradi a rozdily mezi metodami jsou také shodné.

Modularita

Modularita se moc nelisi od modularity pro Gaussian kernel podobnost. LRNet méa nizkou a vétSinou

eV,

eV,

Pramérny CRank

Opét vidime, ze hodnoty primérného CRanku pro kosinovou podobnost a pro Gaussian kernel

podobnost jsou témér shodné. LRNet ma stejné jako pro Gaussian kernel opét vyssi hodnoty pro
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Iris, Seeds a Nuclear cortex a nizké hodnoty pro Ecoli. KNN naopak dosahuje vysokych hodnot pro
Ecoli a nizkych pro ostatni datasety. Combination dosahuje podobnych hodnot jako pro Gaussian
kernel podobnost, tedy CRank je spise nizsich hodnot. e-radius neni moc stabilni a dosahuje rtizné

dobrych hodnot pro rtizné datasety.

Komunity

Pro pocty komunit je slozité vycist néjaké pravidla, jelikoz poradi metod ze zasadné lisi pro rtzné
datasety. Plati vSak, ze pro LRNet se vzdy povedlo najit nejméné komunit. e-radius mé casto vyssi
pocet komunit, coz se opét shoduje s jeho vyssim poctem komponent. Za poznamku stoji to, ze pro
dataset Ecoli sité vSech metod obsahovaly podobny poéet komunit (9 LRNet, 10 ostatni).
Velikosti komunit jsou podobné s Gaussian kernel podobnosti. Pro e-radius standardné dosta-
vame komunity malych velikosti. LRNet ma klasicky nejvétsi komunity a Combination ma komunity
strednich velikosti v porovnani s ostatnimi metodami. Pro KNN vsak dostaviame odlisné vysledky.
KNN ma stale vysokou minimalni velikost, ale uz nemé tak nizkou maximalni velikost. Pro Seeds

KNN predcilo maximélni velikosti komunit i LRNet.

9.1.5 Shrnuti

Mohli jsme si vS§imnout, ze pro rizné nastaveni mély metody ¢asto podobné charakteristiky. Napiti-
klad pro primérny stupen 3 jsme dostavali velice podobné vysledky, at uz byly sité ziskany pomoci
Gaussian kernel nebo kosinové podobnosti. Toto neni zas tak prekvapivé, jelikoz hodné charakte-
ristik sité je tzce spjato s poctem hran, ktery pro stejny priumérny stupen bude témér identicky,
at uz byla pouzita libovolnd podobnost. Navic se ocekava, ze sité ziskané stejnou metodou kon-
strukce siti z vektorovych dat budou mit podobné charakteristiky a nasim hlavnim cilem bylo tyto
charakteristiky nalézt.

Kvalita siti pro KNN, Combination a LRNet byla témétf vzdy shodna a podstatné vyssi nez
kvalita e-radius. Toto je zpiisobeno tim, ze e-radius vytvari velky pocet izolovanych uzli.

Maximéalni stupen meél skoro vzdy nejvyssi LRNet, z toho muZeme usoudit, ze LRNet tvori
nejvice rozmanitou distribuci stupna. Zaroven to ukazuje na schopnost tvorit v siti centra, ktera
byvaji pfi nasledujici analyze dat dulezitd a lze je vyuzit napiiklad pfi shlukovéni [22]. KNN mé

vV,

jez hodnotou lezely mezi KNN a LRNetem.

Prameérny shlukovaci koeficient mélo nejvyssi casto e-radius. OvSem toto muze byt ovlivnéno
izolovanymi vrcholy, jelikoz ty nejsou zapocitavany. LRNet byl dalsi metodou s vysokym shlukovacim
koeficientem, pro Nuclear cortex mél vsak vétSinou primérny shlukovaci koeficient nejnizsi. KNN

mélo vétsinou nizky shlukovaci koeficient a Combination dosahovalo stfedné vysokych hodnot.
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KNN a LRNet tvori mensi pocet komponent. e-radius tvoii velky pocet komponent a pro pru-
meérny stupen 7 jich méa nejvice. Combination ma nejvice komponent pro primeérny stupen 3 a pro
stupen 7 ma méné komponent nez KNN.

Modularita byla hodné proménlivd. KNN mélo vzdy vysokou modularitu. Combination mélo
spise vyssi modularitu stejnou jako nebo o trochu nizsi nez KNN. e-radius bylo nekonzistentni. Pro
Nuclear cortex mélo vyssi hodnoty a pro Ecoli nizsi. Ale pro Seeds a Iris dosahovala modularita pro
ruznda nastaveni siti rizné vysokych hodnot. LRNet mél zpravidla nizkou modularitu, ale v nékolika
pripadech dosdhl modularity stejné vysoké jako Combination. Zde je nutné ale poznamenat, ze
vysokd modularita nemusi vzdy znamenat lepsi sif. Vysokd modularita muze také ukazovat na to,
ze sit zachycuje jenom nékteré charakteristiky dat, a proto je v ni jednodussi oddélit komunity od
sebe.

Primérny CRank byl hodné proménlivy stejné jako modularita. LRNet mél vysoké hodnoty pro
Iris, Seeds a Nuclear cortex pro primérny stupen 7 obou podobnosti. Combination dosahovalo skoro
vzdy nizkych hodnot. KNN dosahuje vétsinou hodné nizkych anebo hodné vysokych hodnot. Pro
Ecoli ma KNN vzdy vysoké hodnoty, ale pro ostatni datasety nedostdvame konzistentné dobré nebo
Spatné hodnoty. e-radius se zda byt naprosto ndhodné, nelze najit zadné pravidlo pro jeho hodnoty
CRanku.

Pocet komunit byl ¢astecné sviazan s poctem komponent. Proto e-radius a Combination mély
vyssi pocet komunit, pokud mély jejich sité vice komponent. LRNet mél malo komunit v porovnani
s ostatnimi metodami a KNN také mélo spise méné komunit.

Velikosti komunit byly hodné konzistentni mezi riznymi sitémi. LRNet vétsinou tvorilo jedno-
znacné nejvétsi komunity, a zaroven také ziska i nékolik mensich komunit. Tato vlastnost odpovida
prirozenému chovani realnych siti, ve kterych se komunity vyrazné lisi velikosti. e-radius mélo spise
mensi komunity, coz je pravdépodobné zpusobeno vyskytem izolovanych uzli v jeho sitich. KNN je
metoda, jez mé vysoka minima a nizkd maxima velikosti komunit. Tvori vSak vétsi komunity nez
e-radius a Combination. Combination mé také spise mensi komunity, ale existuje i mnozstvi p¥i-
padu, kdy prumeérné velikost komunit byla srovnatelna s KNN. Toto ddva smysl vzhledem k tomu,

ze Combination vyuziva e-radius i KNN.

0.2 Stabilita chovani metod

Dalsi véci, co nas zajima, je, jestli metody konzistentné tvori sité s podobnymi vlastnostmi. Jelikoz
nami pouzité datasety se moc nelisi po¢tem vektori, tak by mély jejich sité ziskané stejnou metodou
nabyvat podobnych vlastnosti. Vytvorili jsme 4 sloupcové grafy pro kazdou metodu, jeden graf pro
kazdé nastaveni sité (podobnost, prumérny stupen). Kazdy sloupec reprezentuje jednu vlastnost
a je obarven 4 barvami, kde kazdy dataset ma prifazen 1 barvu. Kazdy sloupec zobrazuje relativni
hodnoty vlastnosti pro sité ruznych dataset ku souc¢tu téchto hodnot. Tedy idealné aby byla vlast-

nost konzistentni, tak by ¢éasti sloupce, které jsou obarveny riznymi barvami, mély byt stejné velké.
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Obrazek 9.5: Vlastnosti siti ziskanych pro e-radius

Nuclear cortex je vétsi nez ostatni datasety, takze vlastnosti, které jsou ovlivnény poctem uzli, jako
jsou pocty komponent a komunit, se mohou pro tento dataset lisit. Vytvorili jsme také tabulku 9.2,
ve které jsou smérodatné odchylky pro relativni hodnoty (stejné jako ve sloupcovych grafech) podle
metod. Cim niz§ hodnota smérodatné odchylky, tim je metoda pro vlastnost stabilnéjsi. V posled-
nim sloupci tabulky je pramér téchto smérodatnych odchylek pro kazdou metodu, coz vyjadiuje jeji

celkovou stabilitu. Jak dale uvidime nejstabilnéjsi jsou metody LRNet a KNN.

9.2.1 e-radius

Na obrazku 9.5 vidime, ze e-radius tvoii sité, pro které je kvalita velice stabilni. Maximalni stupen je
méné konzistentni. Vidime, ze sité pro Ecoli maji o poznani vyssi stupen nez sité ostatnich dataseti
pro Gaussian kernel podobnost. Také rizné podobnosti zpasobuji zmény pro maximéalni stupen,
jelikoz pro kosinovou podobnost mé Nuclear cortex vyssi maximalni stupné nez pro Gaussian kernel.
Primérny shlukovaci koeficient je trochu stabilnéjsi nez maximalni stupen a vidime, ze Ecoli a Seeds
maji nizsi hodnotu nez Iris a Nuclear cortex. Pocet komponent a komunit je pro e-radius hodné
zavisly na velikosti datasetu. Vidime, ze sité pro Nuclear cortex maji jednoznac¢né nejvice komponent
a komunit. I ostatni datasety, co se nelisi velikosti tolik, maji vyrazné rozdilné hodnoty. Modularita
je hodné stabilni, ale Nuclear cortex dosahuje o trochu vyssich hodnot. Primérny CRank je také

hodné stabilni, ale tentokrat Nuclear cortex dosahuje nizsich hodnot. Minimalni velikost komunit
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Obrézek 9.6: Vlastnosti siti ziskanych pro KNN

je velmi stabilni, vSechny sité ji mély rovnou dvéma. Primérna a maximalni velikost komunit jsou

malo stabilni.

9.2.2 KNN

Na obrazku 9.6 si mizeme vSimnou velice stabilniho chovani KNN s ohledem na kvalitu sité a mo-
dularitu. Maximalni stupen je stabilnéjsi nez pro e-radius, ale stale je mozno si vSimnou drobnych
rozdili. Primérny shlukovaci koeficient je docela stabilni, avSsak méné nez pro e-radius. Pocet kom-
ponent a komunit je opét hodné zavisly na velikosti datasetu. I prestoze je pocet komunit malo
konzistentni, tak pro KNN je vyrazné konzistentnéjsi nez pro e-radius. Vysledky pro priamérny
CRank jsou téméf shodné s e-radius, tedy jsou hodné stabilni. Velikosti komunit nejsou moc sta-
bilni. Maximéaln{ velikost je stabilnéjsi nez pro e-radius, ale primérnd a minimélni velikost jsou

0 poznani méné stabilni.

9.2.3 Combination

Kvalita a modularita jsou velmi stabilni, coz je zobrazeno na obrazku 9.7. Maximalni stupen je
docela stabilni, ale vidime drobné rozdily. Je podobné stabilni jako maximalni stupen pro e-radius.

Primérny shlukovaci koeficient je celkem stabilni podobné jako pro ostatni metody. Pocet kompo-
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Obrazek 9.7: Vlastnosti siti ziskanych pro Combination
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Obrézek 9.8: Vlastnosti siti ziskanych pro LRNet
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nent a komunit je opét velice nestabilni. Pro kosinovou podobnost jsou stabilnéjsi nez pro Gaussian
kernel podobnost, ale rozdily mezi datasety jsou stédle veliké. Primérny CRank je hodné stabilni,
tak jako pro ostatni metody. Velikosti komunit jsou celkem stabilni pro Gaussian kernel podobnost,

ale pro kosinovou podobnost naopak nejsou stabilni skoro vibec.

9.2.4 LRNet

I pro LRNet na obrizku 9.8 vidime, ze kvalita a modularita jsou, jako pro vSechny metody, velmi
stabilni. Maximalni stupen a prumérny shlukovaci koeficient jsou jako pro ostatni metody méné
stabilni, ale rozdily mezi datasety nejsou veliké. Pocet komponent a komunit, jsou o poznani kon-
zistentnéjsi nez u ostatnich metod. Hlavnim divodem je, Ze pocet vektortl v datasetu neméa na tyto
vlastnosti pro LRNet tak velky vliv. Dokonce pro Gaussian kernel podobnost a primérny stupen 3
maji sité pro Seeds a Nuclear cortex jenom jednu komponentu. Rozdily mezi datasety jsou ale potad
vyrazné. Primérny CRank je hodné stabilni. Velikosti komunit jsou pro LRNet hodné nestabilni,

at uz se jednd o minimalni, primérnou nebo maximalni velikost.

9.2.5 Shrnuti

Mohli jsme vidét, ze hodné vlastnosti je stejné stabilnich pro vsechny metody. Kvalita, modularita
a prumérny CRank byly hodné stabilni, kdezto pocet komponent a komunit naopak nejsou stabilni
skoro vibec. Maximalni stupen a prumérny shlukovaci koeficient byly méné stabilni vlastnosti a me-
tody se v nich nejvice lisily. Primérna a maximalni velikost komunit jsou nekonzistentni. Minimalni
velikost komunit je stabilni jenom pro e-radius a KNN.

Kdyz se podivame na relativni hodnoty smérodatnych odchylek v tabulce 9.2, tak vidime, ze
hodnoty kvality a modularity se moc nelisi. Pro maximalni stupen vidime, Ze nejkonzistentnéjsi je
KNN, coz vzhledem k pevné uréenému pridavani poctu hran dava smysl. LRNet mé smérodatnou
odchylku nejvétsi, coz ma nejspis na svédomi diive zjisténd skutecnost, ze tvori centra. Jelikoz data-
sety maji rizny pocet vektori a strukturu dat, tak lze ocekavat, ze centra budou mit rtizné stupné.
Prameérny shlukovaci koeficient mé nejlepsi LRNet, i kdyz je jenom nepatrné lepsi nez e-radius.
Pro pocet komponent a komunit vidime, ze LRNet je vyrazné lepsi nez ostatni metody, ¢ehoz jsme
si vSimli uz pri analyze sloupcovych grafi. Hodnoty primérného CRanku mé nejkonzistentnéjsi
Combination, ale ostatni metody nezaostavaji o moc. Pro minimélni velikost komunit je nejstabil-
néjsi e-radius, hodnoty dokonce byly vzdy stejné. Pro pramérnou velikost komunit je nejstabilnéjsi
Combination a pro maximalni velikost komunit je nejstabilnéjsi KNN. LRNet je nejméné stabilni
pro velikosti komunit. Nejlepsi pramér smérodatnych odchylek ma LRNet a muzeme tedy fict, ze
LRNet je nejstabilnéjsi metodou. Vidéli jsme, ze byl vyrazné stabilnéjsi pro pocet komponent a ko-
munit, nez ostatn{ metody. Sice byl mélo stabilni pro velikosti komunit, ale rozdil oproti ostatnim

metodam nebyl veliky.
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Community size

Metoda Quality MaxDeg AvgCC Comp. Modul. AvgCR. Comm. Pramér
Min Avg Max
e-radius 0,018 0,051 0,039 0,329 0,029 0,040 0,274 0,000 0,065 0,114 0,096
KNN 0,009 0,033 0,056 0,280 0,021 0,046 0,197 0,053 0,055 0,093 0,084
Combination 0,009 0,052 0,059 0,332 0,023 0,033 0,241 0,066 0,051 0,103 0,097
LRNet 0,010 0,062 0,032 0,158 0,022 0,035 0,149 0,097 0,077 0,124 0,077

Tabulka 9.2: Relativni smérodatné odchylky vlastnosti siti

62



Kapitola 10
Zaver

V ramci prvni ¢asti této price jsme provedli experiment s algoritmy detekce komunit Ego-zones
a DEMON. Nalezené komunity a ground-truth komunity jsme porovnali z pohledu distribuce jejich
velikosti a nékolika mér pro ohodnoceni jejich kvality. Ukédzalo se, ze kazdy algoritmus mé své
vyhody a nevyhody. Nejvice zdlezi na tom, jaké komunity chceme najit. Pokud bychom chtéli mensi
komunity o vyssim poctu, je vhodnéjsi pouzit Ego-zones, a pokud chceme nizsi pocet komunit
velké velikosti, tak pouzijeme DEMON. Kvalita komunit nalezenych rtiznymi metodami také hodné
zélezi na vlastnostech sité (napf. prumérném stupni), ve které komunity detekujeme. Obecné plati
pravidlo, ze je lepsi pouzit vice algoritmil a zjistit, ktery vice vyhovuje nasemu tucelu.

V druhé casti jsme mezi sebou porovnali metody konstrukce siti z vektorovych dat e-radius,
KNN, Combination a LRNet. Vypocitali jsme kvality zkonstruovanych siti témito metodami po-
moci podobnostni tucelové funkce. Nasledné jsme zjistili, jaké charakteristiky sité ziskané urcitou
metodou maji. Ukazuje se, ze stejné jako algoritmy detekce komunit kazda metoda tvori sité s od-
liSnymi vlastnostmi a je nutno si z nich vybrat podle toho, jaké charakteristiky sité si prejeme. Na-
priklad chceme-li v siti uzly s vyssimi stupni tzv. centra pouzijeme LRNet, chceme-li vysoky pocet
komunit pouzijeme Combination atd. Porovnali jsme metody také vzhledem ke stabilité vlastnosti
konstruovanych siti a zjistili jsme, ze LRNet s KNN jsou stabilnéjsi nez e-radius a Combination.

Na oba tyto experimenty je mozné dale navazat. V prvni ¢asti jsme pouzili mensi pocet algoritm,
ale existuje jich vice. OvSem narazili jsme na problém, ze hodné téchto algoritmt vraci vicevrstvé
hierarchie komunit. Problémem potom je, jakou vrstvu je vhodné porovnéavat s vysledky algoritmu
netvorici tuto hierarchii. Za tim tcelem by bylo nutné navrhnout trochu odlisny experiment. Také
je tu moznost vyuzit dalsich mér pro porovnani kvality komunit. V druhém experimentu je mozné
konstruovat dalsi sité pri pouziti jinych nastaveni, nicméné pro nase experimenty jsou pouzita data
dostatecna. Kromé Nuclear cortex byly nase datasety o mensim poc¢tu vektoru, jelikoz pro takové
se casto metody konstrukce siti testuji a porovnavaji. Do budoucna by nicméné mohlo byt zajimavé

otestovat metody konstrukce siti z vektorovych dat také na velkych datasetech.
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V prubéhu préace vzniklo velké mnozstvi soubort se sitémi, komunitami atd. Také jsme vytvorili
aplikaci pro analyzu vlastnosti siti a aplikaci pro konstrukci siti z vektorovych dat. Vsechny tyto

soubory a aplikace jsou v popsany priloze B.
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Priloha A

Tabulky hodnot vlastnosti siti pro experi-
ment s metodami konstrukce siti z vekto-
rovych dat

V této priloze jsou tabulky s vlastnostmi siti z experimentu s metodami konstrukce siti z vektorovych
dat. Obsahuji i hodnoty prumérného stupné (AvgDeg). Kazda tabulka je rozdélena na 4 ¢asti. Prvni
a druhd cast obsahuje hodnoty pro sité ziskané za pouziti Gaussian kernel podobnosti. Prvni ¢ast
jsou sité s primérnym stupné 3 a druhd ¢ast s primérnym stupném 7. Treti ¢ast obsahuje sité
o prumérném stupni 3 a Ctvrtd ¢ast o prumérném stupni 4, jez byly ziskdny pouzitim kosinové

podobnosti.
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Community size

Metoda AvgDeg Quality MaxDeg AvgCC Comp. Modul. AvgCR. Comm.
Min Avg Max

e-radius 2,982 0,7075 15 0,428 15 0,759 0,716 22 2 10,864 26
KNN 2,905 0,9870 7 0,302 2 0,845 0,766 19 9 17,684 28
Combination 3,012 0,9845 13 0,310 28 0,828 0,516 36 2 9,333 34
LRNet 3,179 0,9839 17 0,355 9 0,829 0,733 21 2 16,000 51
e-radius 7,018 0,8484 29 0,516 7 0,658 0,860 14 2 20,500 48
KNN 6,804 0,9862 15 0,433 2 0,762 0,876 11 10 30,545 70
Combination 7,006 0,9870 25 0,445 2 0,718 0,855 10 10 33,600 69
LRNet 7,113 0,9812 41 0,538 4 0,711 0,857 10 2 33,600 72
e-radius 3,012 0,7278 15 0,456 15 0,767 0,700 24 2 10,208 33
KNN 2,845 0,9962 6 0,321 4 0,856 0,823 18 3 18,667 34
Combination 3,018 0,9954 13 0,327 35 0,836 0,630 45 2 7,466 35
LRNet 3,083 0,9952 16 0,407 8 0,840 0,762 18 2 18,667 45
e-radius 6,994 0,8581 28 0,534 3 0,696 0,883 10 2 28,900 57
KNN 6,756 0,9964 13 0,416 1 0,744 0,883 10 13 33,600 61
Combination 6,988 0,9963 26 0,459 1 0,727 0,855 10 7 33,600 52
LRNet 7,006 0,9944 42 0,573 2 0,701 0,855 9 2 37,333 66

Tabulka A.2: Hodnoty vlastnosti siti pro Ecoli dataset
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Community size

Metoda AvgDeg Quality MaxDeg AvgCC Comp. Modul. AvgCR. Comm.
Min Avg Max

e-radius 3,000 0,8239 8 0,699 166 0,986 0,545 166 2 5916 23
KNN 3,759 0,8871 8 0,575 72 0,982 0,516 74 6 14,595 44
Combination 3,006 0,8829 8 0,656 186 0,988 0,501 186 2 5806 23
LRNet 3,270 0,8736 27 0,579 27 0,958 0,506 55 2 19,636 64
e-radius 7,004 0,8609 30 0,717 59 0,912 0,580 70 2 15,071 129
KNN 7444  0,8638 15 0,653 5 0,932 0,478 38 15 28421 61
Combination 7,007  0,8742 30 0,693 32 0,920 0,594 49 6 22,041 125
LRNet 6,985 0,8583 68 0,573 1 0,845 0,772 22 15 49,001 111
e-radius 2,994  0,9500 11 0,724 182 0,985 0,520 184 2 5582 31
KNN 3,757  0,9986 9 0,596 69 0,981 0,508 73 4 14,795 38
Combination 3,000 0,9987 11 0,696 193 0,985 0,518 195 2 5538 32
LRNet 3,252 0,982 16 0,590 43 0,957 0,450 58 2 18,621 70
e-radius 7,020 0,9857 33 0,731 61 0,907 0,571 70 2 15229 103
KNN 7,381 0,0981 14 0,657 6 0,928 0,603 32 13 33,750 88
Combination 6,998 0,9984 33 0,696 36 0,915 0,665 46 6 23,478 105
LRNet 6,933 0,9976 39 0,589 4 0,856 0,767 17 2 63,529 178

Tabulka A.4: Hodnoty vlastnosti siti pro Nuclear cortex dataset
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Priloha B

Priloha v IS EDISON

Priloha obsahuje nésledujici slozky a soubory:

2021_CHOO0163_DP.pdf

Kopie této prace ve formatu PDF/A.

Algoritmy detekce komunit

Tato slozka obsahuje data pouzitd béhem experimentu s algoritmy detekce komunit (kapitola 6).

Obsahuje tyto soubory a slozky:

Slozka Sité Obsahuje soubory s pouzitymi sitémi. Soubory jsou pojmenované po siti, kterou ob-
sahuji. Jeden radek v téchto souborech reprezentuje jednu hranu sité, zapsanou dvojici ¢isel

oddélenych tabuldtorem reprezentujici id uzlit hrany. Tyto soubory byly vstupy pro CRank.

Slozka Komunity Obsahuje soubory s komunitami. Jména souborti obsahuji nazev sité, jiz nale-
zené komunity nalezi, a ndzev metody jez byla k nalezeni komunit pouzita. Kazda komunita
je v souborech na samostatném radku, kde na zacatku je id komunity, které je nasledované id
Cisly uzla, které jsou oddéleny mezerou. Tyto soubory byly v kombinaci s prislusnym souborem

se siti vstupem pro CRank.

Slozka CRank Obsahuje soubory s vystupy CRanku. Jsou to soubory obsahujici ohodnoceni jed-
notlivych komunit mirami. Jména soubort obsahuji nazev sité, jejiz komunity byly hodnoceny,

a nazev metody jez byla k nalezeni komunit pouzita.

Slozka Statistiky Obsahuje ndmi vytvorené soubory, jez obsahuji statistiky komunit, které jsme
pouzily k vytvoreni grafi v prvni ¢asti prace. Jména soubort obsahuji nazev sité, které patri

komunity, kterych se statistiky tykaji, a metody, jez byla k nalezeni komunit pouzita.
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Script.R R skript, ktery nacte statistiky ze slozky Statistiky a vytvori grafy pouzité v ¢asti prace

zabyvajici se algoritmy detekce komunit.

Aplikace Graph generator

Obsahuje nami vytvorenou C# WinForms aplikaci, ktera je urcena ke konstrukci siti z vektorovych
dat. Aplikace vyuzivd C# dynamickou knihovnu LouvainSharp [23] napsanou Markusem Mobiem,

kterd implementuje Louvain metodu. Slozka obsahuje soubory a slozky:

Graph generator.exe Spustitelny soubor aplikace. Pro spusténi aplikace je vyzadovan operac¢ni

systém Windows ¢i nainstalovany Mono framework.
Graph generator.exe.config Konfigura¢ni soubor aplikace.

LouvainCommunityPL.dll Dynamicka knihovna s tfidami uréenymi pro nalezeni komunit po-

moci Louvain metody a vypocet modularity. Toto je soubor s knihovnou LouvainSharp.
LouvainCommunityPL.dll.config Konfigura¢ni soubor knihovny.
Navod k pouziti aplikace.txt Struc¢ny navod k pouziti aplikace.

Slozka Visual Studio projekt Obsahuje zdrojové kédy a soubory, z nichz byla sestavena apli-
kace. Obsahuje soubor Graph generator.sln, jez otevie projekt ve Visual Studiu. Je vyzado-
vano Visual Studio 2019 ¢i novéjsi. Ve Visual Studiu lze zdrojové kédy zkompilovat a aplikaci

sestavit.

Metody konstrukce siti z vektorovych dat

Tato slozka obsahuje data pouzitd béhem experimentu s metodami konstrukee siti (grafi) z vekto-

rovych dat (kapitola 9). Obsahuje soubory a slozky:

Slozka Datasety Obsahuje soubory s pouzitymi datasety. Soubory jsou pojmenované po datasetu,

ktery obsahuji. Ke kazdému datasetu je tam i jeho normalizovand verze.

Slozka Sité Obsahuje 4 podslozky, kde kazda je pojmenovana po jednom datasetu. Kazda tato
podslozka obsahuje soubory se sitémi vytvorené pro dany dataset. Soubory obsahuji jméno
pouzité podobnosti, jméno pouzité metody, prumérny stupen ziskané sité a pouzitou hodnotu
parametru metody. Kazd4 sit je zde uloZena dvakrat. Jednou je v csv souboru, obsahujici
standardni seznam hran sité, kde jeden radek je jedna hrana ve formatu uzell;uzel2;viha.
Podruhé je ulozena v gdf soubor, ktery lze oteviit pomoci néstroju pouzivanych k vizualizaci
siti, jako je naptiklad program Gephi. Kromé souboru se sitémi obsahuje kazda podslozka jesté

slozku Communities, kde jsou soubory obsahujici komunity pro kazdou sit (jsou pojmenované
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stejné jako sité akorat s com__ na zacdtku). Komunity jsou uloZeny ve stejném forméatu, jako

pfi experimentu s algoritmy detekce komunit.
Vlastnosti siti.xlsx Excel soubor, ktery obsahuje data o vlastnostech ziskanych siti.

Load datasets.R R skript pro nacteni dat ulozenych v souboru Vlastnosti siti.xslx nutnych pro

vytvoreni grafi.

Graphs.R R skript pro vytvoreni grafi pouzitych v Casti prace zabyvajici se metodami kon-
strukce siti z vektorovych dat. Pred jeho pouzitim je nutné nahrat data pomoci skriptu
Load datasets.R.

Aplikace Network quality

Obsahuje nami vytvorenou C# WinForms aplikaci, kterd je urcena k vypoctu hodnoty pravdépo-

dobnosti tcelové funkce (sekce 8.2). Slozka obsahuje soubory a slozky:

Network quality form.exe Spustitelny soubor aplikace. Pro spusténi aplikace je vyzadovan ope-

rac¢ni systém Windows ¢i nainstalovany Mono framework.

Network quality.dll Dynamicka knihovna s tridami reprezentujici sit potiebnych pro spusténi

aplikace.
Network quality form.exe.config Konfiguracni soubor aplikace.
Navod k pouziti aplikace.txt Stru¢ny navod k pouziti aplikace.

Slozka Visual Studio projekt Obsahuje zdrojové kédy a soubory, z nichz byla sestavena apli-
kace. Obsahuje soubor Network quality.sln, jez otevie projekt ve Visual Studiu. Je vyzado-
vano Visual Studio 2019 ¢i novéjsi. Ve Visual Studiu lze zdrojové kédy zkompilovat a aplikaci

sestavit.
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