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Z.0znam skratiek

FSM - Finite-state machine (kone¢no-stavovy automat)

ACO- Ant colony optimization (optimalizécia koléniou mravcov)
SACO — Simple Ant colony optimization algoritmus

AS — Ant System algoritmus

ACS — Ant Colony System algoritmus

MMAS - Max-Min Ant System algoritmus

FANT — Fast Ant System algoritmus

ANTS - Aproximated non-deterministic tree search algoritmus
ACO-MH - Ant Colony Optimization Meta-heuristika

AS-MH - Ant System Meta-heuristika

AP - Ant Programing meta-heuristika

HC-ACO - Hypercube ACO framework

TSP — Traveling Salesman problem (Problém obchodného cestujiceho)

MRTS - Memorized-Random-Tree-Search, algoritmus navrhnuty v ¢lanku [34]
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1. Analyza

1.1 Teodria automatov

Tedria automatov [7] je sucastou pocitacovej vedy. Svoje korene ma v dvadsiatom storoci a
vznikla potom, ¢o matematici zacali rozvijat' stroje, ktoré by mali napodobiiovat’ urcité
vlastnosti ¢loveka, vyhodnocovat’ vypocty spolahlivejSie a rychlejSie. Teoéria automatov sa
zaobera logikou vypoctu. Pocitacovi vedci st pomocou automatov schopni porozumiet’ tomu,
ako stroje pocitaji funkcie a rieSia problémy, a co je dolezitejSie dokézu vyjadrit’, co znamena
pre funkciu byt definovana ako vycislite'na a pre otdzku byt opisanéd ako rozhodnutel'na.

Automaty su abstraktné modely strojov, ktoré vykonavaji vypocty na zaklade vstupu
pohybom medzi sériou stavov alebo konfigurdcii. Obsahuji vstupy, vystupy a stavy. V
kazdom stave vypoctu, prechodova funkcia ur¢i nasledujici stav (konfiguraciu). Ked sa
vypocet dostane do akceptacného stavu (konfiguracie), akceptuje tento vstup.

Hlavnym cielom tedrie automatov je vyvinut metddy, ktorymi dokézu pocitaCovi
vedci opisat’ a analyzovat’ dynamické spravanie diskrétnych systémov, v ktorych su signaly
periodické. Spravanie tychto diskrétnych systémov je urené sposobom, akym je systém
konS$truovany.

Existuju Styri zdkladné rodiny automatov:

. Kone¢no-stavove automaty

. Zasobnikové automaty

. Linearne ohranic¢ené automaty
. Turingove stroje

Préca sa d’alej zameriava na kone¢no-stavové automaty.

1.1.1 Konecno-stavové automaty (FSM)

Konec¢no-stavovy automat (Finite-state machine, FSM) je matematicky vypoctovy model
pouZzivany pri navrhu pocitatovych programov a sekvenénych logickych obvodov. Stavovy
priestor kone€no-stavovych automatov je kone¢ny. FSM pozostava zo stavov, vstupov
a vystupov, pricom pocet stavov je fixny. FSM je abstraktny stroj, ktory sa méZe nachadzat
prave v jednom zo stavov. Stav, v ktorom sa v danom ¢ase nachddzame sa nazyva aktualny
stav. Po vykonani urcitej akcie alebo podmienky (po prijati vstupu) sa moze dany stav zmenit
aak je definovany, vyprodukuje sa vystup. To sa nazyva prechod. Jednotlivé FSM su
definované pomocou mnoziny stavov a spustacich podmienok pre jednotlivé prechody.



Zakladny FSM sa dé prirovnat’ k Turingovmu stroju, ktorého ¢itacia hlava sa pohybuje
len v jednom smere.

FSM nemaju taku vypoctovu silu, ako niektoré iné vypoctové modely, napr. Turingov stroj. Je
to sposobené tym, ze FSM maju limitovanu velkost' pamite, ktora je obmedzena poctom
stavov.

1.1.1.1 Historia konecno-stavovych automatov [4]

Historia toho, ako sa automaty stali ast'ou pocitacovej vedy, naznacuje Siroké spektrum ich
vyuzitia. Ako prvi sa zaoberali myslienkou kone¢no-stavovych automatov timy biologov,
psychologov, matematikov, inzinierov a prvi pocitacovi vedci. VSetci zdielali spolo¢ny
zdujem namodelovat’ T'udsky myslienkovy proces, ¢i uz v mozgu, alebo v pocitaci. Opis
kone¢ného automatu prezentovali ako prvi neurolég Warren McCulloch a Walter Pitts v roku
1943. Ich praca "A Logical Calculus Immanent in Nervous Activity" bola vyznamnym
prispevkom v oblasti neuronovych sieti, tedrie automatov, tedrie vypoctov a v kybernetike.

1.1.1.2 Logika kone¢no-stavovych automatov

Nasledujuci stav a vystup FSM st funkciou vstupu a aktualneho stavu. Logika FSM je na
obrazku 1.1. Koneéno-stavovy automat pozostava zo vstupnej pasky a &itacej hlavy. Citacia
hlava moZe byt umiestnena na jednom z koneéného podtu stavov. Cita slovo tym, Ze sa
postupne pohybuje po vstupnej paske a podla pre¢itanych znakov meni svoj stav. Stav po
docitani pasky rozhodne, ¢i je slovo dobré, alebo nie.

VSTUPY Vystupné

Obrazok 1.1: Logika kone¢no-stavového automatu

VYSTUPY

podmienky

>| Prechodové
N podmienky

1.1.1.3 Reprezentacia

FSM moézZe byt reprezentovany ako graf s kone¢nou mnozinou uzlov. Uzly predstavuji stavy.
Stav je popis pozicie systému, ktory ¢aka na to, aby sa vykonal prechod. Prechod je mnozina
akcii, ktoré sa maju vykonat’, ked’ je splnend podmienka, alebo ked’ nastane urcita udalost’.

Kazdy stav je reprezentovany kruhom a kazdy prechod je reprezentovany Sipkou.
Prechody su oznafené vstupom, ktory prechod sposobi, no mézu byt aj vystupom, ktory
prechod vyvola. Koneéno-stavové automaty mozu, no nemusia, mat’ vystup. Startovy stav je
oznaceny Sipkou smerujiicou do koreSpondujiiceho uzla (Obrazok 1.2).
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Obrazok 1.2: Zobrazenie Startového uzla

Akceptacny stav je vyjadreny dvojitou kruznicou (Obrazok 1.3). Neakceptaény
pomocou jednoduchej Ciary. Nie kazdy automat musi mat’ konecny stav, ataké automaty
mozu bezat’ navzdy.

Obrazok 1.3: Zobrazenie koncového uzla

Automat mdze byt reprezentovany ako na obrazku 1.4, kde S, a S; predstavuju stavy.
Sy je Startovy stav, S; je akceptacny stav. Prechod medzi stavmi je zobrazeny Sipkou z
jedného stavu do druhého. Prechody su popisané pomocou o/d, kde o je vstupny symbol a d
je vystupny symbol.

o/d

Obrazok 1.4: Zobrazenie reprezentacie automatu

Automat moZeme reprezentovat’ prechodovou tabulkou, ktord pre kazdy stav a vstup
zobrazuje nasledujlci stav a vystup. Vystupy st vicSinou umiestnené nalavo a oddelené od
vstupov, ktoré su napravo. Na obrdzku 1.5 je jednoduchy priklad, ktory je zobrazeny
v prechodovej tabul’ke ¢.1.1.

0 So Si null
1 So So null
0 S, So null
1 S, S, null

Tabul’ka 1.1: Prechodova tabul’ka pre automat na obrazku 1.5
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Obrazok 1.5: Priklad jednoduchého automatu

1.1.1.4 Optimalizacia konecno-stavovych automatov

Optimalizacia FSM znamend ndjdenie minimalneho poctu stavov, ktoré vykonaju rovnaku
funkciu. Najrychlejsi zndmy algoritmus, ktory optimalizuje FSM sa nazyva Hopcroft
minimization algorithm.

1.1.1.5 Rozdelenie kone¢no-stavovych automatov
Stavové automaty delime na prevodove, akceptacné, klasifikacné a sekvencné.

= Akceptacné produkuju binarny vystup s tym, ze povedia, ¢i bol vstup akceptovany
alebo nie. Kazdy stav moze byt akceptacny alebo neakceptacny. Ak je aktudlny
stav akceptacny, dany vstup je akceptovany, inak je zamietnuty.

= Klasifika¢né podobné akceptaénym produkuja jeden vystup, no maju viac ako dva
koncové stavy.

= Prechodové vygeneruji vystup zaloZzeny na vstupe astave pomocou akcii.
Pouzivaji sa na riadenie akcii a v pocitaCovej lingvistike. V riadeni aplikécii
rozliSujeme dva typy, a to Moorove automaty a Mealyho automaty.

= Sekven¢né su podtriedou vysSie uvedenych typov, ktorych vstupna abeceda
obsahuje jedno pismeno.

Kone¢no-stavové  automaty modzeme tiez rozdelit na  deterministické
a nedeterministické.

Deterministické

Pri deterministickych ma kazdy stav presne jeden prechod pre kazdy mozny vstup.
V nedeterministickom nemusi byt nevyhnutne v ur¢itom stave len jeden prechod pre dany
vstup, no prechod nemusi byt’ Ziaden. V praxi sa nedeterministicky automat da previest’ na
deterministicky.

e Matematicky model

Deterministicky stavovy automat (alebo akceptacny FSM) predstavuje pitica
(Z)S)SOI 6; F), kde

e X je vstupna abeceda (konecnd neprazdna mnozina symbolov)



e S je kone¢nd mnozina stavov (kone¢nd neprazdna mnozina stavov)

e 5, je pociatocny stav (prvok mnoziny S)

e § - prechodova funkcia § : § X ¥ — S (na zéklade stavu a symbolu zo
vstupnej abecedy vrati novy stav S) V nedeterministickom konecno-
stavovom automate to bude dané ako § : S X ¥ — P(S) ad vrati
mnozinu stavov.

e F — mnozina akceptaénych (koncovych) stavov, je to Tlubovolna
podmnozina S (aj prazdna)

e Konfiguracia

Konfiguracia deterministického kone¢ného automatu je dvojica (s,w) € S X T, kde w

je neprecitana Cast’ vstupného slova a s je aktudlny stav. Uddva jednoznaény opis
akcie, v ktorej sa automat v uréitom case nachddza. Na zaklade konfiguracie sa da
povedat” ako bude pokracovat’ vypocet.

e Krok vypoctu

Krok vypoctu hovori v akom stave sa bude automat A nachddzat’ v dalSom kroku
vypoctu, ak vieme, kde sa nachddza aktualne. Krok vypoctu deterministického
koneéného automatu je relacia +, definovana ako (s,av) +, (p,v) & p = §(s,a).
Pod vypoCtom sa rozumie akakol'vek postupnost’ na seba nadvézujucich krokov
vypoctu.

e Akceptovany jazyk

Jazyk akceptovany deterministickym kone¢no-stavovym automatom A je mnoZina
vSetkych slov, na ktoré existuje v automate A vypocet konciaci v akceptacnom stave.
Tento jazyk je definovany ako L(A) = {w |Tp € F:(sq,w) +H; (p, &)}

Nedeterministické

Zatial' ¢o pri deterministickom kone¢nom automate pre stav a korektny vstup existuje iba
jeden prechod, pri nedeterministickom pre dany vstup moéze existovat’ viacero prechodov.
Priklad na obrazku 1.6., kde pre stav S, existuje niekol’ko moznych prechodov.

0.1

-
&)

Obrazok 1.6: Priklad nedeterministického kone¢ného automatu



1.1.1.6 Vyuzitie

FSM st vyznamné v mnohych oblastiach. Casto sa pouzivaju pri navrhu poéitatovych
programov, ale aj v inzinierstve, bioldgii, poc¢itacovej vede, filozofii, lingvistike, matematike,
logike a inych vedach vd’aka ich schopnosti rozpoznat’ sekvencie.

Spravanie stavovych automatov sa dd pozorovat v mnohych pristrojoch, ktoré
vykondvaju preddefinovany sled ¢innosti, ktoré zavisia na sekvencii udalosti. Napr. vytahy,
semafory, kombina¢né zamky, ktoré vyzaduju aby bola zadana presnd kombinacia ¢isel.

Pomocou FSM mo6zeme modelovat’ vel'ké mnozstvo problémov, ako napriklad navrh
komunikaénych protokolov, navrh digitalnych systémov, popis pamitovych obvodov, v
kompilatoroch, modelovanie sprdvania aplikacii, rozdelovanie jazyka, vyskum umelej
inteligencie, pouzivaju sa na opis neuronovych systémov a v lingvistike na opis gramatik
a jazykov, na vyhl'adavanie v texte.



1.2 Kolonia mravcov

Mravce ziju v koloniach, v ktorych sa, v niektorych pripadoch, nachidzaju az milidny
jedincov. Patria medzi tzv. socidlny hmyz. Cudi vzdy fascinovalo spravanie rojov hmyzu,
a preto existuje a vznika mnozstvo $tudii, ktorych cielom je lepSie porozumiet’ a pochopit’
toto spravanie. Veda, ktora sa zaobera spravanim zivocichov sa nazyva etoldgia a za otca tejto
vedy sa povazuje Konrad Lorenz. Priekopnikom v tejto oblasti je vSak aj Eugéne Marais,
ktory vydal knihu ,,The Soul of the Ant (1937)* [8], kde detailne popisal jeho experimentalne
pokusy a vyskumy socidlneho spolo¢enstva termitov. Postupne sa dospelo k zaveru, ze medzi
mravcami (resp. termitmi) existuje ur¢ita forma nepriamej komunikacie. Komunikacia
existuje medzi jedincami navzijom, ale aj medzi jedincom a prostredim. Jean- Louis
Deneubourg [9] sa zaoberal Stadiou jedného zdruhov komunikicie, ato konkrétne
feroménovou komunikaciou. Na zdklade tejto Stadie bol vyvinuty a implementovany prvy
algoritmicky model hladania potravy [10]. Tato forma komunikicie bola skimand najmi
v koloniach mravcov. Jednotlivi jedinci socidlneho hmyzu st v podstate agenti, ktori reaguju
odpoved’ou (jednoduché zékladné akcia) na stimuly, ktoré prijimaju z prostredia.

Systém hladania potravy u mravcov inSpiroval mnoho algoritmov zaloZenych na
spravani mravcov, ktoré sa vyuzivaji najmé pri rieSeni optimalizacnych problémov. Prvym
spravanim, ktorym sa etologovia zaoberali bola schopnost mravcov najst’ najkratSiu cestu
medzi mraveniskom a zdrojom potravy. Z tychto stadii vznikol prvy algoritmicky model
vyvinuty Marcom Dorigom. Odvtedy vzniklo mnozstvo inych algoritmov inSpirovanych
spravanim mravcov pri hl'adani potravy.

Ako sa mravcom podari najst’ najkratSiu cestu od mraveniska k jedlu bez akéhokol'vek
viditeI'ného, centrdlneho koordinacného mechanizmu? Na =zaciatku je pohyb mravcov
nahodny a chaoticky, ked’ objavia jedlo, ich pohyb sa stdva Coraz viac organizovany a ¢im
d’alej tym viac mravcov nasleduje rovnakt najkratsiu trasu. Komunikacia prebieha pomocou
feromoénov. Ked” mravec lokalizuje potravu, cestou spdt’ do mraveniska zanecha na trase
feromon. Ostatné mravce hl'adajuce potravu sa rozhoduju, ktorou cestou sa vybrat’ na zaklade
feromoénovej hodnoty. Cesty s vy$Sou feromonovou hodnotou tak maju vysSiu Sancu na to,
aby boli mravcom zvolené. Cim viac mravcov dani trasu pouZije, tym viac je posilnena jej
vhodnost’, ked’Ze sa na nej nachadza viac feroménov, ¢o pritahuje stile viac mravcov.

Nepriama komunikdcia, kde mravce modifikuju svoje prostredie, aby ovplyvnili
spravanie ostatnych jedincov, sa nazyva ,,stigmergy*.

1.2.1 Binary bridge experiment

Denebourg [9] Studoval sprdvanie mravcov pri hladani potravy za ucelom ndajdenia
formalneho modelu, ktory by opisal ich spravanie. V jeho experimente je mravenisko
oddelené od jedla dvoma rovnako dlhymi mostmi. Na zaciatku tieto trasy neobsahuju Ziaden
feromon. V kone¢nom case si va¢Sina mravcov vyberie jednu trasu, aj napriek tomu, Ze ich



dizky sa rovnaké. Selekcia jednej z ciest je sposobena fluktuaciou (vykyvom) pri selekcii
cesty, ¢o sposobuje vysSiu koncentraciu na jednej z drah. Z tohto experimentu vznikol
jednoduchy formalny model, ktory charakterizuje vyber cesty. Pre tieto tcely sa predpoklada,
ze mravce zanechavaju rovnaké mnozstvo feroménu, a zZe tento feromoén sa nevyparuje. Nech
n,(t) a ng(t) predstavuji pocet mravcov na trase A a trase B v Case t. Pasteels [9] pokusne
dokazal, ze pravdepodobnost’, ze si mravec v d’alSom kroku v ¢ase t + 1 vyberie trasu 4, je
dand ako
(c + nu())°

(c+ na(®))*+ (c+ ng) ™

P(t+1)= =1-— Pg(t+1), (1.1)

kde c¢ wvycisluje stupenn atraktivity nepreskimanej hrany a « je tendencia pouzitia
feromoénového depozitu v rozhodovacom procese. Cim je o« vadsie, tym je vyssia
pravdepodobnost’, Ze nasledujuci mravec bude nasledovat cestu s vySSou feromonovou
koncentraciou (aj ked’ je rozdiel len maly).

Experiment rozsiril Goss [11]. Zmena bola v tom, ze jedna z hrdn bola dlhSia ako
druha. Na zaciatku sa hrany vyberaji nahodne a po¢et mravcov na oboch cestach je priblizne
rovnaky. Postupom Casu stale viac mravcov nasleduje kratSiu cestu. Selekcia sa priklana ku
kratSej ceste, ked’ze sa mravce, ktoré kratSiu cestu pouziju vratia do mraveniska skor. KratSia
cesta je tym padom ,,zosilnenad* skor.

Goss [11] dokazal, ze pravdepodobnost’ selekcie kratsej cesty sa zvysuje s dizkovym
rozdielom medzi dvoma cestami. To sa nazyva tiez ,,differential path lenght effect* popisany
Dorigom.

Hoci cela skupina mravcov vykazuje komplexné adaptivne spravanie, jeden mravec
ma jednoduché spravanie. Mravca mdézeme vidiet ako agenta, ktory na stimuly reaguje
odpovedou. Mravec skiima feromonovi koncentraciu a vykona akciu zaloZzeni na
feromonovom stimule.

1.2.2 Druhy optimalizacii koloniou mravcov

1.2.2.1 SACO (simple ACO)

SACO [12,13] je algoritmicka implementicia double bridge experimentu spomenutého
v kapitole 1.2.1. Zakladny problém najdenia najkratSej cesty je reprezentovany grafom,
G = (V,E), kde V je mnozina vrcholov a E je matica, ktord reprezentuje spoje medzi
vrcholmi. Dizka, ktord mravec prejde sa uréi ako pocet hran, ktoré mravec prejde na ceste do
cielového uzla. VSetky mravce st na zaciatku umiestnené v zdrojovom uzle. V kazdej iteracii,
kazdy mravec inkrementalne vytvara cestu do cielového uzla. Kazdy mravec teda v kazdej
iteracii musi urobit’ rozhodnutie, v ktorom ur¢i kam sa presunie. Ak sa mravec nachadza vo
vrchole i, nasledujuci uzol je NF sa ur¢i na zéklade pravdepodobnosti



T (t
k #(2 ak] € Nik
pij(t) = ZjeNl-k 756 , (1.2)

0 ak j & Nf

kde N/ je mnoZina vrcholov, ktoré su s vrcholom i spojené hranou. o je konstanta, ktora sa
vyuziva na zosilnenie vplyvu feromonovej koncentracie.

Ked vsetky mravce skonStruuji kompletnu cestu do koncového vrcholu, kazdy
z mravcov deterministicky zrekonstruuje svoju cestu do zdrojového vrcholu a zanechd na nej
feromoénoviu hodnotu,

1
A’L'lkj(t) = Lk—(t), (1.3)

kde L¥(t) je dizka cesty skonitruovanej danym mravcom k v dase t. Nova feromonova
hodnota na hrane (ij) je

Tyt + 1) = (0 + ) k(o) (1.4)
k=1

kde n; je pocet mravcov.

Prvé experimenty na Binary bridge probléme ukazali, Ze mravce rapidne konverguji

k jednému rieSeniu a venuji len malo casu preskumaniu alternativnych ciest. Na to, aby sa

tomu zamedzilo a rieSenie neskoncilo len v lokalnom optime, bolo umoznené, aby sa intenzita
%6

feroménu na trase mohla ,vyparovat*, eSte kym bude hodnota posilnenda novo
skonStruovanymi cestami mravcov. Pre kazda hranu

735 (t) « (1 — p)7y;(0), (1.5)

kde p patri do intervalu [0,1] a Specifikuje intenzitu akou sa feromony vyparuju. Pre p =1 je
hl'adanie ndhodné.

1.2.2.2 Early Ant algoritmy

St vylepSenim algoritmu SACO implementaciou jednoduchych zmien. Je pridana heuristicka
informéacia na urCenie pravdepodobnosti selektovania cesty. Obsahuje pamit, aby sa
zamedzilo cyklom ainé pravidla feromoénovej aktualizacie s pouZzitim lokalnych alebo
globalnych informéacii z prostredia.

Ant system (AS)

Bol vytvoreny Dorigom [10] a pomenovany ako Ant system [14]. ZlepSuje SACO zmenou
uréenia pravdepodobnosti p{‘j, tak aby obsahovala heuristicki informaciu, a taktiez bol



pridany tabu list. Pravdepodobnost’ toho, Ze sa mravec presunie z vrcholu i do vrchola j je
dana ako

& () nl(t
k (7 n,()ﬁ akj € N¥
pi5(t) = ZjENik(t) i (t) 1;; () ) (1.6)
Lo ak j & Nf

kde n;; reprezentuje a posteriori u€innost pohybu z vrcholu i do vrcholu j vypocitani na

zéklade urcitych heuristik. 7;; predstavuje koncentraciu feroménu a indikuje aké vyhodné

bolo v minulosti spravit’ pohyb z vrcholu i do j.

Vyparovanie sa robi rovnako ako v SACO. Feroménova hodnota sa aktualizuje na
zéklade

Tl'j (t + 1) = Tl']'(t) + ATl']'(t), (17)
kde
At;i(t) = ATE(L), (1.8)
] kzzl ]

kde Arf‘j (t) je mnozstvo feromonu zanechaného mravcom k na trase (i, j) v Case t. Celkovo

boli vyvinuté tri verzie AS, ktoré sa liSia v sposobe vypocitania AT{‘J-.

1. Ant-cycle AS:

Q
Atfi(t) = [f(x"(t))
0

ak sa hrana (i, j) € x*(t) (1.9)

inak

Vysledok je nepriamo umerny kvalite f (xk(t)) kompletnej cesty skonStruovanej

mravcom. @ je pozitivna konStanta.

2. Ant-density AS:

At (1) = { Q aksahrana (i,j) € x.k(t) (1.10)
0 inak
3. Ant-quantity AS:
. 2 ak sa hrana (i,j) € x*(t)
wek =1, : (1.11)

0 inak

d;; mOZe reprezentovat’ dizku hrany (i, j).
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Ant Colony System (ACS)

Bol vyvinuty Gambardelom a Dorigom na zlepSenie vykonu AS [14]. Od AS sa liSi v §tyroch
aspektoch.

e Iné prechodové pravidlo

e Iné pravidlo na aktualizaciu feromonovej hodnoty

e Lokalna aktualizacia feroménovej hodnoty

e List kandidatov pouzity na podporu Specifickych uzlov

Prechodové pravidlo bolo navrhnuté tak aby vyvazovalo pomer skimania grafu
arozvijania ziskanych najlepSich rieSeni. Mravec k, ktory sa nachadza v uzle isi vyberie
nasledujicu hranu j pouZzitim pravidla

ﬁ .
j= {argmaxuewgf(t){fiu(t)”iu(t)} ifr=mn (1.12)
] ifr>r,

kde r~U(0,1) a 1y € [0,1] je parameter Specifikovany pouzivatelom. J € NX(t) je uzol
nahodne vybrany na zéklade pravdepodobnosti

e wOno
P Y T® 12O ()

Globalna aktualizacia feromoénovej hodnoty: Na rozdiel od AS iba globalne najlepsi
jedinec (ten, ktory zostrojil najkrat$iu cestu x*(t)) ma pravo ovplyvnit' feroménova
koncentraciu na koreSpondujicej najlepSej ceste. Feromonova hodnota sa aktualizuje na
zéklade globalneho aktualizacného pravidla

7t + 1) = (1 — p)7y;(8) + prAty(D), (1.14)
kde
K _Q ak (i,j) € x*(t)
At () = 1f(x* (1)) (1.15)
0 inak
Lokalna aktualizécia feroménovej hodnoty:
7;;(6) = (1 — p2)7;5(t) + pa 70, (1.16)

kde p, € (0,1) a 74 je mala pozitivna konStanta.
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Max-Min Ant System (MMAS)

Ukazalo sa, ze AS predc¢asne stagnuje pri komplexnych problémoch. Stagnicia znamena, ze
vsetky mravce prechddzaju po rovnakej ceste. Stane sa, Ze mravce preskumaju iba mala Cast’
svojho okolia a rapidne zacnu vyuzivat' len cestu s najvyssou feroménovou koncentraciou.
MMAS [15,16] predstavili Stiitzle a Hoss. Hlavnou zmenou oproti AS je, ze feromdénova
intenzita je obmedzena intervalom. Dalsi rozdiel je, e iba ten najlepsi mravec modze
feromonovi hodnotu ovplyvnit. Na zacdiatku su feromdény nastavené na najvys$iu mozni
hranicu a potom sa pouZzije mechanizmus, ktory feromény uhladzuje.

Globalna aktualizacia feromonovej hodnoty je rovnaka ako pri ACS.

Ant-Q

Jedna sa o variant ACS vyvinuty Dorigom a Cambardellom [17], v ktorom je lokdlne
aktualizacné pravidlo inSpirované Q-learning. Myslienka feroménov je nahradena Ant-Q
hodnotou. Cielom Ant-Q je nauc¢it AQ-hodnoty tym, Ze sa preferuje preskimanie dobrych
rieSeni.

Fast Ant System (FANT)

Vyvinuty Taillardom a Gambardelom [18] na rieSenie Specifickych kvadratickych
priradovacich problémov. Rozdielom oproti predoSlym zmienenym algoritmom je, ze FANT
pouziva iba jedného mravca. To znizuje vypoctovu zlozitost'. Pri vypocte pravdepodobnosti
pohybu zido j sa pouziva rovnaky vzorec ako pri AS, stym, Zze [ = 0. Aktualizicia
feroménu je dand ako

T (t + 1) = 755(t) + wy AT (8) + wo AT (), (1.17)

kde w; a w, st parametre vyjadrujuce relativny vplyv aktualneho rieSenia v Case ¢ a celkovo
najlepSieho rieSenia.

sty = HEDEXO (1.18)
a
Aty () = { (1) ak (&./) em’z(lf), (1.19)

kde X¥(t) a X(t) su najlepSia cesta najdena v Case t a globalne najlepSia cesta ndjdena od
zacCiatku vyhl'addvania.
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Antabu

Roux [19] a Kaji [20] pozmenili AS pridanim lokdlneho vyhl'ad4vania s pouzitim tabu search
na to, aby dosiahli vylepSenie rieSeni ndjdenych po kazdej iteracii.
Kazdy mravec aktualizuje feroménova hodnotu pomocou pouzitim

T--(t+1)=(1—p)‘[--(t)+< —
7 ! f(xk(®) f®)
kde f(x~(t)) je cena najhorsieho doteraz zniameho rieenia, f(£(t)) je cena najlepsieho
doteraz zndmeho rieSenia a f (xk(t)) je cena rieSenia mravca k. Vypocet sa pouzije pre

kazdého mravca k pre kazdt hranu (i,j) € x*(t).

AS —rank

Modifikacia AS predstavena Bullnheimerom [21], ktord umoziuje len najlepSiemu mravcovi
aktualizaciu feromodnovej koncentracie na hranach najlepSej globalnej trasy. Vyuziva
elitistickych mravcov a umoziuje aktualizicie feromonovej hodnoty na zéklade zoradenia
mravcov podla ich uspesnosti. Globalne optimaliza¢né pravidlo je dané ako

7;;(t + 1) = (1 — p) 75(t) + n ATy () + At (¢), (1.21)

kde n, je pocet elitistickych mravcov a

Q

At;(t) = RO

(1.22)

kde X(t) je dosial’ najlepSia skonstruovana cesta.

PouZijeme n® najlepsich mravcov a n*

ako f(x1(t)) < f(x2()) < - < Fx™ (1)), potom

mravcov je zoradenych podl'a ziskanej fitnes hodnoty

At (t) = ) ATE(D), (1.23)
] kZl ]
kde
(ne - k) * Q
Ar{‘j(t) = { f(xk(t) ak (i,)) € x*(¢t). (1.24)
0 inak
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Aproximated non-deterministic tree search (ANTS)

Bol vyvinuty Maniezzom a Carbonarom [22] ako rozsirenie AS. Od AS sa odliSuje v uréovani
pravdepodobnosti presunu, v globdlnom aktualizaénom pravidle a pristupe na vyhnutie sa
stagnacii. Feromonové intenzity sa zmenia, az ked’ svoju cestu vytvoria vSetky mravce.
Pravdepodobnost’ prechodu je dand vztahom

Ol'l'ij(t) + (1 - a’)T]l']' .
P =1 T cntn (@Tu®) + (1= (D) akj ENED) (4 oey
0 inak

kde mnozina NJ obsahuje vSetky mozné prechody z aktualneho uzla i. Intenzity feromoénov sa
aktualizuju, ked’ vSetky mravce svoje cesty ukoncia. Pri vypocte feromonovej intenzity sa
pouzivaju vzorce (1.5) a (1.8), ale

(1.26)

s = (1 L9

fH)—¢€

kde f (xk(t)) je cena cesty x*(t) mravca kv iteracii 7. f(t) je pohyblivy priemer ceny

poslednych najdenych i, globalne najlepSich rieseni. € je spodnd hranica ceny optimalneho
rieSenia.

1.2.3 Charakteristiky ACO algoritmov

ACO algoritmy st vSeobecne stochastické prehl'addvacie algoritmy zaloZené na populacii.
Pouzivaju sa na rieSenie Specifickych kombinacnych problémov, ktoré su charakterizované
nasledovne:

e prehl'addvany priestor je diskrétny (aj ked’ uz boli vyvinuté aj ACO algoritmy pre
spojité prehl'adavacie priestory)

e existuje mnozina ukoncovacich ohranic¢eni

e rieSenie je zvyc€ajne usporiadand postupnost’ komponentov

e ohodnocovacia funkcia kazdému riesSeniu dokéaze priradit’ hodnotu

¢ je kone¢nd mnozina komponentov

¢ je kone¢nd mnoZzina moZnych prechodov medzi komponentmi

e je kone¢nd mnoZzina usporiadani komponentov

Ciel'om optimalizaéného algoritmu je vytvorit pripustni postupnost’ komponentov,
tak, aby hodnota ohodnocovacej funkcie bola ¢o najlepsia.

ACO vyzaduje, aby problém, ktory riesi, bol reprezentovany grafom, ktory pozostava
z kone¢nej mnoziny uzlov a prepojeni medzi nimi. Kazdy uzol predstavuje jeden komponent
a ich prepojenie znamend prechod z jedného uzla do dalSieho. Kazdy prechod (prepojenie)
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ma priradent hodnotu. Cielom ACO je najst’ najmenej nadkladni cestu v grafe. Skonstruovana
cesta predstavuje sériu komponentov. Cesta sa vytvara inkrementalne.

Kolonia mravcov sa vyuziva na paralelné hladanie rdéznych rieSeni. Mravce

prechddzaju graf a kazdy z nich inkrementalne buduje rieSenie, pricom pouzivaji lokélne
informacie vo forme feromonového depozitu a heuristicki informéciu, pomocou ktorej sa
rozhoduju, ktort hranu navstivia. Mravce tiez modifikuju koncentraciu feromoénov na kazdej
hrane ich cesty, ¢o umoznuje kooperaciu medzi mravcami. Na to, aby bola vytvorena
optimalna cesta, mravce maju tieto vlastnosti a charakteristiky:

Mravec ma pamit, aby si ulozil informacie o jeho vytvorenej ceste. Pouziva sa
najmd na to, aby sa dodrzali obmedzenia a mravec nenavstivil rovnaky uzol viac
krat. Pamdt sa tieZ vyuziva pri ovplyviiovani feroménovej hodnoty hran tejto
cesty.

Kazdy mravec si pre novy stav ur¢i moznych susedov. Obsahuje tie uzly, pre ktoré
je definovana hrana z aktualneho uzla.

Kazdému mravcovi je dany inicializa¢ny stav, ktory koresponduje Startovaciemu
uzlu. Mravce sa mozu do grafu umiestnit’ ndhodne alebo deterministicky.

Kazdému mravcovi je priradend jedna alebo viac ukoncovacich podmienok. Méze
obsahovat’ napriklad maximalny pocet uzlov, cielovy uzol, akceptovatelné
rieSenie alebo ukoncenie pri stagnacii.

Kazdy mravec pouziva pravdepodobnostné prechodové pravidlo pri vybere nového
uzla z mnoZiny susednych uzlov.

Kazdy mravec ma moznost’ upravit koncentraciu feroménov na hranéach, ktoré
navstivil.

ACO algoritmy maju vSeobecne viacero komponentov. Tymi st kolonia mravcov,

mechanizmus na generovanie a aktivovanie mravcov, mechanizmus vyparovania feromonov,
ukoncovacie podmienky, ,,daemon* akcie (akcie, ktor¢ nemdézu byt vykonané jednym

mravcom).

Na to aby mohli mravce zostavit’ cestu si potrebné tieto komponenty:

Prechodové pravidlo (rozhodnutie o nasledujiicom stave)

Priama aktualizacia feromonov, pozndme 2 typy. Priama postupnd aktualizicia
feromonov (lokalna aktualizacia) a priama oneskorena aktualizicia (globalna
aktualizacia).

Na zéklade tejto charakteristiky vzniklo niekol'ko r6znych ACO algoritmov, ktoré sa

liSia v prechodovych pravidlach, vo feromoénovej aktualizécii, ¢i v implementacii ,,daemon

akcii.
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1.2.4 VSeobecny Framework

1.2.4.1 Ant Colony Optimization Meta-heuristika (ACO-MH)

Bola vytvorena Dorigom a Di Carom [12,23] a predstavovala jeden z prvych frameworkov
pre ACO algoritmy. ACO algoritmy st réznymi inStanciami ACO-MH.

Obsahuje tri hlavné komponenty ACO algoritmu a to generdciu mravcov a aktivaciu,
vyparovanie feromonov, “daemon” akcie (su nepovinné), bez toho, aby hovorila o detailoch
ako ich vykonat.

1.2.4.2 Ant System Meta-heuristika (AS-MH)

Bola vytvorena Taillardom [24] a je podobna ACO-MH. Hlavnym rozdielom je, Ze AS-MH
obsahuje explicitntl referenciu na proces kral'ovnej. Proces kralovnej sa pouziva v analogii s
redlnymi koléniami mravcov, kde ma kral'ovna rolu koordinatora pri produkcii optimalneho
mnozstva mravcov na vykonavanie urcitych uloh (napr. ochrana, hl'adanie potravy). Bez
kralovnej by kolonia zlyhala.

Je zaloZzend na predpoklade, Ze spravanie mravca moze byt popisané mnozinou
procesov, ktoré spolupracuju pomocou spolo¢nej paméte, vo forme feroménovych depozitov.
Obsahuje 2 procesy:

e Proces mravcov — skonStruovanie rieSenia. Proces kazdého mravca skonstruuje
nejaké rieSenie s pouzitim akcie pseudondhodného proporciondlneho vyberu na
urcenie nasledujiiceho uzla. Po skonStruovani rieSenia sa vykona zodpovedajici
lokélny prehl'adavaci algoritmus, ktory vylepsi rieSenie. Toto rieSenie sa ndsledne
vrati do procesu kralovne;j.

e Proces kralovnej — koordinécia konstrukcie rieSeni. VSetky feroménové hodnoty
sa inicializuji na maximdlnu moznu hodnotu 7,,,,, po ¢om sa aktivuju procesy
mravcov. Kazdy proces mravca vrati rieSenie a aktualizuje sa pamét’. To nasleduje
po prvej aplikacii vyparovania feromoénov, po ktorom sa globalne najlepSie
rieSenie pouzije na ovplyvnenie feroménov. Napokon sa proces kralovnej uisti, Ze
vsetky feromonové hodnoty ostali v intervale [T,,in, Tmax]-

AS-MH tak ako ju uviedol Taillard prirad’uje vSetku zodpovednost’ za aktualizaciu
kolektivnej pamite vyhradne procesom kralovne;.

1.2.4.3 Ant Programing (AP)

Metdda bola neddvno Specifikovand Birattarim [25]. Charakterizuje ¢rty ACO pomocou
formalnej matematiky pre jednoduchSiu teoretickil analyzu. Je definovanad pre Specificki
triedu optimalizacnych problémov, menovite pre diskrétne problémy (problémy najkratsej
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cesty). AP vyzaduje aby bol optimalizaény problém definovany ako viacstupiiovy
rozhodovaci proces, podobne ako v dynamickom programovani. InStancie AP predstavuju
iterativny algoritmus.

1.2.4.4 Hypercube ACO framework (HC-ACO)

HC-ACO [26] bol navrhnuty pre kombinacné optimalizaéné problémy, ktorych rieSenia su
kédované bindrne. Feromény su v tomto pripade asociované s uzlami, nie s hranami.

1.2.5 Aplikicie ACO

Prvy ACO algoritmus AS bol vyvinuty na rieSenie klasického problému obchodného
cestujuceho. Odvtedy bol ACO algoritmus pouZity na rieSenie Sirokej Skaly roznych
optimalizaénych problémov, najmé diskrétnych optimaliza¢nych problémov. Optimaliza¢né
problémy zahfiaju klasické problémy, ako kvadratické priradenie, planovanie prace, problém
podmnozin, ale aj realne problémy zo zivota ako smerovanie v sieti, riadenie dopravy,
dolovanie dat, bioinformatika a mnohé iné. Zatial’ ¢o ACO algoritmy boli vyvijané najmi na
rieSenie diskrétnych optimalizatnych problémov, varianty algoritmu boli vyvinuté aj na
rieSenie spojitych optimalizacnych problémov ako aproximacia funkcii, uenie neuré6novych
sieti a lokalizovanie optima spojitych funkcii.

1.2.5.1 Diskrétne optimaliza¢né problémy:

Problémy usporiadania

ACO sa mbze pouzit’ na rieSenie problémov, kde rieSenie je definované Specifickym
poradim komponentov. Patria sem problémy optimalizacie cesty (napr. TSP), problém
riadenia dopravy, planovanie prace, problém najkratSej spolo¢nej sekvencie, alokacia
zdrojov v komunikaénych sietach, zostrojenie evolu¢ného stromu, zostavenie DNA
fragmentu a pod.

Problémy priradenia

Zahtnaju tie optimaliza¢né problémy, kde cielom je priradit’ hodnoty ku konecnej
mnozine premennych tak, ze dana vyhodnocovacia funkcia je optimalizovana. Patria
sem problémy ako segmentécia obrazkov, tréning neurénovych sieti, ndvrh obvodov,
priradenie frekvencie a pod.

Problémy podmnozin

Problémy podmnozin sa podstatne liSia od problémov usporiadania a priradenia. Ich
cielom je vybrat’ najlepSiu podmnozinu ng; zn poloziek, kde n > n,. Dané redlne
funkcie su optimalizované a obmedzenia nie si porusené. Nie je tu koncepcia cesty.
Ciastkové riesenie neobsahuje Ziadnu postupnost komponentov. Komponent, ktory
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bude zvoleny ako d’al$i nie je ovplyvneny tym, ktory bol zvoleny ako posledny do
Ciastkového rieSenia. RieSenia nemusia byt rovnakej velkosti. Prikladom problémov
podmnozin su problémy batohu a problémy , Hitting-set*.

Problémy zoskupovania

Ciel'om problémov zoskupovania je rozdelit’ mnozinu poloziek do niekol’kych skupin
tak, aby dand ohodnocovacia funkcia bola optimalizovand a obmedzenia neboli
porusené. Pouziva sa napriklad na problém ofarbovania grafu, klastrovanie dat,
alebo problém ,,Bin packing*.



1.3 Problém hPadania jedla (Food trail problem)

K zndmym optimalizatnym problémom patri Gloha navigacie agenta, s cielom najst’ co
najviac kusov potravy leZiacej pozdi nepravidelnej cesty. Problém hPadania potravy je
povazovany za zakladny problém na testovanie vykonu evolu¢nych algoritmov. Hrad sa na
toroidalnej mriezke velkosti 32 x 32, na ktorej sa nachddza 89 kuskov potravy (jabik),
rozmiestnenych pozdiz uréitej cesty, v jednotlivych bunkach mriezky. Cielom je najst’ takého
agenta v hre, ktory kuskov potravy ndjde ¢o najviac.

Na zaciatku hry je agent umiestneny v l'avom hornom rohu a pozera na vychod, jeho
koordinaty su (0,0). Agent dokéze urcit, ¢i nasledujica bunka obsahuje jedlo alebo nie.
V kazdom kroku méze ist’ agent vpravo, vl'avo, alebo sa pohnut’ vpred.

Mriezka, cesta, pozicia agenta na zaciatku hry pre Santa Fe problém je zobrazend na
obrazku 1.7, kde Cierne Stvorce indikuju jedlo, biele st prazdne a sivé zobrazuju cestu agenta.
Pri testovani bude vyskasany aj test pre problém John Muir Food Trail, ktory je zobrazeny na
obrazku 1.8.

Start [T TTT1]

Obrazok 1.7: Priklad Santa Fe — (Chivilikhin, 2013, (s. 531) [29])
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Start

Obrazok 1.8: Priklad John Muir Food trail problem (Chivilikhin, 2012, (s. 274) [1])



2.Suvisiace prace

Problematika vytvarania kone¢no-stavovych automatov pre dani ucelovi funkciu vyvolala
zaujem viacerych odbornikov. V mojej praci sa budem zameriavat’ najmd na algoritmus
vytvoreny v ¢lanku [1], ktorého autormi st Daniil Chivilikhin a Vladimir Ulyantsev. V casti
2.1 je rozobraté toto rieSenie podrobnejsie. V cCasti 2.2 st popisané iné pristupy k rieSeniu
ucenia kone¢no-stavovych automatov. V Casti 2.3 st popisané iné pristupy na rieSenie
problému ,,John Muir Food Trail Problem™ a v Casti 2.4 st spomenuté diskrétne problémy,
ktoré boli rieSené pomocou kolonie mravcov.

2.1 Povodné rieSenie

V ¢lanku [1] bola uvedend Uplne nova metdda na u€enie kone¢no-stavovych automatov s
pouzitim Specifickej hodnoty danej fitnes funkcie, ktora je zalozena na optimalizacii koloniou
mravcov a na grafove] reprezentacii prehladavaného priestoru. Cielom algoritmu je
maximalizovat’ danu fitnes funkciu, ktora je definovand na mnozine vSetkych konecno-
stavovych automatov s danymi parametrami.

Optimalizany problém je sformulovany nasledovne: Nech je dany pocet stavov N,
mnozina udalosti ), mnozina akcii A, ktoré tvoria konecno-stavovy automat, s danou
cielovou hodnotou fitnes funkcie f.

Bola vytvorena heuristickd metoda lokalneho prehl’'addvania so zameranim na ucenie
kone¢no-stavového automatu pre danu fitnes funkciu, zaloZend na optimalizacii koloniou
mravcov (Ant Colony Optimization - ACO). Efektivnost’ rieSenia bola porovnavana
s vysledkami genetického algoritmu a test bol zrealizovany na ,John Muir food trial
problem®, popisanom v Casti 1.3. Novo vytvorend metdda prekonala vysledky ziskané
pomocou genetického algoritmu alebo fungovala rovnako dobre.

V castiach 2.1.1 az 2.1.7 sa praca venuje jednotlivym castiam algoritmu [1] a rozobera
ich podrobnejsie.

2.1.1 Reprezentacia prehPadavaného priestoru

MnoZina konecno-stavovych automatov s danymi Specifickymi parametrami reprezentuje
prehladdvany priestor algoritmu [1]. Prehladdavany priestor je reprezentovany formou
orientované¢ho grafu G a plati, Ze uzly grafu G predstavuji kone¢no-stavové automaty a hrany,
ktorymi st uzly (kone€no-stavové automaty) prepojené predstavujii drobni zmenu (mutaciu)
v §trukture automatu. Pre kazd( dvojicu kone¢no-stavovych automatov A4;, A4,
a kore$pondujiicu dvojicu vrcholov u a v, existuje cesta v grafe G z u do v a zaroven aj z v do
u, pokial je mozné odvodenie konecno-stavového automatu A; z automatu A, pomocou
jednej mutécie a tieZ naopak. Mutacie si popisané v Casti 2.1.3.
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2.1.2 KonStrukcia cesty

Agent (mravec) si vybera cesty v grafe a do hran grafu vklad4d feroménové hodnoty, kym sa
nedosiahne stagnacia. RieSenie stagnacie je popisané v ¢asti 2.1.6.

V prvom kroku sa vybera uzol, z ktorého kazdy agent zacina vytvarat’ svoju cestu. Ak
je graf prazdny, ndhodne sa vygeneruje pociato¢né riesenie a vSetky mravce st umiestnené do
uzla spojeného s tymto rieSenim. Nahodné prvotné rieSenie je ziskané nahodnym definovanim
prechodovej funkcie kone¢no-stavového automatu s ur€itym poctom stavov. V pripade, Ze
pocet hran grafu je vyssi ako nula, Startovaci uzol pre mravce je vybrany ndhodne z mnoZiny
vSetkych uzlov v najlepSej ceste (drdha prejdena urCitym mravcom, ktord vedie k doteraz
najlepSiemu ziskanému rieSeniu, a teda draha s najvy$Sou hodnotou ucelove;j fitnes funkcie).
Nasledne mravce vytvaraju svoju cestu tymito sposobmi:

e Expanzia prehl'addvaného priestoru: s pravdepodobnostou danou p,,., mravec
vytvara N,,,; novych hran, muticiami hrany, v ktorej sa aktualne nachadza.
Postup vytvarania mutacii je blizSie popisany v ¢asti 2.1.3. Po vytvoreni vSetkych
mutacii si mravec vyberie ten najlep$i (vzhladom na fitnes hodnotu) novo
skonstruovany uzol v a presunie sa do tohto uzla.

e Stochasticky vyber cesty: S pravdepodobnostou 1 — p,.,, mravec stochasticky
vybera niektorého z nasledovnikov N, hrany x, v ktorej sa aktualne nachadza, a to
na zaklade ich feromoénovych hodnot. Vyber nasledujicej hrany je popisany v Casti
2.1.5.

Ked’ sa mravec nachadza v takej hrane, ktord nema Ziadnych nasledovnikov, dochadza

ku vytvoreniu novych hran (expanzii prehl'adavaného priestoru) s pravdepodobnost’ou rovnou
1.

2.1.3 Mutacia FSM

Pokial' sa mravec nachadza v uzle, ktory nema nasledovnikov, vytvara N,,,, mutécii uzla,
v ktorom sa nachadza. S pravdepodobnostou pe, mravec, ktory sa nachadza vo vrchole,
ktory ma nasledovnikov vytvara novych N,,,,, mutécii aktudlneho stavu. Aktudlne su v rieSeni
pouZité tieto druhy mutécii:

e Mutéicia prechodu koncového stavu: Zvoleny je ndhodne jeden z prechodov
prechodovej tabulky. Nasledne je tento prechod zameneny za iny prechod z mnoziny
stavov.

e Mutécia akcie: Zvolena je ndhodne jedna z akcii v prechodovej tabul’ke a je nahradena
inou akciou z mnoziny {M,R,L}.
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Mutacia kone¢no-stavového automatu sa vykond nasledovne:

e Vytvorenie mutacie kone¢no-stavového automatu A ytated-

e Nijdenie uzla ¢ v grafe G, ktory je prepojeny s Aputatea- Ak graf G takyto uzol
neobsahuje bude takyto uzol vytvoreny a prepojeny s Aputated-

e Pridanie hrany (u, t) do G.

2.1.4 Vypocet Fitnes FSM

Je dané, Ze mravec ma ndjst’ rieSenie v menej ako S,,,, (v algoritme [1] je S;q, = 200)
krokoch. Vzorec na vypocet fitnes je dany ako:

S — Spast — 1
Fitness(FSMy) = Ngpples + max last - (2.1)

Sm ax

kde FSM4 je konecno-stavovy automat, ktorému urCujeme jeho fitnes hodnotu. 7gppes je
podet jablk, ktoré boli danym koneéno-stavovym automatom nazbierané a S, je pocet
krokov, za ktoré sme dospeli k danému rieSeniu (respektive bol zjedeny posledny kusok jedla)
a Spax J€ maximalny pocet krokov, ktoré davame algoritmu na to, aby zjedol toto jedlo
(v pdvodnom rieseni to bolo 200 krokov).

2.1.5 Vyber nasledujucej hrany

Pokial’ pri konStrukcii cesty ddjde k stochastickému vyberu hrany, mravec stochasticky
vybera jedného zo svojich nasledovnikov. Samotné hrany maji pravdepodobnost vyberu

danu formulou:
B

a
Tuv * nuv

Puv = B’ (2-2)

a
E:M/EAQLIHUN * Myw

kde v€N, aa,B €[0,1]. V tomto algoritme st vSetky hrany rovnako dlhé a preto n,,,
neovplyvni vyber cesty, f neovplyvni vyber cesty a a je vzdy rovna 1.

2.1.6 Aktualizacia feromonovej hodnoty

best
5] >
feromonovu hodnotu, ktord bola kedy zanechana na hrane (i,j). Pre jej urCenie sa pre kazdu
cestu, ktort mravce vytvorili, vezme ,,pod-cesta” od pociato¢ného uzla az po uzol, ktory
best
ij
ktora sa nachadza na tejto ,,pod-ceste”. Nasledne sa pocita feromoénova hodnota pre kazda
hranu (i,j) grafu G podla formuly:

Hrany (i,j) grafu G disponuju feroménovou hodnotou 7 ktord predstavuje najvyssiu

ziskal najlepSiu hodnotu fitnes na tejto ceste. Hodnoty sa aktualizuji pre kazdu hranu,

Tij = (1 - p)Tij + ATl-bjeSt (23)
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kde p € [0,1] predstavuje stupenl odparovania.

2.1.7 RieSenie stagnacie algoritmu

Aby pri vykondvani algoritmu nedochadzalo k stagnacii, su dané dve ukoncovacie
podmienky, priCom prva podmienka je Specifickd pre kazdého mravca zvlast a druha je dana
pre celi generdciu mravcov v jednej itercii algoritmu.

o Kazdy mravec ma k dispozicii ng,gs krokov, ktoré mdze prejst bez navySenia
najlepSej ziskanej fitnes hodnoty. Pokial’ dojde k prekroceniu tejto hodnoty, mravec je
zastaveny a ukoncuje vytvaranie cesty.

e Taktiez plati, ze cela kolonia mravcov ma dany pocet iteracii, ktoré sa mézu vykonat’
bez navySenia najlepSej fitnes hodnoty ziskanej v celej populdcii mravecov Niiags.
Pokial’ je tento pocet prekroCeny, vytvaranie cesty je v danej iteracii ukoncené pre
vSetkych mravcov a algoritmus sa restartuje.

2.2 Iné pristupy na ucenie kone¢no-stavovych automatov

V ¢lanku [2] bol prezentovany novy optimalizacny algoritmus MuACOsm, zalozeny na
mutacii vyuzivajici optimaliza¢ny algoritmus ,,Ant Colony* na ucenie konecno-stavovych
automatov. Cielom bolo maximalizovat dant ucelovi funkciu, ktora je definovand na
mnozine vSetkych kone¢no-stavovych automatov s danymi parametrami.

Vyvinutéa bola nova metdda ucenia kone¢no-stavovych automatov, v ktorej sa vyuziva
optimalizacia koldéniou mravcov. Tento problém bol redukovany na tlohu ndjdenia
optimalneho uzla v grafe, vktorom st vrcholy grafu asociované s konecno-stavovymi
automatmi a hrany grafu si asociované s mutaciami konec¢no-stavovych automatov.
Efektivnost’ algoritmu [2] (vzhl'adom k poctu ohodnoteni fitnes funkcie, ktoré boli potrebné
na najdenie optimalneho rieSenia), bola lepSia v porovnani s tradicnymi algoritmami Artifical
Ant Colony. Porovnanie ukazalo, Ze vyvinuty algoritmus bol niekol’ko krat rychlejsi, ako iné
rieSenia.

Oproti ¢lanku [1] sa algoritmus v ¢lanku [2] lisi v pouziti (1+1) evolucnej stratégie na
vylepSenie ndhodne vytvoreného korena, v pouZiti heuristickej informacie a minimalnej
hranice feromonovych hodndt na vyhnutie sa velkému poklesu feromoénovych hodndt na
hranach, ktoré mravcami neboli navstivené, po tom o boli skonstruované.

V ¢lanku [29] autori dosiahli ndjdenie 7-stavového konec¢no-stavového automatu,
ktory ndjde rieSenie za menej ako 400 krokov, po priblizne 10500 ohodnoteniach fitnes. V
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priblizne 12% pripadov vSak algoritmus nebol uspesny (nenaSiel rieSenie ani za 30000
ohodnoteni fitnes)

V ¢lanku [3] bol vyvinuty algoritmus, v ktorom boli na ucenie konecno-stavovych
automatov vyuzité evolucné stratégie pri rieSeni problému ,,The Competition for Resources
Problem®. Bolo dokézané, ze kone¢no-stavové automaty mozu byt efektivnou reprezentaciou
agentovych stratégii.

2.3 Iné pristupy na rieSenie ,,John Muir Food Trail*
a ,,Santa Fe Trail“

V ¢lanku [34] bol predstaveny algoritmus MRTS (Memorized-Random-Tree-Search), ktory
systematicky pracuje s malymi stromami v prehl'addvanom priestore pomocou genetického
programovania. Tieto malé stromy boli pouzit¢ na generovanie malych pod-problémov
genetického programovania. Tento algoritmus bol testovany na probléme ,,Santa Fe Trail
problem*, ktory je popisany v Casti 1.3. Najlepsi ziskany vysledok bol pre tento problém
20696 fitnes ohodnoteni.

Problém ,,John Muir Food Trail* je popisany v Casti 1.3. Jednym z pristupov k jeho
rieSeniu je aj nahodny pristup [33], avSak pri ndhodnom vygenerovani bilidna rieSeni, najvacsi
pocet jabik, ktoré dokézalo najlepsie rieSenie zjest, je 81, pri¢om mozné maximum je 89.

Inym pristupom méze byt vyuzitie evoluéné¢ho algoritmu [33], kde sa vygenerovala
nahodné populacia mravcov velkosti 65536. Kazdy mravec je reprezentovany ako konecno-
stavovy automat a na zdklade stavov prechddza svoju trasu po mriezke. Fitnes hodnotou
mravca je pocet jabik, ktoré na mrieZke nasiel. Ked’ vSetky mravce dokonéia prechadzanie
grafu, vyberie sa 1- 10% najlepSich jedincov, ktoré su prenesen¢ do dalSej generacie
a prebehne na nich proces krizenia a mutacie. Z jedincov, ktoré su vybrané¢ na kriZenie
a mutaciu sa vyberaju jedince nahodne, nezalezi pritom na tom, ako boli pri hl'adani potravy
uspesne.

V nultej generacii bol tymto algoritmom dosiahnuty vysledok 58 najdenych jabik, po
200 generaciach to uz bolo 89 jablk. Vyvinuty algoritmus teda dokazal najst’ riesenie po 200
generacidch. Ohodnoteni fitnes vSak vzhl'adom k velkosti populdcie bolo viac nez 13
milionov.

2.4 Diskrétne problémy a ich rieSenie koloniou mravcov

Clanok Doriga a Di Cara [27] poskytol prehl'ad prac sliziacich na optimalizaciu diskrétnych
problémov, ktoré boli in§pirované hladanim potravy v kolonii mravcov auviedol meta-
heuristiku optimalizacie koloniou mravcov (ACO meta-heuristic). Bol opisany biologicky
postup mravcov k hl'adaniu potravy a boli popisané r6zne aplikacie ACO.
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V ¢lanku [28] je popisané rieSenie problému obchodného cestujiceho (TSP) pomocou
optimalizacie koloniou mravcov. V ACO su mravce jednoduchi agenti, ktori v pripade TSP
vytvaraju cesty prechodom z jedného mesta do druhého. Mravce z kolonie su postupne
schopné uspesne generovat kratSie cesty pomocou informacii uloZzenych vo forme
feromonovych hodnét na jednotlivych hranich. Simulédcie ukézali, Ze tento algoritmus je
schopny generovat’ dobré rieSenia na symetrické aj asymetrické inStancie TSP. V praci bola
pouzitd metéda AS, metoda ACS, metdéda MMAS a Rank-AS, ktoré si vSetky popisané
v Casti 1.2.2.2.
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3.Navrh riesenia

Definovany je problém ndjdenia potravy na toroidalnej mriezke v ¢o najmenSom pocte
krokov, ktory je popisany v casti 1.3. Na rieSenie zadaného problému je pouzity
modifikovany ACO algoritmus popisany v Casti 2.1.

Rozdiel oproti klasickému ACO algoritmu je najméd v konstrukcii grafu. V
klasickom ACO algoritme hrany a uzly predstavuji komponenty rieSenia. RieSenie mravce
vytvaraji postupne v procese hl'adania potravy (,,foraging*). V pouZzitom rieSeni sa pristupuje
ku grafu inym spdsobom. Uzly v grafe predstavuju samotné¢ kompletné rieSenia a mravce
prechadzajii pomedzi ne. Nové uzly, rieSenia, st vytvarané mutdciami. Takto skonStruované
grafy mozu byt vel'mi velké. Ked’ si predstavime, Ze hl'addme FSM, ktory by mal 7 stavov,
graf, ktory by obsahoval vetky mozné rieenia by mohol dosiahnut’ velkost' viac nez 3x10'®
uzlov, pri¢om kazdy uzol predstavuje jeden FSM, ¢o je ve'mi vel'ké mnoZstvo na uloZenie v
pamiti bezného pocitata. Aby sme sa tomuto problému vyhli, na zaciatku algoritmu je
vytvorené jediné rieSenie. Postupne mutaciami uzlov mravce roz$iruju prehl'adavaci priestor,
az kym nie su splnené ukoncovacie podmienky.

Prehl'adavaci priestor rieSeni je mnozina kone¢no-stavovych automatov (dalej len
FSM 7z finite-state machine) so zadanymi parametrami, ktoré su reprezentované¢ formou
orientovaného grafu, vktorom je bod asociovany sFSM. Kazdd hrana ma
priradent feromonov hodnotu. Plati, ze dva FSM (body), FSMA a FSMg, st vzajomne
prepojené hranou, pokial’ ich vzajomne deli jedina mutéacia (blizsie v Casti 3.1.2). Existuje
vtedy hrana z FSM, -> FSM5 a tiez hrana FSMg -> FSMy,

Priklad prehl'adavacieho priestoru je zobrazeny na obrazku 3.1. V zobrazenom grafe
FSM, predstavuje inicializacny FSM. Postup jeho vytvorenia je popisany v casti 3.1.1. Uzly
v grafe predstavuju jednotlivé FSM, ktoré si vytvarané mravcami v procese konStrukcie
cesty, popisanej v Casti 3.3. Hrany st prechodmi medzi jednotlivymi FSM a predstavuju
jedini mutaciu. Kazda hrana grafu je popisand mutéciou, ktord vedie k vytvoreniu nového
FSM. Hrany su popisane podl’a tejto notacie:

e Prechod : (5y,e) 25, : Znamena, ze ak nastane udalost’ e, stav S, sa zmeni na
stav §,,. e predstavuje udalost’, ktora je v naSom pripade dana tym, ¢i mravec vidi
na policku pred sebou jedlo alebo nie.

e Akcia : (Sx,e) A, : Znamena, Ze ak nastane udalost’ e, zo stavu S, nasleduje

akcia Ay.
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Prechod : (Se.e) -=> 82 Prechod : (S3 .e) -> 84

Akcia: (8z &)= A
Akcia: (So.e)-= Az

Akcia: (Sz .e)-= A Prechod : (83 .e) > Su)

Obrazok 3.1: Priklad prehPadavacieho priestoru

Postup rieSenia je zobrazeny vo forme diagramu aktivit na obrazku 3.2. Na zaciatku
programu sa vytvori inicialne rieSenie (FSM). Postup vytvorenia inicialneho FSM je popisany
v Casti 3.1.1. VSetky mravce su nasledne umiestnené do tohto inicialneho FSM. Pokial’ graf
nie je prazdny, mravce si rozmiestnené v grafe. Postup rozmiestnenia mravcov v grafe je
popisany v Casti 3.2. Po rozmiestneni mravcov, kazdy z mravov skonStruuje svoju cestu
grafom. Postup konStrukcie cesty je popisany v Casti 3.3. Kazdy mravec aktualizuje
feromoénovu hodnotu jednotlivych hran, ktoré navstivi. U feromonovych hodnét dochadza tiez
kich odparovaniu. Postup ur€enia a aktualizicie feromoénovych hodndt v jednotlivych
iteraciach je popisany v Casti 3.4.

Kazda iteracia konci, ked’ dochadza k stagnacii algoritmu. UkonCovacia podmienka je
v tomto pripade dand poftom krokov Ngq4s, je to poCet krokov, ktor¢ mozu prebehnut’ bez

zvySenia najlepSej fitnes hodnoty. Pokial' prebehne Ng;q4s krokov bez navySenia najlepSe;
fitnes, iterdcia sa vtedy skonci.

Algoritmus konci, ked’ je najdené optimalne rieSenie, alebo ak ddjde k vycerpaniu
vypoctovych prostriedkov.
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Start

l ano Je graf prazdny ? nie

Vytvorenie
inicidlneho FSM

Rozmiestnenie
mravcov v grafe

Umiestnenie
vSetkych mravcov
do inicidlneho FSM

!

Zostrojenie ciest
jednotlivymi
mravcami

!

Aktualizacia nie
feroménovych
hodnot

Je splnend

ukoncovacia
odmienka ?

ano

Koniec

Obrazok 3.2: Diagram aktivit pre celkovy priebeh algoritmu

3.1 FSM (konec¢no-stavovy automat)

V tejto ¢asti bude podrobnejsSie popisand pociatocna konstrukcia FSM, sposob mutacie FSM
a vypocet fitnes pre dany FSM.
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3.1.1 KonStrukcia FSM

V povodnom rieseni [1] sa FSM vytvara na zac¢iatku algoritmu ndhodne (ked’ nemdme dany
ziadny uzol grafu) a nasledne tento vytvoreny uzol tvori korenn grafu. Nadhodne sa zvolia
prechody a taktiez sa ndhodne zvolia akcie, ktoré mravec vykond. Pri vytvarani FSM, ktory
by mal N stavov by FSM bol reprezentovany ako 4 rozmerné pole s N prvkami, pricom prvé
dve dimenzie definuju prechod a akciu mravca, ktory reaguje na jedlo, ktoré vidi pred sebou a
dalsie 2 dimenzie definuju prechod a akciu mravca, ktory pred sebou jedlo nevidi. Akcia je
definovand pohybom na mriezke. Mravec moze ist rovno (Move forward — M) respektive
pokracovat’ v smere predoslého pohybu. Mo6ze odbocit’ vpravo (Turn right - R), alebo vlavo
(Turn left - L).

Priklad takejto prechodovej tabul’ky je zobrazeny v tabulke 3.1. Tabulku mozno
interpretovat’ nasledovne. Kazdy mravec sa na zaCiatku nachadza v stave Sy ktory je
pociatocnym stavom. Aktualny stav je teda stav Sy (riadok vyznaceny svetlo sivou farbou). Ak
mravec na poli¢ku pred sebou vidi jedlo, prechadza do stavu Sy (respektive aktudlny stav sa
nemeni a ostdvame v stave) a na mriezke sa posunie vlavo ,L‘. Ak mravec po presunuti sa na
inu poziciu pred sebou jedlo nevidi znamena to preitho prechod do stavu Sy a akciou je presun
na mriezke vpravo ,R‘. V stave S (riadok vyznaceny tmavo sivou farbou) sa teraz pri videni
jedla méze presunut’ do stavu S, a vykonat’ presun na mriezke vl'avo, alebo ked’ pred sebou
jedlo nevidi ostat’ v stave Sy a presunit’ sa na mriezke vpravo. Dalej je postup rovnaky.

Videniejedla ~ Nevideniejedla

Prechod do stava  Akcia Prechod do stavu Akcia
S() L S4
S3 M S1
Sl R SZ
S L S;
S L S,
Tabul’ka 3.1: Priklad FSM

Aoz R

Vygenerovanie ndhodného rieSenia je jednoduché a rychle, no neda sa povazovat’ za
najefektivnejSie. Pokial’ sa vygeneruje rieSenie s nizkou hodnotou fitnes, algoritmus potrebuje
niekol’ko iteracii navyse, aby sa z oblasti nizkej hodnoty fitnes dostal. Ked'Ze sa inicializacia
algoritmu vykonava len raz, jej narocnost’ nezohrava velku rolu pri ndrocnosti celkového
algoritmu. Pri rieSeni algoritmu som preto planovala vyuzit' aj iny pristup k vytvoreniu
inicidlneho rieSenia respektive korena grafu.

e Jednym z pristupov je vytvorenie N;,itiq; Ndhodnych rieSeni, pricom za Startovny uzol
je zvoleny najlepsi z nich (vzhl'adom na hodnotu fitnes).

e Inym pristupom je tiez vytvorenie Njyi;io; Ndhodnych rieseni. Na vybratie Startovného

uzla je vSak pouzity vyber pomocou rulety. Pravdepodobnost’ na vyber ma tak kazdé
rieSenie. Pravdepodobnost’ vyberu lepSieho riesenia je vSak vicsia. Tento pristup dava
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Sancu aj rieSeniam, ktoré aj ked’ potencialne nemaju najlepSiu fitnes hodnotu mézu
byt blizsie k spravnemu rieSeniu ako rieSenie s vyS$im fitnes.

e DalSim z pristupov je pouzitie série mutacii na vygenerovany kore.

3.1.2 Mutacia FSM

Pokial’ sa mravec nachadza v stave, ktory nemé nasledovnikov, alebo robi expanziu stavového
priestoru, vytvara N,,,; mutacii stavu, v ktorom sa aktualne nachadza. V pdvodnom rieseni sa
vyuzivaji druhy mutacii popisané v Casti 2.1.3.

Pri mojom rieSeni som zvazovala rozsirenie tychto mutacii o nové typy. Problém by
viak mohol nastat’ v tom pripade, Ze graf, ktory mravce konstruuju, by mal spihat’ podmienku,
ze FSM, ktoré vziajomne susedia, sa odliSuji v jednom prvku celej prechodovej tabulky.
Znamenalo by to, ze mnou vytvorena mutacia by mala zachovat’ toto pravidlo a zmutovany
FSM by sa nemal 1i§it’ vo viac ako v jednom prvku. Tym padom je najvhodnejSie pouzit
mutacie, ktoré boli pouzité aj v pdvodnej praci.

3.1.3 Vypocet fitnes FSM

Vypocet fitnes hodnoty na zdklade povodného algoritmu [1] je popisany v Casti 2.1.4.
Vypocet prebichal podl'a vzorca (2.1). V programe vSak casto dochadzalo k tomu, ze
algoritmus ostal uvdzneny v lokalnom optime. Aj ked’ boli ziskané vSetky kusy jedla, bol
prekroCeny maximalny pocet krokov (S,,q,) a algoritmus z tohto miesta nedokézal najst
vychodisko, ked’ze fitnes takéhoto rieSenia bola vzhl'adom na dany problém pomerne vysoka.
Napriklad ak algoritmus najde vSetky kusy potravy za 800 krokov, jeho fitnes je 88, pricom
nami vyzadovana fitnes je minimalne 89, Co predstavuje najdenie vSetkych kusov potravy za
menej ako S;q. Aj ked sa zdd, Ze srieSenim s hodnotou fitnes 88 sme vel'mi blizko
k najdeniu hl'adaného riesenia, nie je to tak, len vel'mi tazko sa z takéhoto rieSenia dostaneme
k lepSim hodnotam, a Casto algoritmus konci v lokdlnom optime. Z tohto dovodu som navrhla
novy pristup.

Vo vzorci (2.1) hra dizka cesty mravca minimalnu rolu, ked’Ze sa Napples POhybuje
v intervale <0,89> a druha &ast’ vzorca, ktora je asociovana s dizkou cesty, pre velmi velky
pocet krokov rastie len ve'mi pomaly. K tomuto vzorcu som preto zvolila novy parameter y,
ktory dava vahu dizke najdeného rieSenia. Krat$ie trasy zvyhodiuje a naopak dlhsie su
vyraznejSie znevyhodnené. Vzorec by s tymto parametrom vyzeral takto:

Smax — Slast — 1

Fitness(FSMy) = Ngppres + Y . (3.2.1)

Smax
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Pracujeme s dvoma stratégiami. Prva pridava konstantne vahu krokom podl'a formuly
(3.2.1). V druhej pracujeme s penalizaciou. Tento pristup by mal eSte viac znevyhodnit’ také
automaty, ktoré¢ prekrocia maximalny pocet krokov. Postupuje sa podl'a vzorca:

Smax — Siast — 1
( napples + V1 S » Smax > Slast
Fitness(FSM,) = max. _ (3.2.2)
Smax Stast 1
knapples + (yl + Yz) S » Smax < Slast
max

3.2 Rozmiestnenie mravcov v grafe

V praci, z ktorej vychadzam [1] st na zaciatku kazdej iteracie vSetky mravce rozmiestnené po
hranach cesty, po ktorej iSiel mravec, ktory dosiahol globalne najlepSie vysledky. Pokial’ taka
cesta neexistuje, ateda sa jedna o prvu iteraciu, nahodne sa vytvori prvy bod grafu a to
nahodnym skons$truovanim nového FSM (popisané v €asti 3.1.1) a do tohto novo vytvoreného
bodu st umiestnené vSetky mravce. Vyber po¢tu mravcov je popisany v Casti 3.2.2.

V mojom rieSeni je vyskiSany aj iny pristup aurcita cast' populacie mravcov je
rozmiestnena v grafe aj na iné pozicie ako pozdlz najlepsej cesty, z dovodu, ze pri povodnom
rieSeni ¢asto dochddzalo k uvédzneniu v lokdlnom optime.

Jednym z pristupov je rozmiestnenie mravcov pozdiz najlepsej cesty dosiahnutej
v predoslej iteracii. Vyskasané su aj pristupy, ked’ bude urcité percento mravcov umiestnené
na globalne najlep$iu cestu a opacné percento na iterativne najlepsiu cestu. Vyskusali sme tiez
rozmiestnenie mravcov pomocou turnaja (blizsi popis v Casti 3.2.1), ktory sa vyuziva najma
pri evoluénych algoritmoch. Pri rozmiestiiovani maji vacSiu Sancu na uspech tie hrany grafu,
ktoré dosiahli vys$Siu hodnotu fitnes. Tato metdda je vypoctovo nendrocnd, ked'ze sa bude
pracovat’ s velkym grafom a teda velkym poctom FSM, nebolo by vhodné pouzit' metodu
Ruleta, ktord je vypoctovo narocnejSia, ked'ze vyzaduje pred vyberom inicializaciu a
teda urcenie vel'kosti vyseku v rulete pre kazdy FSM.

Pracujeme tieZ s poctom iteracii, v priebehu ktorych algoritmus stagnuje. Po
prekroceni urcitého mnozstva globalnych stagnacii, prebehne zmena v rozmiestneni mravcov.

3.2.1 Metoda vyberu — Turnaj

Pri n-arnom turnaji sa ndhodne vyberie n jedincov, pricom kazdy znich je vybrany
s rovnakou pravdepodobnostou. Tito jedinci nasledne medzi sebou superia. Vybrany je
najlepsi z nich. Jedinec, ktory turnaj vyhral moze byt vybrany znova a teda nie je odstraneny
pri dalSom vybere. Plati tu, Ze najhorsi jedinec turnaj moze vyhrat iba v pripade, Ze by bol
zvoleny do turnaja n-krat.
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3.2.2 Poéet mravcov

Vplyv poctu mravcov bol Studovany vo viacerych ¢lankoch [32,30]. Viditelny vplyv ma
pocet mravcov na komplexnost’ celého algoritmu, ¢im viac mdme mravcov, tym viac musime
skonstruovat’ ciest a vypocitat’ mnozstva feroménu, ktoré zanechaji. Napriklad vypoctova
zlozitost’ AS (1.2.2.2) je dana O(n.n2ny), kde n, = n,.ny, je celkovy pocet cyklov, n, je
celkovy pocet iteracii, a ng je podet uzlov v rieseni. Cim je vak pocet mravcov mensi, tym je
aj nizsia schopnost’ preskumat’ prehl'adavaci priestor. Mravce navzajom menej komunikuji, a
tym mame o priestore menej informdcii. Malé n; tak méze viest’ k ndjdeniu sub-optimalneho
rieSenia, alebo k rychlej stagnacii. Vel'mi velky pocet mravcov vSak tiez nie je nevyhnutne
vyhodou, celkova zlozitost’ algoritmu sa zvySuje a dochddza k tomu, Ze narast feromonovych
hodndt na najlepSich trasach nie je dostato¢ne vyrazny. V préci [30] pri rieSeni problému TSP
pomocou ACS (1.2.2.2) dokézali, ze n, = n; pracuje dobre. Dorigo a Gambardella [32]
odvodili, ze optimalny pocet mravcov sa da urc€it’ na zaklade:

_ log(o; — 1) —log(o, — 1)
e = rolog(1 — p;)

: (3.3)

kde 0,7y je priemernd koncentracia feroménu na hranach poslednej najlepsej cesty pred
globalnou aktualizaciou a g, po nej. Empirické analyzy ukazali, ze ACS pracuje najlepsie
ked (o, —1)/(0,—1) = 0,4, ¢o dava n, = 10. Tu v8ak samozrejme zaleZzi na probléme,
ktory rieSime a neda sa povedat’, aky pocet mravcov n, bude vhodny. V povodnom rieseni
boli pouzité hodnoty 5 a 10. V rieSeni sme sa zamerali aj na iné hodnoty.

3.3 KonStrukcia cesty

Kolonia mravcov prechadza grafom, aby nasla rieSenie zadaného problému. Kazdy mravec
(agent) si v jednotlivych iteraciach konstruuje svoju vlastnli cestu. Mravec postupne pridava
jednotlivé komponenty do svojho rieSenia prechadzanim grafu. Nasledujicu hranu si mravec
vyberd na zaklade pravdepodobnostného pravidla. Mravce prechadzaju v iteracii graf, az kym
vsetci nevytvoria kompletné rieSenia. Na to, aby sme sa vyhli stagnacii, je pouzity postup
popisany v Casti 3.3.3. Postup konsStrukcie cesty je vyjadreny diagramom aktivit, ktory je
zobrazeny na obrazku 3.3.

Vychadzame z toho, ze mravce su uz rozmiestnené v grafe (popisané v Casti 2.2).
Mravec sa nachadza v hrane x. Ak predpokladdme, Ze dand hrana ma nasledovnikov, mravec
st nasledujiicu hranu méZe vybrat’ dvoma sposobmi, ktoré st popisané v €asti 3.3.1. V mojom
rieSeni sme sa v tomto smere zamerali na modifikacie pravdepodobnosti pyew a jej vplyv na
vysledok algoritmu.

33



(=)
( Start
N

Ma hrana v ktorej sa
anor mravec nachadza nie
nasledovnikov?

\ 4

+| Mutdcia aktudlnej
hrany (FSM)

If p < pnew nie

A\ 4 nie

ano
¢ Umiestnenie
zmutovanych FSM v
grafe

Stochasticky vyber z
existujucich hran

A\ 4

Vyber z mutovanych
hrén

Umiestnenie
P mravca do vybranej <€
hrany

Bola splnena
ukoncujlca
odmienka?

ano

/_*_
( Koniec

Obrazok 3.3: Diagram aktivit pre konstrukciu cesty

3.3.1 Vyber nasledujucej hrany

Vyber nasledujicej hrany sa posudzuje rozne, a pri roznych formach ACO algoritmov
existuje viacero pristupov. V tejto praci by sa venujeme aj inym formam vyberu ako boli
pouzité pri povodnom algoritme.

Vyber nasledujicej hrany v pdvodnej praci je popisany v Casti 2.1.4. Ked’ze vSak bola

v povodnej praci pouzitd heuristickd vzdialenost’ n = 1, ktort mala urenu kazda hrana, je
mozné tuto heuristickll vzdialenost’ vo vypocte Uplne zanedbat’. V tomto pripade by vzorec

34



zodpovedal vypoctu nasledujicej hrany, ktory bol pouzity pri vobec prvom ACO algoritme
SACO (Simple Ant Colony Optimization ¢ast’ 1.2.2.1) a teda vzorcu (1.2).

Parameter o dava vys$s$i vyznam feromonovej hodnote s tym, ze pre velké o maja
vysledky tendenciu konvergovat k sub- optimalnemu rieseniu.

V algoritme AS popisanom v Casti 1.2.2.2 uz je zahrnuta heuristickd informacia
(vzorec (1.6)) a je vyjadrena formou:

My = 7 (3.4)

kde d;; je diZka hrany ij, v tomto pripade by samotna dizka hrany mohla byt posudzovana
ako rozdiel medzi fitnes hodnotou uzla i auzla j. BlizSie vyjadrenie k popisu ziskavania
heuristickej vzdialenosti je uvedené v Casti 3.5.

Pri ACS sa vyuziva urCitd forma elitizmu (vzorec (1.12)) amravec si s urcitou
pravdepodobnostou priamo vyberd najlepSiu hranu. S opa¢nou pravdepodobnostou si vSak
hranu vybera na zaklade pravdepodobnostného pravidla vyjadreného vzorcom (1.13). Na
rozdiel od AS je pri tomto vybere « zanedbana, respektive rovna 1.

V rieSeni som tiez pouzila dve modifikacie ACS. V prvej modifikacii by si mravec
s ur¢itou pravdepodobnost'ou vybral nasledujicu hranu Gplne ndhodne, a v druhej modifikacii
by si ju zvolil turnajom.

Pri ANT-Q pristup ku vyberu hrany je podobny ako pri ACS, s tym rozdielom, Ze sa
da vyuzit aj pristup, kde sa surCitou pravdepodobnostou vyberie najlepSie riesenie
a s opacnou pravdepodobnostou sa vyberie d’alSia hrana uplne ndhodne. V tomto smere som
vyskusala pristup, kde by boli stanovené dve hranice r, ar;, kde rO<rl a bola by ndhodne
urcend hranica r. Ak plati, Ze r < ry vybrali by sme najlepSiu hranu. Ak by 1o <r<ny
vybrali by sme nasledujicu hranu na zadklade klasického pravdepodobnostného pravidla
definovaného formulou (1.13). V pripade, Ze by r > r; vybrali by sme nasledujucu hranu
uplne nahodne.

V rieSeni som tiez pouzila modifikdciu ANT-Q, a ak by r > rynasledujicu hranu by
som vybrala turnajom.

3.3.2 Stratégie kolonie.

V povodnom ¢lanku stratégie mravcov neboli popisané, v mojom rieSeni som sa ich rozhodla
vyuzit aich vysledky porovnat’. Stratégie kolonie boli popisané v ¢lanku [29]. Stratégia
vyberu cesty predstavuje stratégiu jedného individudlneho mravca. Su vsak stratégie, ktoré
popisuju spravanie celej kolonie. Stratégia popisuje kedy a ako sa jednotlivym mravcom
umozni pohyb v grafe. Popisuju sa dve pouzivané stratégie:
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e Postupna stratégia mravcov: VSetky mravce buduju svoju cestu postupne, nasledujuc
po sebe navzajom. Kazdy mravec prebehne nim zvolent cestu, az kym sa nezastavi,
a az po ukonceni vytvarania cesty sa vyberie nasledujuci mravec, ktory za¢ne svoju
cestu vytvarat'.

e Paralelna stratégia mravcov: Kazdy mravec spravi v jednotlivych iteraciach jeden
krok, az pokym sa vSetky mravce nerozhodnu zastavit. Mravce teda vytvaraju svoje
rieSenie navzajom paralelne, nejednd sa vSak o paralelizaciu algoritmu.

Pokial’ mravce modifikuju feroménové hodnoty, az ked vSetky mravce preskiimaju
graf, nezalezi na tom, ktor4 stratégia sa vyuzije. Vyber z tychto stratégii ma vplyv na rieSenie
problému v pripade, Ze mravce modifikuji feromonové hodnoty uz pocas vytvarania svojho
rieSenia.

3.3.3 Vyhnutie sa stagnacii

Aby sme sa pri vykonavani algoritmu vyhli stagnacii, su dané dve ukoncovacie podmienky,
priCom prva podmienka je Specificka pre kazdého mravca a druhd je dana pre celtl generaciu
mravcov v jednej iteracii algoritmu. Tieto podmienky st popisané v Casti 2.1.7, tak ako boli
definované v pdvodnom rieSeni, v ktorom pre premenne Ngqgs @ Nyt gs boli pouzité hodnoty
5, 10 a20. V mojom rieSeni sme vytvorili histogram, ktory predstavuje, kol'kokrat sa pre
dany bod stagnacie podari zlepsit’ fitnes hodnotu, na zéklade toho sa pokusSame urcit’ vhodné

Nstags-

3.3.4 Tvorba mutovanych FSM

Na obrazku 3.4 je zobrazeny postup pri vytvarani mutacii aktudlneho stavu. Mutacia FSM je
popisana v Casti 3.1.2, je to mald zmena v Struktire FSM. Po vytvoreni mutované¢ho FSM sa
prehl'adanim stavového priestoru zistuje, ¢i sa dany FSM uz v grafe nachadza. Pokial’ sa
v grafe uZ nachadza, vytvorime hranu medzi aktudlnym FSM a ndjdenym FSM. Pokial’ sa
v grafe doposial’ takyto uzol (FSM) nenachadza, vytvorime novl hranu grafu a prepojime ju
s aktualnym FSM.

36



| Zmutujte aktudlny
” FSM A

| ) Pridaj zmutovany
nie ano FSM do grafu

Prepoj aktudlny
FSM so <
zmutovanym FSM

Bol dosiahnuty
pocet mutacii

ano

Koniec

Obrazok 3.4: Diagram aktivit pre tvorbu mutovanych FSM

3.4 Feromonova hodnota hrany

V ACO algoritmoch, kazdé prepojenie, alebo kazdd hrana (i, j) konStruovaného grafu ma
priradenu feroménova hodnotu 7;;. Feromoénova hodnota predstavuje dlhodoba pamat
kolonie. Priradené feromonové hodnoty sa behom algoritmu aktualizuja. Mézu svoju hodnotu
zvySovat’, ked’ nimi prejde mravec (agent), ktory napriklad konStruuje dobré rieSenie, alebo sa
moZe zniZit' vplyvom vyparovania.
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3.4.1 Urcenie pociato¢nej feromonovej hodnoty:

Ziskanie pociato¢nej feromdonovej hodnoty v ¢lanku [1] nie je popisané, na zaklade toho som
sa rozhodla autora ¢lanku kontaktovat’ pricom som zistila, ze pociato¢na feroménova hodnota
je uréend na zaklade po¢tu jablk, ktoré danym FSM vieme ziskat. Po&iatoénd feroménova
hodnota sa uruje pri vytvarani novych FSM pri expanzii prehladdvaného priestoru
popisanom v cCasti 2.3. Pokial mame dany FSM,, ktory je asociovany s uzlom i, a expanziou
stavového priestoru vytvorime mutaciou FSM novy FSMg, ktory bude asociovany s hranou
J» tak feromonova hodnota, ktora bude priradend hrane (i, j) bude dana ako

Ty = napples(FSMB)

a naopak
Tji = Napples (FSMA):

kde ngppies j€ pocet vyzbieranych jablk danym FSM.

3.4.2 Aktualizacia feromonovej hodnoty

V kazdej iteracii je feroménova hodnota jednotlivych hréan aktualizovana. V pévodnom
rieSeni [1] sa postupovalo tak, ako je popisané v Casti 2.1.6. V literature je vSak popisanych
mnozstvo inych pristupov k vypoctu modifikacie feromonovej hodnoty.

Pri algoritme EAS (Elitist Ant System) [30] st feroménové hodnoty jednotlivych hran
aktualizované podl'a formuly:

Nants
;= (1—p)rg; + Zk_l AT+ Weyye * ATPESE, (3.5)

kde w,y;; € [0,1] dava vahu elitistickému rieseniu a plati, ze

.. Lk
A7k = {f(sk): (i,)) € t 3.6
tj 0, inak (36)
a
best © LDESt
A best _ {f(s )' (l']) € t , 3.7
Tij 0,inak (37)

kde sy je k-te rieSenie v aktudlnej iteracii a L2t je mnozina prepojeni prejdenych na najlepse;
ziskanej ceste. Ked porovname tento pristup s povodnym, tak v povodnom sa vyuZiva len
najlepSie ziskané rieSenie a w,;;; = 1. Pri oboch pristupoch je spodnéd hranica zanechaného

feromonu udrziavana nad hranicou Ty -
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Vhodné by mohlo byt aj pouzitie viacerych rieSeni, ktoré dosiahli uspokojivé
vysledky, a teda pouzitie viacerych najleps$ich tras ziskanych v danej iteracii, a teda v Case .

V algoritme SACO, popisanom v Casti 1.2.2.1 sa postupuje podla vzorca (1.4),
a vSetky mravce, ktoré hranou presli maju vplyv na vysledni feromonova hodnotu v danej
iteracii. Pri SACO sa vyuziva aj odparovanie dané vzorcom (1.5).

V algoritme AS na rozdiel od SACO vyuzivame malu pozitivau konsStantu Q, ktora sa
vyuziva pri ur¢ovani zmeny feromoénovej hodnoty (Ant cycle vzorec (1.9)). ,,Ant density*
(vzorec (1.10)) a,,Ant quantity” (vzorec (1.11)) nebudeme uvazovat’, ked’ze prvé zmienené
berie ohl'ad iba na to, ¢i danou hranou mravec presiel bez ohl'adu na to, aké rieSenie vytvoril
a druhé zmienené berie do uvahy iba dizku vytvoreného riesenia.

V algoritme ACS (1.2.2.2) feromo6nova hodnotu ovplyviiuje iba mravec, ktory v dane;j
iteracii dosiahol najlepSie rieSenie. Feromodn sa aktualizuje na zéklade formuly (1.14), kde je
zmena feromonu vyjadrend formulou (1.15). NajlepSia cesta méze byt posudzovana globalne,
a teda berie sa t4, ktora bola najlepSia doteraz vo vSetkych iteraciach, alebo sa moze vybrat
cesta, ktora je najlepSia v danej iteracii.

V algoritme MMAS (1.2.2.2), st feroménové hodnoty dané do urcitého intervalu aby
sme sa vyhli stagnacii. Feromonové hodnoty mdze ovplyvnit’ iba najlepsi mravec, tak ako pri
ACS. Na zaciatku su vSetky hodnoty feromonovych tras nastavené na maximalnu moznu
hranicu. Tento pristup pre nds problém pravdepodobne nebude idealny, kedze graf je
kon$truovany postupne a nie ako pri klasickom ACO algoritme, kde je graf vytvoreny uz
pocas inicializacie. Zaujimavym vSak na MMAS je pristup k aktualizacii feromonu globalne
a iterativne najlepSim rieSenim. Keby bolo pouzité iba samotné globalne najlepSie rieSenie,
limitovali by sme preskimanie novych tras a prehl’adavali by sme iba okolie tohto globalne
najlepSieho rieSenia Pri MMAS st spomenuté stratégie, kde sa vyuzivaji obe pristupy.
Standardne sa vyuZiva najlepsie rieSenie v iteracii no s uréitou frekvenciou (ktora sa behom
algoritmu zvySuje) sa vyuziva aj globalne najlepsie rieSenie. Tento pristup bude vyskuSany aj
v nasom rieseni.

Uplne iny pristup vyuziva algoritmus ANTABU (1.2.2.2), je pouzita formula 1.20, kde
feromon aktualizuje kazdy mravec.

AS-rank (1.2.2.2) vyuZiva elitistické mravce. Aktualizdcia feroménu je vykonand na
zaklade formuly (1.21) a prisluSnych podformul ((1.22),(1.23),(1.24)). Je pouzitych n,
elitistickych mravcov, ktoré mézu feroménoviu hodnotu aktualizovat. Oproti predoslym
zmienenym pristupom je rozdiel prave v tom, Ze sa vyuZziva viacero najlepSich mravcov a nie
len jeden najlepsi.
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3.5 Heuristicka informacia hrany

V ACO algoritmoch je bezné, ze hrany maji okrem feromoénovej hodnoty priradent aj
heuristickii informdciu 7. Heuristickd informacia predstavuje apriornu (nezavisli od
skusenosti) znalost’ o probléme. Na rozdiel od feroménovej hodnoty (kapitola 3.4), ktora sa
behom algoritmu meni a aktualizuje, heuristicka informacia zostava po priradeni nezmenena.

V pdvodnom rieSeni [1], z ktorého praca vychadza, sa s heuristickou hodnotou hrany
nepracuje. Heuristickd informacia hrany je stanovend pre kazdi hranu na 1, ateda
neovplyviiuje vyber cesty a mohla sa zo vzorcov uplne zanedbat’. D4 sa povedat, Ze je tazké
definovat’ rozumné stanovenie heuristickej informdcie pre problém ucenia kone¢no-stavovych
automatov.

Novy pristup k rieSeniu priniesol ¢lanok [2], kde sa hrane asociovala aj heuristicka
informacia Specificka pre jednotlivé hrany. Heuristicka vzdialenost’ je statickd hodnota hrany.
Heuristicka vzdialenost’ hrany i = j, kde i a j s uzly v konstruovanom grafe G, sa posudzuje
na zadklade rozdielu fitnes hodndt, ktoré st asociované s tymito hranami. Heuristicka
informacia 7;; sa urci ako

1ij = max(Nmin, fQ) — £G)), (3.8)

kde 7Mmin je mald pozitivna konStanta. Zaistime tym, ze heuristickd informacia bude vzdy
pozitivna.
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4. Implementacia

4.1 Implementacné prostredie

Program na ucenie konec¢no-stavovych automatov je vytvarany v implementacnom prostredi
Microsoft Visual Studio 2010 v programovacom jazyku C#. Tento jazyk patri do tretej irovne
abstrakcie programovacich jazykov. Tuto kategdriu tvoria procedurdlne a objektovo
orientované jazyky. Jazyk C# je v dneSnej dobe relativne Casto pouzivany, poskytuje vhodni
pamdtovi a Casova zloZitost. Jednym z dolezitych kritérii pri vybere implementacného
jazyka bola najméd znalost’ tohto jazyka.

Program je vytvarany a testovany na pocitaci s procesorom Intel Core 17-2630QM 2,9GHz s
operacnou pamdtou 8GB na 64-bitovom opera¢nom systéme Windows 7.

4.2 Opis hlavnych Casti programu
Program je rozdeleny na dve hlavné baliky Models, Controllers a triedy:

- Program.cs — spustite'na Cast’ programu s metédou Main(). Spustanie jednotlivych
behov programu, vystup programu.

- Parameters.cs — obsahuje nastavenia vSetkych parametrov algoritmu. PodrobnejSie st
jednotlivé parametre opisané v Prilohe B.

- Statistics.cs — obsahuje premenné potrebné pre Statistické vyhodnotenie programu.

-  FSMLearning.cs — obsahuje logiku celého algoritmu. Spustenie behu jedného
algoritmu.

4.2.1 Balik Models

Balik obsahuje triedy, ktoré predstavuji jednotlivé objekty, vyuzité v programe.
Obsahuje triedy:

- Ant.cs — predstavuje objekt mravca. Kazdy mravec ma priradenti cestu (objekt
triedy Path.cs), tabulist, najlepSiu fitnes, ktorti na danej ceste ziskal, index tejto
hodnoty na ceste, a tiez pocet krokov, ktoré pri vytvarani cesty stagnuje.

- Edge.cs — predstavuje objekt hrany. Hrana ma priradeny vrchol, do ktorého
smeruje, feroménovil hodnotu, najlepsiu feromoénovi hodnotu, akd bola v danej
hrane kedy ziskana, heuristicki hodnotu, a kvoli urcitym stratégiam aktualizacie
feromonov aj sumu feromonov, ktoré na nej boli zanechané.

- FSM.cs — predstavuje objekt konecno-stavového automatu. M4& priradena
prechodovu tabulku, fitnes hodnotu, pocet nazbieranych kusov potravy na mriezke
a pocet krokov, ktoré boli potrebné na nazbieranie daného poctu kusov potravy.
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- Hash.cs — predstavuje objekt hashovacej tabul’ky. Obsahuje uzol grafu (Vertex.cs)
a jeho identifikator.

- Path.cs — predstavuje objekt reprezentujici cestu v grafe. Obsahuje koren danej
cesty (Vertex.cs), hrany, ktorymi prechadza (list Edge.cs) a najlepSiu ziskanu
hodnotu na tejto ceste s jej indexom.

- Position.cs — predstavuje poziciu mravca na mriezke. Obsahuje vertikdlnu
a horizontalnu polohu mravca na mriezke.

- Vertex.cs — predstavuje uzol grafu. Obsahuje kone¢no-stavovy automat, ktory
dany uzol reprezentuje (FSM.cs), susedov daného uzla (list Edge.cs), predchodcu
daného uzla (Edge.cs) a jeho jedinecny identifikator.

4.2.2 Balik Controllers
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Balik zahfna funkcionalitu programu. Obsahuje nasledujice baliky:

FESMMethods: balik obsahuje triedy, ktoré pracuju s kone¢no-stavovymi automatmi.
- FSMCreation.cs — trieda, ktord sa pouziva na vytvorenie konec¢no-
stavovych automatov.
- FitnessCounter.cs — trieda na vypocet fitnes hodnoty konec¢no-stavového
automatu.
- FSMComparer.cs - trieda na porovnavanie konecno-stavovych automatov.
- FSMMutation.cs — trieda na mutaciu kone¢no-stavovych automatov.

GraphController — balik obsahuje triedy na pracu s grafom.

- PheromonUpdate.cs — trieda na aktualizaciu feroménovych hodnét hran.

PathController: balik obsahuje triedy, ktoré sliZia na vytvéaranie cesty mravcom.
- PathConstruction.cs — trieda na vytvorenie cesty v grafe.
- PathSelection.cs — trieda na vyber nasledujucej hrany pri vytvarani cesty
v grafe.
- AntsLayout.cs — trieda slizi na rozmiestnenie mravcov v grafe.

ToroidalFieldController
- SetToroidalField.cs — trieda na vytvorenie toroiddlnej mriezky pre dany
problém.

VertexController

- VertexComparer.cs — trieda na porovnavanie uzlov grafu.
- RootCreation.cs — trieda na vytvorenie korena grafu.
- RootReader.cs — ¢itanie koreiov grafu zo suboru.



5.RieSenie

V tejto Casti je popisany postup zmeny parametrov algoritmu [1]. RieSenie je rozdelené do
dvoch ¢asti. V prvej Casti sa skima vplyv jednotlivych zmien parametrov na algoritmus [1]
a pozoruje sa, ktord zo zmien ma najvacsi vplyv na vysledok algoritmu. Druhd cast' je
zamerana na celkovy ndvrh vylepSenia parametrov algoritmu [1] a jednotlivé zmeny sa
vykonavaju iterativne, v nadvéznosti na predoslé zmeny, s cielom Co najviac znizit' pocet
fitnes ohodnoteni algoritmu. Testovany je vplyv zmeny jednotlivych parametrov na pocet
fitnes ohodnoteni, za ktoré dospejeme k o¢akavanému vysledku.

Pre vysSiu presnost’ je, pre kazdé nastavenie parametrov, vykonanych 100 nezavislych
behov algoritmu. Jednotlivé testy st porovnavané na zéklade priemerného poctu ohodnoteni,
ktory bol potrebny na ziskanie h'adaného kone¢no-stavového automatu. Pre kazdé meranie je
uvedeny priemerny pocet fitnes ohodnoteni po 100 behoch, pocet behov, v ktorych sme
nedosiahli vysledok ani po 100000 ohodnoteniach atiez kolkokrit bol v 100 behoch
prekroceny pocet ohodnoteni 30000. Pokial’ algoritmus nedosiahne vysledok ani po 100000
ohodnoteniach, algoritmus kon¢i a tento vysledok nie je zaratany do priemeru.

V kazdom pokuse bol hl'adany konec¢no-stavovy automat, ktory bude obsahovat’ 7
stavov, a ktory by naSiel cestu za menej ako 400 (s,,4,) krokov. Ak nie je povedané inak
pouziva sa problém hl'adania cesty ,,Santa Fe trail®, popisany v Casti 1.3.

Vo vysledku sa ziskané vysledky porovnaji z vysledkami dosiahnutymi v algoritme
[1], vtomto pripade vSak autori ¢lanku hladali kone¢no-stavovy automat, ktory by naSiel
rieSenie za menej ako 200 krokov. Ich algoritmus dokazal najst vhodny automat so 7 stavmi
2-krat, ato po 143 a 221 milionoch fitnes ohodnoteni. V mojom rieseni som sa rozhodla
hl'adat’ kone¢no-stavovy automat, ktory by nasiel vhodné rieSenie za menej ako 400 krokov
a porovnat’ ho s vysledkami, ktoré dosiahne pre s,,,, 400 pévodny algoritmus [1].

Porovndvat' sa budeme aj s vysledkami ziskanymi v algoritme [2], ktory uz je
vylepSenim algoritmu [1] a je vytvoreny rovnakymi autormi pricom autori pouZili Sy,q, 400,
500 aj 600. Dosiahnuté vysledky porovname aj s algoritmami [29] a [34].

5.1 Cast’ 1: Vplyv zmeny parametrov na algoritmus [1]

V casti 5.1.1 az 5.1.10 sa zameriavame na zmenu jednotlivych parametrov navrhnutych v
Casti Navrh rieSenia (kapitola 3). Ich vplyv na algoritmus [1], z ktorého praca vychadza, sa
skima samostatne. Zameriavame sa na stratégie kolonie (5.1.1), vypocet fitnes (5.1.2),
generovanie korenia grafu (5.1.3), rozmiestnenie mravcov v grafe (5.1.4), zmenu poctu krokov
stagnacie Nyygs (5.1.5), typ aktualizacie feromonovych hodndt (5.1.6), pridanie heuristickej
informécie (5.1.7), vyber nasledujicej hrany (5.1.8), zmenu pravdepodobnosti Py, (5.1.9)
a zmenu po¢tu mravcov Ny, (5.1.10).
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5.1.1 Zmena stratégie. ManaZment riadenia mravcov

V prvom kroku sa zameriavam na stratégiu koldnie. Je to najmé z dovodu, ze v poévodnom
Clanku [1] nie je stratégia zmienena. Vychadzat’ budeme z tej stratégie, v ktorej ziskame
lepsie vysledky. Podrobnejsie je stratégii mravcov venovany popis v Casti 3.3.2. Tato zmena
nema vzdy vplyv na algoritmus kolonie mravcov. V tomto pripade, ked’ mravce zanechavaji
feromonové hodnoty uz pocas vytvarania cesty a graf je vytvarany postupne, vSak vplyv ma.

Tabulka 5.1 reprezentuje vysledky ziskané postupnou a paralelnou stratégiou (nejedna
sa o paralelizaciu, ale o sibezné vytvaranie cesty. Mravec nevykona d’al§i krok kym
nevykonal krok mravec pred nim). Graf 5.1 reprezentuje graf porovnania poctu fitnes
ohodnoteni pre dany typ stratégie. Graf 5.2 predstavuje graf zavislosti fitnes od poctu iteracii
algoritmu.

1 Postupna 4 35 27401
2 Paralelna 4 30 24292
Tabul’ka 5.1: Porovnanie vysledkov pre typ stratégie
Graf porovnania poctu fitnes ohodnoteni pre typ
stratégie
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Graf 5.1: Graf porovnania poctu fitnes ohodnoteni pre typ stratégie
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Graf zavislosti fitnes od poctu iteracii pre typ
stratégie
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Graf 5.2: Graf zavislosti fitnes od poctu iteracii pre typ stratégie

Lepsie vysledky boli dosiahnuté paralelnou stratégiou. Celkovo bol dosiahnuty
priemer 24292 ohodnoteni a 4-krat sa nam nepodarilo dospiet’ k vysledku ani po 100000
ohodnoteniach. Budeme predpokladat’, Ze v pévodnom algoritme [1] bola pouzitd paralelna
stratégia a budeme sa porovnavat’ s tymto vysledkom.

5.1.2 Zmena vypoctu fitnes hodnoty

Vypocet fitnes hodnoty na zadklade povodného algoritmu [1] je popisany v Casti 2.1.4.
Vypocet prebiehal podla vzorca (2.1). Na vypocet fitnes som navrhla novy pristup, popisany
v Casti 3.1.3. Bude sa postupovat’ podl'a vzorca (3.2.1) a (3.2.1). Do vzorca na vypocet fitnes
bol pridany parameter, ktory prida vyssiu vahu dizke skonstruovaného riesenia.

Pouzité su tieto stratégie:

1- Klasicky vypocet fitnes hodnoty dany povodnym algoritmom podla vzorca (2.1).

2- Vypocet so zvySenim vahy poctu krokov podl'a vzorca (3.2.1) ay; = 10.

3- Vypocet fitnes hodnoty dany pdvodnym algoritmom s pridanim penalizcie podl'a
vzorca (3.2.2), y, = 10.

4- Vypocet so zvySenim vahy poctu krokov s pridanim penalizicie podla vzorca
(3.2.2),y;, =10ay, =10.

Tabulka 5.2 prezentuje vysledky ziskané pre rozne stratégie vypoctu fitnes. Graf 5.3
predstavuje porovnanie poctu fitnes ohodnoteni pre rézne typy vypoctu fitnes. Graf zavislosti
fitnes od poctu iteracii algoritmu nie je v tomto pripade smerodajny, ked’ze sa vypocet fitnes
meni.
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1 n/a n/a 6 30 24633
2 10 n/a 0 14 17099
3 1 10 1 18 18704
4 10 10 0 10 14334
Tabul’ka 5.2: Porovnanie vysledkov pre zmenu vypoctu fitnes hodnoty
Graf porovnania poctu fitnes ohodnoteni pre typ
vypoctu fitnes
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Graf 5.3: Graf porovnania poctu fitnes ohodnoteni pre typ vypoctu fitnes

Vysledky ukézali, Ze najlepSie bude pouZit' stratégiu ¢. 4 so znevyhodnenim poctu
krokov nad S,,4, s vyuzitim y; = 10 a y, = 10.

Zmenou vypoctu fitnes hodnoty sme dosiahli zniZenie poctu fitnes ohodnoteni
0 10299, ¢o predstavuje 41.8%. Celkovo sa pocet testov, v ktorych vysledok nebol ndjdeny
ani po 100000 fitnes ohodnoteniach zniZil o 6, ¢o znamena, Ze v kazdom pokuse sme boli
schopni najst’ vysledok pred prekro¢enim 100000 ohodnoteni.

5.1.3 Vytvorenie korena grafu

V povodnom algoritme bolo pouzité ndhodné vytvorenie korefia. Novy postup vytvarania
korena je popisany v ¢asti 3.1.1.

V rieSeni su pouZité tieto stratégie vytvorenia korena:

1 — Nahodné vytvorenie korena, podl'a pdvodného algoritmu [1].
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2 — Néhodne sa vytvori kone¢no-stavovy automat. Ten je nasledne v piatich iteraciach
10-krat ndhodne zmutovany, pricom do nasledujicej iteracie sa vyberie najlep$i

zmutovany automat.

3 — Nahodne sa vytvori 5 kone¢no-stavovych automatov. Vybrany je najlepsi z nich.

4 - Néahodne sa vytvori 10 kone¢no-stavovych automatov. Vybrany je najlepsi z nich.

5 - Nahodne sa vytvori kone¢no-stavovy automat, v piatich iteraciach sa nahodne zvoli
pozicia v tabulke kone¢no-stavového automatu a st vyskusané vsetky modifikacie
hodnot na tejto pozicii. Do d’alSej iterdcie sa vyberie automat, ktory ziska najvyssiu
fitnes hodnotu.

V tabul’ke 5.3 je zobrazené porovnanie vysledkov pre rézne typy uréenia korena grafu.
Graf 5.4 predstavuje graf zavislosti fitnes od poctu iteracii pre typ generovania korena.

1 6 30 24633
2 2 31 24256
3 5 33 26042
4 4 30 24367
5 5 34 27702
Tabul’ka 5.3: Porovnanie vysledkov pre typ generovania koreiia
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Graf 5.4: Graf zavislosti fitnes od poctu iteracii pre typ generovania koreia

Zmenou generovania korefia sme nedosiahli vyrazné znizenie poctu fitnes ohodnotent,
jednalo sa o znizenie o 377, ¢o predstavuje 1.5%. Celkovo sa vSak pocet testov, v ktorych
vysledok nebol najdeny ani po 100000 fitnes ohodnoteniach znizil az o 4.




5.1.4 Rozmiestnenie mravcov v grafe

V povodnom algoritme bolo pouzité rozmiestnenie mravcov popisané v Casti 2.1.2 a mravce
st rozmiestnené nahodne pozdiz globalne najlepsej trasy. K rozmiestneniu mravcov som sa
rozhodla pouzit’ aj iny pristup, ktory je popisany v Casti 3.2. Pri sledovani algoritmu som si
totiz vSimla, Ze umiestilovanie mravcov na globalne najlep$iu trasu moéze sposobit, ze
algoritmus ostane uvdzneny v lokdlnom optime.

St pouzité nasledujuce stratégie:

1 — Na zaklade rozmiestnenia mravcov v povodnom algoritme [1]. Vyuzité je
rozmiestenie mravcov pozdiZ globalne najlepsej ziskanej trasy,

2 — Rozmiestnenie mravcov pozdiz najlepsej ziskanej trasy v predoslej iteracii.

3 — Mravec je s pravdepodobnostou 10% umiestneny na globalne najlepSiu cestu,
s opac¢nou pravdepodobnost’ou na najlepSiu trasu z predosle;j iteracie.

4 - Mravec je s pravdepodobnostou 10% umiestneny na globalne najlepSiu cestu,
s pravdepodobnostou 10% je pouzity na vyber pociato¢ného bodu turnaj velkosti 10,
priCom sa vybera zo vSetkych vrcholov.

5 — Vyuzité je rozmiestnenie mravcov pozdiz najlepsej ziskanej trasy v predoslej
iteracii, vyberu sa dve vrcholy z tejto trasy, a ako Startovaci bod sa vyberie lepsi
z nich.

6 — Podobne ako stratégia ¢. 5. VyuZité je rozmiestnenie mravcov pozdiz najlepse;
ziskanej trasy v predoslej iteracii. Pokial’ algoritmus stagnuje viac ako 10 iteracii
vyberta sa dve vrcholy z tejto trasy, a ako Startovaci bod sa vyberie lepsi z nich. Pokial’
stagnuje menej ako 10 iteracii vyberie sa Startovaci vrchol ndhodne.

7 — Pokial' algoritmus stagnuje presne Ngiq45/2 iteracii, mravce sa rozmiestnia
v tomto kroku na globalne najlepsiu trasu. V opacnom pripade sa mravce umiestnia na
najlepsiu trasu z predoslej iteracie.

8 — Pokial’ algoritmus stagnuje presne Ngq45/2 iteracii mravce sa rozmiestnia v tomto
kroku na globalne najlepSiu trasu. Pokiall mravec stagnuje menej ako 10 iteracii,
vyberu sa dve vrcholy z iterativne najlepSej trasy, a ako Startovaci bod sa vyberie lepsi
z nich. V opa¢nom pripade sa mravce umiestnia na najleps$iu trasu z predoslej iteracie.
9 — Podobne ako v stratégii ¢. 8, s vynimkou toho, ze v opa¢nom pripade sa mravec
s pravdepodobnostou 30% umiestni v grafe turnajom velkosti 10, zo vSetkych
vrcholov.

V tabulke 5.4 je zobrazené porovnanie vysledkov pre rozne stratégie rozmiestnenia

mravcov. Graf 5.5 predstavuje graf zavislosti fitnes od poctu iteracii pre typ rozmiestnenia
mravcov.
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1 6 30 24633
2 4 29 22012
3 5 30 22328
4 9 28 23797
S 8 29 23535
6 5 35 25445
7 3 30 21431
8 4 30 23961
9 5 30 24146

Tabul’ka 5.4: Porovnanie vysledkov pre typ rozmiestnenia mravcov

Graf zavislosti fitnes od poctu iteracii pre typ rozmiestnenia

mravcov
87,8
87,6 Stratégial
87,4 -~ Stratégia 2
87,2 e Stratégia 3
87 ~

86 8 /_'- e Stratégia 4
86,6 Vi 1 ——Stratégia 5

86,4 ——{ Stratégia 6
86,2

Hodnota fithes

I/ Stratégia 7
86 T T T T T T T T T T Stratégia 8
0 10 20 30 40 50 60 70 80 90 100

PN e Stratégia 9
Cislo iteracie 8

Graf 5.5: Graf zavislosti fitnes od poctu iteracii pre typ rozmiestnenia mravcov

Zmenou pociato¢ného rozmiestnenia mravcov v grafe sme dosiahli zniZzenie poctu
fitnes ohodnoteni o 3202, ¢o predstavuje 13%. Celkovo sa pocet testov, v ktorych vysledok
nebol najdeny ani po 100000 fitnes ohodnoteniach zniZzil o 3.

5.1.5 Zmena velKosti Ny,

Pri sledovani vyvoja algoritmu sa dalo pozorovat, Ze so zvySujicim sa poctom iteracii, bez
zlepSenia globalneho maxima, sa zniZuje Sanca toto globalne maximum zvysit. V pévodnom
algoritme mal algoritmus na toto zlepSenie 20 krokov (Nstq4s). Pokial globalne maximum za
20 krokov nedokazal zvysit, reStartoval sa. BliZ§i popis je v Casti 2.1.7. Rozhodla som sa
preto zostavit histogram zlepSenia najlepSej fitnes v jednotlivych iteraciach, ked’ zlepSenie
fitnes stagnuje. Histogram je zobrazeny v grafe 5.6. Prva iteracia pre prehladnost’ nie je
zobrazena celd, no doSlo v nej k zlepSeniu celkovo 8454 krat. Na zaklade tohto pozorovania
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som sa rozhodla zniZit pofet Ng45na 15 a 10, kedZe v poslednych iterdciach doslo

k zlepSeniu len vo velmi malom mnoZzstve pripadov.

V tabulke 5.5 je zobrazené porovnanie vysledkov pre rozne hodnoty Ngiq4s. Graf 5.7
predstavuje graf zavislosti fitnes od poctu iteracii pre pocet krokov globélnej stagnacie Nyqgs.

Histogram zlepsenia fitnes v jednotlivych
iteraciach stagnacie
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Graf 5.6: Histogram zlepsSenia fitnes v jednotlivych iteraciach stagnacie

1 20 6 30 24633
2 15 3 23 19995
3 10 2 22 19096

Tabul’ka 5.5: Porovnanie vysledkov pre pocet Ny
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Graf 5.7: Graf zavislosti fitnes od poctu iteracii pre pocet Ny,

Znizenim Ng;q4s sme dosiahli zniZzenie poCtu ohodnoteni o 5537, Co Cini 22.5%.

Celkovo sa pocet testov, v ktorych vysledok nebol najdeny ani po 100000 fitnes
ohodnoteniach, znizil o 4.

5.1.6 Typ aktualizacie feromonovych hodnot

Aktualizacia feromonovej hodnoty povodného algoritmu je popisana v Casti 2.1.4. V mojom
rieSeni som navrhla zmeny popisané v Casti 3.4.2.

Pouzité su tieto stratégie:
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1 — Na zéklade aktualizacie povodného algoritmu [1], popisanej v Casti 2.1.4.

2 — Feromonova aktualizacia na zéklade algoritmu EAS, hodnoty su aktualizované
pomocou formuly (3.5).

3 — Feromoénova aktualizacia na zaklade algoritmu SACO, ktory je popisany v Casti
1.2.2.1. Postupuje sa na zdklade formuly (1.4).

4 - Feromonova aktualizacia na zaklade algoritmu AS Ant cycle, ktory je popisany
v Casti 1.2.2.2. Postupuje sa na zaklade formuly (1.7) a na uréenie zmeny feromoénovej
hodnoty sa vyuziva formula (1.9).

5 - Feromonové aktualizdcia na zéklade algoritmu ACS, ktory je popisany v Casti
1.2.2.2. Postupuje sa na zéklade formuly (1.14). Zmena feroménovej hodnoty je
vyjadrend formulou (1.15) a hodnoty aktualizuje mravec, ktory dosiahol najlepSie
rieSenie v predosSlej iteracii.

6 — Rovnako ako stratégia ¢. 5. Feromonova aktualizacia na zéklade algoritmu ACS,
s tym rozdielom, ze hodnoty aktualizuje mravec, ktory dosiahol globalne najlepsie
rieSenie.



7 - Feromonova aktualizdcia na zaklade algoritmu MMAS. Pristup je podobny ako
ACS, ale feromonové hodnoty aktualizuje aj globalne najlepsi mravec a aj mravec,
ktory bol najlepsi v predoslej iteracii. Globalne najlepSie rieSenie sa vyuZziva na
zaciatku algoritmu s 10% pravdepodobnostou, tiato pravdepodobnost’ sa behom
programu zvySuje (kazdé iteracia znamena narast o 1%).

8 — Feromonova aktualizacia na zdklade algoritmu ANTABU, ktory je popisany
v Casti 1.2.2.2, postupuje sa na zaklade formuly (1.20).

9 — Podobne ako stratégia ¢. 1 ale s vyparovanim 0.05. Vyuziva sa parameter
MUACOsmQ = 5, ktorym je deleny prirastok feromonovej hodnoty.

10 — Rovnako ako stratégia ¢. 9, ale MUACOsmQ = 10.

V tabul’ke 5.6 je zobrazené porovnanie vysledkov pre roézne urcenie feroménovych
hodnot. Graf 5.8 predstavuje graf zavislosti fitnes od poctu iteracii pre typ aktualizacie
feromonovych hodnot.

1 6 30 24633
2 8 25 21507
3 5 26 19760
4 5 34 27626
S 5 35 26798
6 9 27 23460
7 7 27 21344
8 8 33 23552
9 4 25 20541
10 10 28 22559

Tabul’ka 5.6: Porovnanie vysledkov pre rézne typy aktualizacie feroménovych hodnét
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Graf 5.8: Graf zavislosti fitnes od poctu iteracii pre typ aktualizacie feromonovych hodnét

Zmenou feromonovej hodnoty sme dosiahli zniZenie poctu fitnes ohodnoteni o 4873,
¢o predstavuje 19.8%. Celkovo sa pocet testov, v ktorych vysledok nebol najdeny ani po
100000 fitnes ohodnoteniach, znizil o 1.

5.1.7 Pridanie heuristickej informacie

V povodnom rieSeni [1] heuristickd informdacia nie je vyuzitd, je vSak vyuzitd v ¢lanku [2].
Blizsi popis je uvedeny v Casti 3.5. Hodnoty heuristickej informéacie méZzu byt posilnené
parametrom [ amoOze byt tieZ zmenend minimalna hodnota heuristickej informacie

Nmin-
Boli vyskasané 4 rozne stratégie pouzitia heuristickej informacie:

1 — Heuristicka informacia nebola vyuzita.

2 - Heuristickd informacia bola vyuZzita, parameter  bol rovny 1.
3 - Heuristickd informacia bola vyuZzita, parameter  bol rovny 2.
4 - Heuristickd informdcia bola vyuzitd, parameter § bol rovny 3.

V tabulke 5.7 je zobrazené porovnanie vysledkov pre rozny pristup k heuristickej

informécii hrany. Graf 5.9 predstavuje graf zavislosti fitnes od poctu iterdcii pre typ pouZitia
heuristickej informacie.
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1 6 30 24633
2 8 32 24888
3 5 27 23310
4 5 32 23983
Tabul’ka 5.7: Porovnanie vysledkov pre rézne typy pouZitia heuristickej informacie
Graf zavislosti fitnes od poctu iteracii pre typ pouzitia
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Graf 5.9: Graf zavislosti fitnes od poctu iteracii pre typ pouZitia heuristickej informacie

Pridanim heuristickej informdcie sme nedosiahli vyrazné zniZzenie poctu fitnes
ohodnoteni. Pocet fitnes ohodnoteni sa podarilo znizit' o 1323, ¢o predstavuje 5.4%. Celkovo
sa pocet testov, v ktorych vysledok nebol n4jdeny ani po 100000 fitnes ohodnoteniach, znizil
ol.

5.1.8 Vyber nasledujucej hrany

V povodnom rieSeni [1] sa pouziva vyber nasledujucej hrany popisany v €asti 2.1.5 a hrana sa
vybera na zéklade formuly (2.2). Bude v8ak vyskuSany aj iny pristup navrhnuty v ¢asti 3.3.1.

St pouzité tieto stratégie:

1 — Na zaklade vyberu povodného algoritmu [1], popisaného v Casti 2.1.4.

2 — Ako stratégia €. 1, ale ak je r < 7145, je automaticky vybrand najlepSia hrana,
Tacs = 20.

3 — Ako stratégia €. 1, ale ak je r < 7,¢s, je vybrand nasledujica hrana nahodnym
vyberom, 14,5 = 10.

4 - Ako stratégia €. 1, ale ak jer < 7y4¢s, je nasledujuca hrana vybrana turnajom,
Tacs = 20.
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5 - Ako stratégia ¢. 1, ale ak je r < ryqsje nasledujuca hrana vybrand turnajom,
Tacs = 30.

6 - Ako stratégia €. 1, ale ak je v < r1,yr,je Vybrand najlepSia hrana, ak je r <
r2_ANTQ nasledujica hrana je vybrand turnajom. PriCom plati, ze r1_ANTQ = 20,
r2_ANTQ = 80.

7 - Ako stratégia ¢. 6, no r1_ANTQ = 20,72_ANTQ = 70.

V tabulke 5.8 je zobrazené porovnanie vysledkov pre rozny pre typ vyberu
nasledujicej hrany. Graf 5.10 predstavuje graf zavislosti fitnes od poctu iteracii pre typ

vyberu nasledujicej hrany.

1 6 30 24633
2 5 35 28477
3 4 31 26205
4 5 29 22416
5 6 25 21791
6 8 28 22201
7 6 32 26269
Tabul’ka 5.8: Porovnanie vysledkov pre typ vyberu nasledujtcej hrany
Graf zavislosti fitnes od poctu iteracii pre typ vyberu
nasledujucej hrany
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Graf 5.10: Graf zavislosti fitnes od poctu iteracii pre typ vyberu nasledujicej hrany

Zmenou vyberu nasledujicej hrany sme dosiahli zniZzenie poctu fitnes ohodnoteni
02542, ¢o predstavuje 10.3%. Celkovo sa vSak pocet testov, v ktorych vysledok nebol
najdeny ani po 100000 fitnes ohodnoteniach, neznizil.
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5.1.9 Zmena pravdepodobnosti P,,,,,

Parameter P,,,, predstavuje pravdepodobnost’ vytvorenia novych uzlov pri konstruovani
grafu. Popis konstrukcie cesty v povodnom algoritme [1] je popisany v Casti 2.1.2. V rieSeni
sme sa rozhodli vyskusat modifikovanie pravdepodobnosti P,,,,, a vplyv zmeny na pocet
fitnes ohodnoteni.

V tabulke 5.9 je zobrazené porovnanie vysledkov pre rézny rdézne velkosti
pravdepodobnosti B,,,. Graf 5.11 predstavuje graf zavislosti fitnes od poctu iteracii pre

vel'kost’ pravdepodobnosti P, .

1 50 6 30 24633
2 40 2 34 24950
3 60 5 29 22878
4 70 5 23 19512
5 80 6 35 25046
Tabul’ka 5.9: Porovnanie vysledkov pre rézne vel’kosti P,
Graf zavislosti fitnes od po¢tu iteracii pre velkost
pravdepodobnosti P,
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Graf 5.11: Graf zavislosti fitnes od poctu iteracii pre vel’kost’ pravdepodobnosti P,,,,

Zmenou parametra P, sme dosiahli zniZenie poctu fitnes ohodnoteni o 5121, ¢o
predstavuje 20.8%. Celkovo sa pocet testov, v ktorych vysledok nebol ndjdeny ani po 100000
fitnes ohodnoteniach znizil o 1.
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5.1.10 Zmena poctu mraveov N

Parameter N,,;, predstavuje pocet mravcov, ktoré sa pouzivaju pri konstrukcii ciest. V rieSeni
sme sa rozhodli vyskusat zmenu poctu mravcov N,,:s a skamat’ jej vplyv na pocet fitnes
ohodnoteni.

V tabul’ke 5.10 je zobrazené porovnanie vysledkov pre rézny pocet mravcov N, is.
Graf zavislosti fitnes od poctu iteracii algoritmu v tomto pripade nie je relevantny, ked’ze so

zvySujucim sa poctom mravcov, fitnes hodnota narasté rychlejSie. VyraznejsSie vSak narasta aj
pocet fitnes ohodnoteni.

1 5 6 30 24633
2 3 5 37 24172
3 4 6 27 23813
4 6 7 27 24538
5 7 5 31 25295
6 8 6 28 24967

Tabulka 5.10: Porovnanie vysledkov pre rézny pocet mravcov N ;¢

Zmenou parametra N,,;s sa nepodarilo dosiahnut’ vyraznejSie zniZenie poctu fitnes
ohodnoteni. Za najlepSie zlepSenie by sa dala povazovat stratégia, kde bol dany pocet
mravcov 3 (respektive stratégia ¢. 2). Nejedna sa sice o najvyraznejSie zniZenie poctu fitnes
ohodnoteni (zlepSenie o 461 fitnes ohodnoteni, co predstavuje 1.9%), najvyraznejSie bolo
dosiahnuté pri stratégii €. 3, no celkovo sa pocet testov, v ktorych vysledok nebol najdeny ani
po 100000 fitnes ohodnoteniach zniZil o 1, a to bol v tomto pripade rozhodujuci faktor.

5.1.11 Cast’ 1: Zhodnotenie

V prvej Casti rieSenia, ktora bola zamerana na pozorovanie vplyvu zmien jednotlivych
parametrov, sme zmenou parametrov dosiahli vysledky uvedené v tabulke 5.11. Najvicsie
zlepSenie dosiahla Gprava fitnes vypoctu (5.1.2), kde sme pri vypocte fitnes pridali parameter,
ktory zvysil vahu poctu krokov oproti poctu nazbieranych kusov potravy a pridali penalizaciu.
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Povodny
1 algoritmus [1] 6 30 24633 n/a n/a
(2.1)

Zmena vypoctu

fitnes (5.1.2) 0 10 14334 41,8% 6
3 Zmena Ny, (5.1.3) 2 22 19096 22.5% 4
Zmena
4  pravdepodobnosti 5 23 19512 20.8% 1
P (5.1.9)
Zmena aktualizacie
5 feromonovych 5 26 19760 19.8% 1
hodno6t (5.1.6)
Zmena
6 rozmiestnenia 3 30 21431 13% 3
v grafe (5.1.4)
Zmena vyberu
7 nasledujicej hrany 6 25 22091 10.3% 0
(5.1.8)
Pridanie
8 heuristickej 5 27 23310 5.4% 1
informacie (5.1.7)
Zmena poctu
ey (5, 10) 5 37 24172 1.9% 1
1 Zmena vytvorenia ’ 31 24756 1.5% 4

0 korena grafu (5.1.3)

Tabul’ka 5.11: Porovnanie zlepSeni pre jednotlivé zmeny parametrov

5.2 Cast’ 2: Iterativna optimalizicia parametrov

V casti 5.2.1 az 5.2.9 sa postupne zameriame na zmenu jednotlivych parametrov
navrhnutych v Casti Navrh rieSenia (kapitola 3), pricom sa budeme snazit pocet fitnes
ohodnoteni potrebnych na najdenie pozadovaného rieSenia €o najviac zniZit, ato tym, Ze
parametre budeme zlepSovat’ iterativne a zmenu d’alSieho parametra vykoname s nastavenim
parametrov z predoslého ziskaného zlepSenia. Zameriavame sa na vypocet fitnes (5.2.1),
generovanie korena grafu (5.2.2), rozmiestnenie mravcov v grafe (5.2.3), zmenu poctu krokov
stagnacie Nyqgs (5.2.4), typ aktualizicie feromonovych hodndt (5.2.5), pridanie heuristicke;]
informéacie (5.2.6), vyber nasledujucej hrany (5.2.7), zmenu pravdepodobnosti Py, (5.2.8)
a zmenu pocCtu mravcov Ny, (5.2.9).

5.2.1 Zmena vypoctu fitnes hodnoty

Kedze je vypocet fitnes prvym krokom zmeny parametrov algoritmu, a teda nema ziadnu
nadvdznost na iny predosly krok, budu pouzité vysledky ziskané v casti 5.1.2.
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5.2.2 Vytvorenie korena grafu

Vychddzame zo stratégie ¢. 4 pouzitej na vypocet fitnes hodnoty, ktora ziskala najlepSie
vysledky v ¢asti 5.1.2.

V pdvodnom algoritme bol koren vytvoreny na zaciatku algoritmu nahodne. V rieSeni
budu pouzité stratégie na vytvorenie korena popisané v Casti 5.1.3.

V tabulke 5.12 je zobrazené porovnanie vysledkov pre rdzne typy urCenia korena
grafu. Graf 5.12 predstavuje porovnanie poctu fitnes ohodnoteni pre typ urcenia korena grafu.

1 0 10 14334
2 0 9 13988
3 0 10 15453
4 0 10 13352
5 0 13 16087
Tabulka 5.12: Porovnanie vysledkov pre rézne typy urcenia koreia grafu
Graf porovnania poctu fitnes ohodnoteni pre typ
urcenia korena grafu
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Graf 5.12: Graf porovnania poctu fitnes ohodnoteni pre typ urcenia koreia grafu

Ako najlepSia sa ukazala stratégia ¢. 4. Oproti vysledkom ziskanym v €asti 5.2.1 sme
vysledok zlepsili o 982 fitnes ohodnoteni, ¢o predstavuje 6.9%.

Celkovo sme oproti pdvodnému algoritmu dosiahli zlepSenie o 11281 fitnes
ohodnoteni, ¢o predstavuje zlepSenie o 45.8%.
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5.2.3 Rozmiestnenie mravcov v grafe

Vychddzame zo stratégie €. 4, ktora sa ukazala ako najlepsia pri vytvarani korena grafu v casti
5.2.2 atiez zo stratégie ¢. 4 pouzitej pri vypocte fitnes hodnoty 5.1.2.

V pdvodnom algoritme bolo pouzité rozmiestnenie mravcov popisané v Casti 2.1.2,
amravce su rozmiestnené nahodne pozdlz globalne najlepSej trasy. Na rozmiestnenie
mravcov boli pouzité stratégie popisané v Casti 5.1.4.

V tabul’ke 5.13 je zobrazené porovnanie vysledkov pre rozne stratégie rozmiestnenia
mravcov. Graf 5.13 predstavuje porovnanie poctu fitnes ohodnoteni pre typ urcenia
rozmiestnenia mravcov v grafe.

1 0 10 13252
2 0 6 10669
3 0 7 11719
4 0 6 11404
S 0 10 12534
6 0 8 10407
7 0 6 10070
8 0 7 10723
9 0 9 11912

Tabul’ka 5.13: Porovnanie vysledkov pre rozne stratégie rozmiestnenia mravcov
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Graf 5.13: Graf porovnania poctu fitnes ohodnoteni pre typ urcenia rozmiestnenia mravcov v grafe

Ako najlepSia sa ukdzala stratégia Cislo 7. Oproti vysledkom ziskanym v €asti 5.2.2
sme vysledok zlepsili o 3182 fitnes ohodnoteni, o predstavuje 24%.

Celkovo sme oproti pdvodnému algoritmu dosiahli zlepSenie o 14563 fitnes
ohodnoteni, ¢o predstavuje zlepSenie o 59.1%.

5.2.4 Zmena velKosti Ny

Vychadzame zo stratégie €. 7, ktora sa ukazala ako najlepSia pri rozmiestneni mravcov v ¢asti
5.2.3, zaroven zo stratégie €. 4, ktord sa ukazala ako najlepSia pri vytvarani korenia grafu
v Casti 5.2.2 a tiez zo stratégie €. 4 pouzite] pri vypocte fitnes hodnoty 5.1.2.

Dé6vod na zmenu Ngiq4s je popisany v Casti 5.1.5, kde sa tiez nachadza histogram
zlepSenia najlepSej fitnes v jednotlivych iteraciach, ked’ zlepSenie fitnes stagnuje (graf 5.6).

V tabulke 5.14 je zobrazené porovnanie vysledkov pre rdzne hodnoty Ngiqgs. Graf

5.14 predstavuje porovnanie poctu fitnes ohodnoteni pre maximalny pocet globalnej
stagnacie.

[

20 0 6 10070

2 15 0 5 9777
Tabul’ka 5.14: Porovnanie vysledkov pre rozne hodnoty Ng;q4¢
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Graf 5.14: Graf porovnania poctu fitnes ohodnoteni pre maximalny pocet globalnej stagnacie

ZniZenim Ng;q4 sa podarilo dosiahnut’ zlepSenie. Oproti vysledkom ziskanym v Casti
5.2.3 sme vysledok zlepsili o 293 fitnes ohodnoteni, ¢o predstavuje 2.9%.

Celkovo sme oproti pdvodnému algoritmu dosiahli zlepSenie o 14856 fitnes
ohodnoteni, ¢o predstavuje zlepSenie o 60.3%.

5.2.5 Typ aktualizacie feromonovych hodnot

Pouzitd bude velkost’ Ngigs = 15, vzhladom na vysledky dosiahnuté v Casti 5.2.4.
Vychadzat' budeme tiez zo stratégie €. 7, ktord sa ukazala ako najlepSia pri rozmiestneni
mravcov v Casti 5.2.3, zarovenl zo stratégie €. 4, ktora sa ukéazala ako najlepSia pri vytvarani

korenia grafu v Casti 5.2.2 a tiez zo stratégie €. 4 pouzitej pri vypocte fitnes hodnoty 5.1.2.

Aktualizdcia feromonovej hodnoty povodného algoritmu je popisand v Casti 2.1.4.
V mojom rieSeni som navrhla zmeny popisané v Casti 3.4.2. Pouzité budu stratégie popisané
v Casti 5.1.6.

V tabul’ke 5.15 je zobrazené porovnanie vysledkov pre rozne urcenie feroménovych

hodndt. Graf 5.15 predstavuje porovnanie poctu fitnes ohodnoteni pre typ vypoctu
feromonovej hodnoty.
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1 0 5 9777
2 0 3 9743
3 0 5 9424
4 0 5 10548
5 0 2 9933
6 0 6 9825
7 0 7 10805
8 0 6 10711
9 0 5 10426
10 0 4 9684
Tabul’ka 5.15: Porovnanie vysledkov pre rozne urcenie feroménovych hodnot
Graf porovnania poctu fitnes ohodnoteni pre typ
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Graf 5.15: Graf porovnania poctu fitnes ohodnoteni pre typ vypoctu feromonovej hodnoty

Ako najlepSie sa ukédzalo pouZitie stratégie 3. Oproti vysledkom ziskanym v Casti 5.2.4
sme vysledok zlepsili o 353 fitnes ohodnoteni, ¢o predstavuje 3.6%.

Celkovo sme oproti pdvodnému algoritmu dosiahli zlepSenie o 15209 fitnes
ohodnoteni, ¢o predstavuje zlepsenie o 61.7%.

5.2.6 Pridanie heuristickej informacie

Vyuzitd bude stratégia ¢. 3 pouzitd na aktualizdciu feromoénovych hodnoét, ktord ziskala
najlepSie vysledky v Casti 5.2.5. Pouzita bude velkost Ngiq4s = 15, vzhl'adom na vysledky
dosiahnuté v Casti 5.2.4. Vychadzat' budeme tiez zo stratégie €. 7, ktora sa ukazala ako
najlepSia pri rozmiestneni mravcov v Casti 5.2.3, zaroven zo stratégie €. 4, ktord sa ukazala
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ako najlepsia pri vytvarani korena grafu v Casti 5.2.2 a zo stratégie ¢. 4 pouzitej pri vypocte
fitnes hodnoty 5.1.2.

V povodnom rieseni [ 1] heuristicka informacia nie je vyuzitd, je vSak vyuzitd v ¢lanku
[2]. Blizsi popis je uvedeny v Casti 3.5. Popis pouzitych stratégii je v ¢asti 5.1.7.

Vysledky st zobrazené v Prilohe A v tabulke A.1, kde je zobrazené porovnanie
vysledkov pre rozny pristup k heuristickej informacii hrany. Graf A.1 v Prilohe A predstavuje
porovnanie poctu fitnes ohodnoteni pre typ pouzitia heuristickej informécie.

Najlepsi vysledok sme dosiahli s pouzitim stratégie ¢. 1, kde heuristickd informacia
nebola pouzitd. K zlepseniu predoslych vysledkov teda nedoslo, a preto sme sa rozhodli
v d’alsich testoch heuristicku informaciu nepouzit’.

5.2.7 Vyber nasledujicej hrany

Heuristickd informacia nebude vzhl'adom na vysledky dosiahnuté v Casti 5.2.6 pouzit.
Vyuzita bude stratégia ¢. 3 pouzitd na aktualizdciu feromoénovych hodnot, ktord ziskala
najlepSie vysledky v Casti 5.2.5. Pouzitd bude velkost’ Ngiq4s = 15, vzhl'adom na vysledky
dosiahnuté v Casti 5.2.4. Vychadzat’ budeme tiez zo stratégie ¢. 7 rozmiestnenia mravcov,
ktora sa ukazala ako najlepSia v Casti 5.2.3, zaroven zo stratégie €. 4, ktora sa ukazala ako
najlepsia pri vytvarani korena grafu v Casti 5.2.2 a zo stratégie €. 4 pouzitej pri vypocte fitnes
hodnoty 5.1.2.

V algoritme [1] sa pouziva vyber nasledujicej hrany popisany v Casti 2.1.5 a hrana sa
vybera na zéklade formuly (2.2). Bude vSak vyskasany aj iny pristup navrhnuty v ¢asti 3.3.1.
Popis stratégii vyberu nasledujicej hrany je uvedeny v Casti 5.1.8.

V tabul’ke 5.16 je zobrazené porovnanie vysledkov pre rdzne stratégie vyberu
nasledujucej hrany. Graf 5.16 predstavuje porovnanie poctu fitnes ohodnoteni pre typ vyberu

nasledujucej hrany.

1 0 4 9424
2 0 6 9930
3 0 7 10154
4 0 3 9159
S 0 8 10382
6 0 6 10002
7 0 10 11443

Tabul’ka 5.16: Porovnanie vysledkov pre rozne stratégie vyberu nasledujucej hrany
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Graf 5.16: Graf porovnania poctu fitnes ohodnoteni pre typ vyberu nasledujucej hrany

Ako najlepsie sa ukazalo pouzitie stratégie ¢. 4. Oproti vysledkom ziskanym v Casti 5.2.5 sme
vysledok zlepsili o 265 fitnes ohodnoteni, ¢o predstavuje 2.8%.

Celkovo sme oproti pdvodnému algoritmu dosiahli zlepSenie o 15474 fitnes ohodnoteni, ¢o
predstavuje zlepSenie o 62.8%.

5.2.8 Zmena pravdepodobnosti P,

Vychadzame zo stratégie ¢. 4 vyberu nasledujucej hrany, na zdklade vysledkov ziskanych
v Casti 5.2.7. Heuristicka informacia nebude vzhl'adom na vysledky dosiahnuté v Casti 5.2.6
pouzitd. VyuZzita bude stratégia ¢. 3 pouzitd na aktualizdciu feromoénovych hodndt, ktorad
ziskala najlepSie vysledky v Casti 5.2.5. Pouzitd bude velkost' Ng;q4s = 15, vzhladom na
vysledky dosiahnuté v Casti 5.2.4. Vychadzat budeme tieZ zo stratégie ¢. 7 rozmiestnenia
mravcov, ktora sa ukéazala ako najlepSia v Casti 5.2.3, zaroven zo stratégie €. 4, ktora sa
ukézala ako najlepSia pri vytvarani korena grafu v Casti 5.2.2 a zo stratégie €. 4 pouZitej pri
vypocte fitnes hodnoty 5.1.2.

V pdvodnom algoritme bola hodnota parametra P,,,, = 50. V rieSeni sme sa rozhodli
vysktsat’ vplyv zmeny parametra B,,,, na pocet fitnes ohodnoteni.

Vysledky st zobrazené v Prilohe A vtabulke A.2, kde je zobrazené porovnanie

vysledkov pre r6zne hodnoty P,,,,. Graf A.2 v Prilohe A predstavuje porovnanie poctu fitnes
ohodnoteni pre velkost’ parametra P, .
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Najlepsi vysledok sme dosiahli s pouzitim stratégie ¢. 1, kde B, malo povodnu
hodnotu. K zlepseniu predoslych vysledkov teda nedoslo, a preto sme sa rozhodli, v d’al§ich
testoch ponechat’ B,,,, = 50.

5.2.9 Zmena pocétu mraveov N,

Vychadzame z B, = 50, vzhl'adom na vysledky dosiahnuté¢ v Casti 5.2.8. Pouzitd je
stratégia ¢. 4 vyberu nasledujucej hrany, na zaklade vysledkov ziskanych v Casti 5.2.7.
Heuristickd informacia nebude vzhladom na vysledky dosiahnuté v Casti 5.2.6 pouzita.
Vyuzitd bude stratégia ¢. 3 pouzitd na aktualiziciu feromoénovych hodnot, ktord ziskala
najlepSie vysledky v Casti 5.2.5. Pouzitd bude velkost' Ngtq4s = 15, vzhladom na vysledky
dosiahnuté v Casti 5.2.4. Vychadzat' budeme tiez zo stratégie ¢. 7 rozmiestnenia mravcov,
ktora sa ukazala ako najlepSia v Casti 5.2.3, zaroven zo stratégie C. 4, ktora sa ukazala ako
najlepsia pri vytvarani korena grafu v Casti 5.2.2 a zo stratégie €. 4 pouzitej pri vypocte fitnes
hodnoty 5.1.2.

V tabulke 5.17 je zobrazené porovnanie vysledkov pre rézny pocet mravcov Nps.
Graf 5.17 predstavuje graf porovnania poctu fitnes ohodnoteni pre pocet mraveov N .

1 5 0 4 9159
2 3 0 3 8747
3 4 0 4 9068
4 6 0 5 9877
S 7 0 6 9786

5.17: Porovnanie vysledkov pre rézny pocet mravcov N,
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Ako najlepSie sa ukazalo pouzitie stratégie ¢. 2, kde bol dany pocet mravcov Ng,:s = 3.
Oproti vysledkom ziskanym v Casti 5.2.8 sme vysledok zlepsili o 412 fitnes ohodnoteni, ¢o
predstavuje 4.5%.

Celkovo sme oproti pdvodnému algoritmu dosiahli zlepSenie o 15886 fitnes ohodnoteni, ¢o
predstavuje zlepSenie o 64.5%.

5.2.10

Cast’ 2: Zhodnotenie

V druhej €asti sa ndm oproti podvodnému algoritmu [1] podarilo dosiahnut’ zlepSenie o 15886
fitnes ohodnoteni, ¢o predstavuje zlepsenie o 64.5%.

Ako najlepSie nastavenie algoritmu sa ukazalo:

e Paralelnd stratégia vytvarania cesty (nejednd sa o paralelizaciu).

e Fitnes ohodnotenie so zvySenim vahy poctu krokov a penalizaciou rieSeni s poctom

krokov nad S,

e Koren grafu vytvoreny turnajom velkosti 10, kde sa vyberie najlepsi z ndhodne
vytvorenych koretiov.

e Rozmiestnenie mravcov, v ktorom, ak algoritmus stagnuje presne Ngiq4s/2 iteracii,

mravce sa rozmiestnia v tomto kroku na globalne najlepSiu trasu. V opa¢nom pripade

sa mravce umiestnia na najlepsiu trasu z predoslej iteracie.
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Vyber nasledujicej hrany sa robi klasickym stochastickym vyberom (podl'a formuly
(2.2)), ale je dodefinovana hranica r. Ak je r < 1,45, je nasledujica hrana vybrana
turnajom, 145 = 20.

Pocet krokov, ktoré algoritmus mdZze stagnovat’ Ngzqqs = 15.

Heuristickd informdcia nie je vyuzita.

Feromoénova aktualizacia na zaklade algoritmu SACO, ktory je popisany v cCasti
1.2.2.1. Postupuje sa na zaklade formuly (1.4).

Pocet mravcov 3.

Pravdepodobnost’ vytvorenia novych hran B,,,, = 50.



6.Zaver

V diplomovej praci sa mi podarilo dosiahnut’ vyrazné zlepSenie vysledkov algoritmu [1],
z ktorého praca vychadza, ale tiez algoritmov navrhnutych v ¢lankoch [2], [29], [34].

V prvej cCasti rieSenia, zameranej na pozorovanie vplyvu zmien jednotlivych
parametrov, som zmenou parametrov dosiahla vysledky uvedené v tabulke 5.11. Najvacsi
prinos mala Uprava fitnes vypoctu, kde som pri vypocte fitnes pridala parameter, ktory zvysil
vahu poctu krokov oproti po¢tu nazbieranych kusov potravy a pridala penalizaciu. Navrh
zmeny vypoctu fitnes je popisany v Casti 3.1.3 a vysledky testu v Casti 5.1.2. Zmenou vypoctu
fitnes hodnoty som dosiahla znizenie poctu fitnes ohodnoteni o 41.8%. Celkovo sa pocet
testov, v ktorych vysledok nebol najdeny ani po 100000 fitnes ohodnoteniach znizil o 6, ¢o
znamena, ze v kazdom pokuse som bola schopna najst’ vysledok. Vzhl'adom k tomu, ze bol
algoritmus pri dosiahnuti hranice 100000 preruseny, neboli tieto hodnoty pri pdévodnom
algoritme ani zapoc¢itané do priemeru. Dosiahnuté zlepSenie je tym eSte vyraznejsie.

V druhej casti rieSenia som celkovo oproti povodnému algoritmu [1] dosiahla
zlepSenie o 15886 fitnes ohodnoteni, o predstavuje zlepSenie o 64.5%, priCom ziaden
z behov programu nepresiahol hranicu 100000 ohodnoteni a algoritmus nebol preruSeny.
V tabulke 6.1 je porovnany dosiahnuty vysledok s inymi algoritmami, rieSiacimi rovnaky
problém.

1 Po6vodny algoritmus [1] 6 30 24633
2 MuACOsm [2] n/a n/a 9200
3 Mutation[ gg]sed ACO w/a 12 10500"
4 S%iztsi’nfsp[; A n/a wa 43000
s MNSRebmie i
6 vistedky (apitola 5.2 0 3 8747

Tabul’ka 6.1: Porovnanie vysledkov s inymi algoritmami

! poget fitnes ohodnoteni nad 30000 sa pri uréovani vysledkov algoritmu [29] povaZuje za netspech a ukonéenie
algoritmu, tym padom v priemere nie je zapocitany. K neuspechu vtomto pripade doSlo v priblizne 12%
pripadov.

69



Zo vseobecného hl'adiska je prinosom, ze pri dosiahnutych vysledkoch sa ukazalo, ako
vel'mi podstatnd je vaha poctu krokov a penalizacia, ktoré spdsobili zlepSenie o viac ako 40%.
Vel'mi dobré vysledky (zlepSenie o priblizne 20%), vSak prinieslo aj zniZzenie poctu krokov,
ktoré¢ algoritmus mobze stagnovat pri zvySovani najlepSej fitnes, tiez zvySenie
pravdepodobnosti vytvarania novych hran a typ aktualizacie feromonovych hodnot. Urcité
zlepsSenie vSak bolo dosiahnuté pri kazdej zmene parametra. Da sa predpokladat’, Zze zmenou
tychto parametrov by bolo dosiahnuté zlepSenie aj u inych rieSeni.
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Priloha A. Vysledky

1 n/a 0 5 9424
2 1 0 7 11829
3 2 0 6 9924
4 3 0 5 9701
Tabul’ka A.1: Porovnanie vysledkov pre rézny pristup k heuristickej informacii hrany
Graf porovnania poctu fitnes evaluacii pre typ
pouzitia heuristickej informacie
14000
_ 12000
g 10000
g 3000 - M Stratégia l
:.E M Stratégia 2
§ 6000 - I Stratégia 3
4000 - M Stratégia 4
2000 -
0 .
Typ stratégie

Graf A.1: Graf porovnania poctu fitnes ohodnoteni pre typ pouZitia heuristickej informacie

1 50 0 4 9159
2 40 0 5 9364
3 60 0 8 10900
4 70 0 9 11883

Tabul’ka A.2: Porovnanie vysledkov pre réznu vel’kost’ pravdepodobnosti P,
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Pocet fitnes evaluacii
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Graf porovnania poctu fitnes evaluacii pre velkost

pravdepodobnostiP,,,

Typ stratégie
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[ Stratégia 3

M Stratégia 4

75

Graf A.2: Graf porovnania poctu fitnes ohodnoteni pre vel’kost’ pravdepodobnosti P,,,




Priloha B. Zoznam parametrov algoritmu

V tabul’ke B.1 je zobrazeny zoznam parametrov algoritmu, ktoré umoziuje program zmenit'.
Parametre je mozné zmenit’ v triede Parameters.cs.

Nazov premennej Popis Podmienky pre zadané hodnoty

Typ

Typ rieseného problému,
int problemType momentalne implementované pre
John Muir food trail a Santa Fe

0- John Muir food trail
1- Santa Fe trail

int n_ants Pocet mravcov n_ants > 0

Pravdepodobnost’ mutovania
int p_new vrcholu pri vytvarani cesty < 0,100 >
mravcom

Pocet iteracii hl'adani cesty
mravcami, ktoré sa mézu vykonat’
int N_stags bez navysenia fitnes. Po N_stags > 0
prekroceni N_stags sa algoritmus
restartuje.

vaha pridana krokom pri vypocte

int stepsWeight fitnes

steps_weight = 0
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ROZMIESTNENIE MRAVCOV:

Pravdepodobnost’
umiestnenia mravca < 0,100 >
globalne

probabilityOfAntPlacea

int Globaly

double evaporation Hodnota odparovania




GENEROVANIE KORENA:

int tournamentSize Velkost turnaja tournamentSize > 0

int CountOf Mutation Pocet mutacii v jednej iteracii CountOfMutation > 0

VYBER NASLEDUJUCEJ HRANY:

Hranica pouzita pri vybere

int r_ACS nasledujucej hrany

< 0,100 >

Horna hranica pouzita pri

mt r2.ANTQ vybere nasledujicej hrany

< 0,100 >

parameter pri vybere dava vahu
heuristickej informacii

int beta beta =0
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0 — Na zaklade algoritmu MUACOsm

1 — Na zaklade algoritmu EAS s parametrom
»evaporationEAS*

2 — Na zaklade algoritmu SACO

3 — Na zaklade algoritmu AS Ant-cycle

4 — Na zaklade algoritmu ACS s vyuzitim
najlepsieho rieSenia v predoslej iteracii

5 — Na zaklade algoritmu ACS s vyuzitim
globalne najlepsieho riesenia

6 — Na zaklade algoritmu MMAS

7 — Na zéklade algoritmu ANTABU

8 — ako typ O ale pridanda feromonova
hodnota je delena.

typ aktualizacie feromonovych

Int pheromonUpdateType hodnot

double evaporationACS vel'kost’ odparovania pre ACS <01>

minimalna hranica feromonu,

ktora je na hrane zanechana Malé pozitivna konStanta

double MinPheromonValue

int MMAS _probabilityOf poc13t90na prgvdepodplgno;t’ <0,100 >
UseGlobal vyuzitia globalneho riesenia

i Vyjadruje ¢i heuristicka T . ez

useOfHeuristic — _/ady False — heuristicka informacia nie je pouzita
boolean . informacie bude alebo nebude o L N
Information pouzita True- heuristickd informacie je pouZzita

0 — Postupna stratégia

int colonyStrategy Typ stratégie kolonie 2 — Paralelné stratégia

Tabul’ka B.1: Tabul’ka parametrov algoritmu triedy Parameters.cs
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Priloha C. Manual na spustenie programu

Program je spustitel'na aplikacia. Vzhl'adom k tomu, Ze je program vytvoreny v jazyku C#, na
jeho spustenie je potrebny .NET Framework 4.

Kedze je praca vedeckého charakteru, program je vytvoreny ako konzolova aplikacia.
Program sa spusti po otvoreni:
\DP_LearningFSM\DP2_I earningFSM\bin\Release\DP2_ILearningFSM.exe

Pouzivatel’ je pri spusteni programu vyzvany, aby zadal poCet behov algoritmu a nazov
vystupného suboru (akceptuje sa iba alfanumericky ndzov stiboru). Pre zmenu parametrov
algoritmu je potrebné pouzit’ triedu Parameters.cs. Bliz8i popis jednotlivych parametrov je v
Prilohe B.

Vysledky sa ukladaja vo formate .txt do priecinka:
DP_LearningFSM\DP2_LearningFSM\bin\Release\Results

Format vystupného suboru :

---EVOLUTION OF FITNES IN ALGORITHM ITERATIONS---
fitnes;

fitnes,

---NUMBER OF EVALUATIONS SUMMARY---

AVERAGE - evaluationSgyerqge

MAXIMUM - evaluationS,qximum

MINIMUM - evaluationsyinimum

More then 100000 evaluations: evaluations,yer100000 from test_count
More then 30000 evaluations: evaluations,yer30000
---EVALUATIONS COUNT INDIVIDUALLY ---

evaluations_count,

evaluations_countiest count
---PARAMETER SETTINGS---
Parameters_settings

fitnes, —x € (0,n),kde n je pocet iteracii v prvom S§tarte algoritmu. Predstavuje hodnotu
fitnes po iteracii x.

evaluationsgyerqge - predstavuje priemerny pocet fitnes ohodnoteni vo vietkych testoch
evaluations,, ,ximum - predstavuje maximalny pocet fitnes ohodnoteni, ktory boli dosiahnuty
evaluations,,inimum - predstavuje minimalny pocet fitnes ohodnoteni, ktory bol dosiahnuty
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evaluations,,er100000 - pocet testov, v ktorych sme nedosiahli vysledok ani po 100000
ohodnoteniach fitnes

test_count - celkovy pocet testov

evaluations,,er30000 - pocet testov, v ktorych sme presiahli 30000 fitnes ohodnoteni
evaluations_count, — y € < 1,test_count >, Pocet fitnes ohodnoteni v teste y.

Parameters_settings - nastavenie jednotlivych parametrov.

Vystup programu v konzole je podobny ako format vystupu do suboru, neobsahuje vSak
priemernt fitnes hodnotu ani nastavenie parametrov. Na rozdiel od vystupu do suboru vSak
program do konzoly vypisuje pocet fintes ohodnoteni po kazdej iteracii algoritmu. Okrem
toho, po skonceni jedného behu, program vypisSe kol'ko fitnes ohodnoteni bolo potrebnych na
najdenie rieSenia a kol’ko krokov bolo potrebnych na najdenie vSetkych kusov potravy na
mriezke.
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Priloha D. Obsah priloZzeného média

1. Samotny dokument diplomovej prace vo formate pdf a docx
2. Zdrojovy kod DP_LearningFSM
3. Manudl na spustenie aplikacie Readme.txt
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